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Introducción.

La tesis doctoral “Normalización y Adaptación a Entornos Acústicos para la Robustez en Sis-
temas de Reconocimiento Automático del Habla” versa principalmente sobre el uso de diversas
técnicas de normalización, también conocidas como de compensación, de los vectores de carac-
teŕısticas para proporcionar robustez a los sistemas de Reconocimiento Automático del Habla,
RAH, frente al ruido propio de los entornos acústicos.

El RAH es una disciplina cient́ıfica multidisciplinar, cuyo principal objetivo consiste en extraer
la secuencia de palabras pronunciadas por un locutor a partir de su señal de voz, que ha sido
captada previamente mediante un sensor o micrófono. Bajo ciertas condiciones controladas, que
incluyen desde la tarea propia del proceso de reconocimiento, hasta las caracteŕısticas acústicas,
pasando por todos y cada uno de los parámetros que definen el proceso completo de decodifi-
cación, los sistemas de RAH son capaces de proporcionar satisfactorias tasas de reconocimiento.
Sin embargo, este hipotético entorno global ideal no deja de ser una utoṕıa en la mayoŕıa de las
situaciones reales, que es precisamente cuando más interesante resultaŕıan las aplicaciones basadas
en RAH.

Una de las condiciones deseables y, por otra parte menos realista, consiste en que los sistemas
de RAH sean independientes del entorno acústico bajo el que se pretende reconocer, de modo que,
sea cual sea este último, las tasas de reconocimiento se acerquen idealmente a las obtenidas cuando
se decodifica señal limpia. Conseguir este ambiciosos objetivo supondŕıa, como se puede imaginar,
abrir enormemente el abanico de posibles aplicaciones de RAH, pudiéndose introducir en ambientes
hasta ahora desechados por su hostilidad acústica.

Por todo lo anterior, y a lo largo de los algo más de cuatro años que se ha precisado para com-
pletarlo, este trabajo se marcó desde el primer momento como ĺınea de actuación el proporcionar
robustez ante entornos acústicos adversos a partir de, principalmente, la normalización de los vecto-
res de caracteŕısticas, desarrollando e implementando distintas técnicas que, en su conjunto, se han
mostrado efectivas ante diversos y variantes entornos, obteniendo unos resultados sensiblemente
superiores a los logrados con los métodos más habitualmente empleados en la actualidad.

1.1. Contexto y Motivación de la Tesis.

Los recientes avances en el ámbito de las Tecnoloǵıas de la Información y las Comunicaciones,
TIC, han tenido un gran impacto en el modo en que la sociedad vive, trabaja e interactua con
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su entorno personal y profesional. De hecho, estas tecnoloǵıas ya están permitiendo por ejemplo
desarrollar redes distribuidas de sistemas que proporcionan información, comunicación y entrete-
nimiento allá donde el usuario se encuentre. En este contexto, una visión futurista de la Sociedad
de la Información enfatiza el desarrollo de entornos en los que las personas interactúan de forma
transparente con multitud de dispositivos interconectados para desarrollar las actividades de la
vida diaria. Buscando la mayor comodidad para el usuario, los interfaces hombre-máquina, si bien
son muchos y variados, tienden a confluir utópicamente en uno solo: la voz; ya que ésta es la manera
de comunicación más intuitiva, cómoda y empleada por el hombre, parece lógico pensar que sea
también la opción más natural para la comunicación con las máquinas, más allá de los problemas
prácticos que ésta acarree.

Desde que, tras la aparición de los primeros ordenadores, se empezara a pensar en la posibili-
dad de que hombre y máquina pudieran entenderse mediante la voz, se han llevado a cabo muchas
mejoras en el ámbito de los interfaces orales. Tantas, que muchas aplicaciones que hace sólo unos
pocos años eran tildadas de utópicas ya se han hecho realidad formando parte, en algunos casos,
del escenario cotidiano de muchas personas. Aśı, centralitas telefónicas, sistemas de dictado o de
ayuda a minusválidos ya integran en muchas ocasiones interfaces hombre-máquina basados en voz.
Sin embargo, hay que tener en cuenta que en todos estos casos comerciales se suele trabajar bajo
unas condiciones controladas, y por tanto restrictivas, que hacen que las tasas de error puedan ser
aceptables. A partir de lo anterior se puede concluir que aunque la antigua idea de comunicarse con
una máquina de un modo natural y familiar, sin limitaciones de vocabulario, temática, contexto,
locutor o ambiente esté todav́ıa lejos, cada d́ıa lo está un poco menos.

Cuando las condiciones que rodean al interfaz hombre-máquina no están controladas, la tarea
de proporcionar una funcionalidad satisfactoria se complica sobremanera debido principal, aunque
no únicamente, a dos causas, a saber: la incapacidad de los interfaces para abordar de forma con-
veniente situaciones imprevistas y el efecto pernicioso de entornos acústicos adversos, que produce
generalmente una severa degradación en el comportamiento del sistema de RAH. Para compensar
ambas situaciones, t́ıpicamente caracteŕısticas de condiciones reales, se pueden plantear distintas
soluciones que, en general, se agrupan en dos grandes ĺıneas de actuación [Zue, 1997]: flexibilizar el
módulo de diálogo, de modo que el usuario alcance el objetivo con el mayor grado de satisfacción
global [Kamm et al., 1997] [Gorin et al., 1997], y diseñar sistemas de RAH robustos ante cualquier
entorno acústico adverso [Cole et al., 1995] [Moreno, 1996].

Anteriormente se han presentado dos de los sistemas de que se compone un interfaz hombre-
máquina basado en el habla: el sistema de RAH y el módulo de diálogo. Sin embargo, y para
completarlo, seŕıa necesaria también la inclusión del módulo de comprensión. De todos modos, y a
pesar de que para proporcionar una funcionalidad final satisfactoria es necesario que el comporta-
miento de los tres elementos sea óptimo, es el sistema de RAH sobre el que se sustenta en primera
instancia el interfaz por cuanto, al encontrarse a más bajo nivel, los módulos de comprensión y
diálogo dependen en gran medidad de las tasas de reconocimiento proporcionadas por él. Es por
ello por lo que resulta necesario centrar el máximo esfuerzo en la tarea de mejorar dicho sistema,
haciéndolo, en la medida de lo posible, inmune a cualquier tipo de variabilidad. En una parte
concreta de esta tarea es en la que se circunscribe la presente tesis.

Que los sistemas de RAH proporcionen un comportamiento satisfactorio bajo condiciones con-
troladas es algo que, hasta cierto punto, se da en la actualidad. Sin embargo, no se puede decir lo
mismo cuando dichas condiciones no están acotadas convenientemente. Hay que tener en cuenta, de
cara a valorar la complejidad de la tarea del RAH, que cada individuo pronuncia la misma palabra
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de distinta manera (variación inter-locutor); y no sólo eso, sino que ni siquiera una misma perso-
na pronuncia de idéntico modo el mismo vocablo en todas las ocasiones (variación intra-locutor).
Asimismo, e igualmente cŕıtico, resulta el efecto del entorno acústico, que no solamente aporta
ruido que enmascara la señal de voz, sino que, de forma indirecta, hace que el locutor pronuncie de
distinto modo a como lo haŕıa en un entorno silencioso. Además de las complicaciones anteriores,
que llevan asociadas una cierta causa f́ısica, los sistemas de RAH son también muy sensibles a
la utilización de palabras que se hallen fuera del vocabulario, a la construcción de frases no per-
mitidas por la gramática de la aplicación, o al uso de abreviaturas, disfluencias... De todas estas
problemáticas nombradas, en el presente trabajo únicamente se estudiará como compensar el efecto
del entorno acústico, dejando el resto de las mismas al margen.

El entorno acústico afecta a los sistemas de RAH, tal y como ya se ha adelantado, produciendo
dos tipos de distorsiones en la señal de voz, a saber, las independientes del locutor, que serán
las que se tratarán en este trabajo y que vienen dadas principalmente por el ruido aditivo y la
distorsión convolucional caracteŕısticos del propio entorno, y las dependientes del locutor, que se
producen al articular el usuario los vocablos de distinta manera a como lo haŕıa si se encontrara
en un entorno limpio debido a la presencia de ruido externo. Para tener una idea aproximada de
las distorsiones que un entorno acústico puede producir en los vectores de caracteŕısticas con los
que posteriormente se llevará a cabo el RAH, se presenta la Figura 1.1, en la que se muestran el
log-scattegram y el histograma del primer coeficiente Mel Frequency Cepstral Coefficient, MFCC,
de los vectores de caracteŕısticas de voz limpia y degradada por un entorno acústico real grabado
en un veh́ıculo cuya SNR media es 8.05 dB. Se puede apreciar como dicho entorno ha producido
tanto un desplazamiento de los coeficientes (modificación de la media), como una alteración en
la varianza de los mismos, a la vez que la incertidumbre se ha visto incrementada debido a la
naturaleza aleatoria del ruido propio del entorno acústico.
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Figura 1.1: Log-scattegram e histograma del primer coeficiente MFCC de los vectores de caracteŕısticas de voz
limpia y ruidosa para un entorno acústico real grabado en un veh́ıculo cuya SNR media es 8.05 dB. La ĺınea en el
scattegram representa la función identidad x = y.

De cara a compensar las alteraciones en la señal de voz producidas por el entorno acústico se
han planteado históricamente tres ĺıneas de actuación, definidas por otras tantas filosof́ıas a la hora
de encarar el problema

Parametrización o extracción de caracteŕısticas robusta, esto es, obtener de la señal de voz
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aquella información que, siendo útil para el RAH, se vea lo menos afectada posivle por el
entorno acústico.

Adaptación del sistema de RAH a las condiciones acústicas de la señal que se pretende reco-
nocer. De esta manera, el espacio de entrenamiento utilizado para determinar los parámetros
que definen la fase de reconocimiento se veŕıa transformado de alguna manera, proyectándolo
sobre el de reconocimiento.

Adaptación de la señal que se pretende reconocer, de modo que se proyecta desde el espacio
propio del entorno acústico correspondiente al de entrenamiento, que es el que, como ya se
ha indicado, define los parámetros de la fase de reconocimiento.

Cabe destacar que, en general, no se puede asegurar que una ĺınea de actuación proporcione
unos resultados más satisfactorios que otra, puesto que esto depende enormemente de la aplicación
concreta sobre la que se trabaje, que aporta una serie de condicionantes y limitaciones que pueden
hacer, por ejemplo, que aquellos métodos que proporcionaŕıan los mejores resultados de RAH deban
ser descartados por cuestiones prácticas. En cualquier caso, este trabajo, enmarcado en el contexto
de continua mejora, plantea el ambicioso reto de proporcionar robustez a los sistemas de RAH
ante el entorno acústico mediante el desarrollo principalmente de nuevas técnicas de normalización
de vectores de caracteŕısticas. En este sentido, y dado que la mayoŕıa de este tipo de métodos se
basan en la aplicación de una determinada función de compensación, hay que tener en cuenta que
la alteración más cŕıtica que el entorno acústico produce en los vectores de caracteŕısticas es, como
ya se ha podido comprobar, el incremento de la incertidumbre de los correspondientes coeficientes,
de modo que, para un valor concreto de un determinado vector acústico limpio, se puede dar,
debido a la aleatoriedad del ruido, un amplio margen de valores para los correspondientes vectores
ruidosos, y viceversa; lo que, mediante una función, no se puede compensar perfectamente.

1.2. Objetivos de la Tesis.

Tras constatar las limitaciones que los sistemas de RAH tienen a la hora de proporcionar una
satisfactoria funcionalidad en entornos acústicos hostiles, se hace absolutamente necesario, si se
pretende conseguir en algún momento que la sociedad emplee los interfaces orales en cualquier
circunstancia y situación, el proporcionar algún tipo de solución que dote a los sistemas de RAH
de la robustez imprescindible.

Después de estudiar las ĺıneas de actuación clásicas más empleadas de cara a proporcionar
robustez a los sistemas de RAH, se decidió, desde un primer momento, enfocar la tesis hacia el
desarrollo de técnicas de normalización de vectores de caracteŕısticas puesto que pueden dotar al
sistema de una mayor versatilidad y, en general, necesitan de un menor tiempo computacional sin
necesidad, en la mayoŕıa de los casos, de tener que recurrir a información a priori.

Aśı pues, y una vez centrado el dominio del trabajo, el objetivo final es único: proporcionar
la menor tasa de error posible, mejorando, en la medida de lo posible, los trabajos que, en este
campo, se hayan desarrollado hasta el momento. Sin embargo, y aunque el objetivo parece claro,
siempre hay que tener en cuenta otros parámetros que pueden matizar tanto los resultados obte-
nidos, como las comparaciones realizadas con ciertas técnicas anteriores. Aśı pues, en este trabajo,
salvo en raras ocasiones, se proponen métodos no supervisados, de manera que no sea precisa la
trascripción de los corpora correspondientes empleados en la fase previa de entrenamiento que las
técnicas propuestas necesitan. Asimismo, se trabajará principalmente en el ámbito de la normali-
zación de vectores de caracteŕısticas emṕırica o, lo que es lo mismo, asumiendo que los corpora de
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entrenamiento representan a entornos acústicos similares a los que posteriormente se darán en la
fase de reconocimiento; aunque bien es cierto que se presentan resultados en los que no se da esta
circunstancia. Por otra parte, se pretende que las técnicas desarrolladas sean eficientes en entornos
acústicos variables y reales, que son los únicos que pueden incluir todo tipo de distorsiones. Por
esto último se consideró SpeechDat Car en español como base de datos de referencia para realizar
la mayor parte de la experimentación. Dicho esto también se creyó oportuno trabajar con el corpus
Aurora2 que, si bien está compuesto por señales degradadas de un modo artificial, actualmente
está considerada como un banco de pruebas estándar sobre el que comparar prácticamente cual-
quier técnica.

Aśı pues, con la vista puesta en obtener la mı́nima tasa de error posible y teniendo en cuenta
las premisas anteriores, se pueden definir una serie de subobjetivos que, a lo largo del desarrollo
de la tesis, se han ido completando

Revisión bibliográfica.

Como paso previo a cualquier tipo de investigación es necesario conocer no sólo aquellas ĺıneas
ya desarrolladas que buscan el mismo fin bajo premisas similares, sino también aquéllas que,
de un modo colateral, pueden proporcionar nuevos enfoques y ayudar aśı a abrir el campo
de visión ante el problema cuya solución se busca. Este subobjetivo, fundamental a la hora
de ahorrar tiempo posteriormente, ha quedado plasmado en los Caṕıtulos 2 y 3.

Estudio de las bases de datos y obtención de resultados de referencia.

De cara a cotejar posteriormente las distintas técnicas implementadas, es necesario, en pri-
mer lugar, definir el marco de experimentación y, seguidamente, obtener unos resultados de
referencia. Para la primera cuestión, tal y como se ha justificado anteriormente, se deci-
dió recurrir a las bases de datos SpeechDat Car en español y Aurora2, que fueron analizadas
convenientemente de cara a comprobar que las caracteŕısticas de las mismas se adecuaban a
los propósitos para las que hab́ıan sido seleccionadas. Por su parte, los resultados de referencia
se obtuvieron tras considerar previamente distintas opciones tanto para la extracción de los
vectores de caracteŕısticas como para el modelado acústico. Este subobjetivo se corresponde,
en la presente memoria, con el Caṕıtulo 4.

Implementación de algoritmos afines.

A partir de la revisión bibliográfica es posible determinar aquellos algoritmos que se adecúan
de un modo más estricto a los parámetros que van a regir la investigación y que, por tanto,
constituyen las técnicas de referencia con las que se deberá comparar posteriormente los
métodos que se vayan desarrollando a lo largo del tiempo. En la primera parte del Caṕıtulo
5 se estudian las técnicas que, en este caso, tratan de proporcionar robustez a los sistemas
de RAH cumpliendo los objetivos marcados anteriormente; a su vez se plantean algunas de
las posibles limitaciones que estos algoritmos poseen.

Desarrollo de nuevas técnicas y depurado de las mismas.

Como consecuencia de un estudio concienzudo de las técnicas afines se puede dar con ciertas
limitaciones de las mismas, lo que sirve de pie para desarrollar nuevos métodos que, tratando
de mantener las ventajas de las primeras, minimicen sus debilidades. Este proceso se debe
realizar con cada nuevo algoritmo desarrollado para, de esta manera, conocerlos en profun-
didad y poder ir generando extensiones que mejoren su comportamiento. Como se puede
apreciar, este subobjetivo, que en cierto modo se basa en los anteriores, es el motor que ha
movido todo el trabajo desarrollado, puesto que, desde la parte final del Caṕıtulo 5, en el
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que se presenta la primera técnica propia, hasta el Caṕıtulo 8, se van introduciendo con-
tinuas modificaciones que tratan de compensar las diversas deficiencias detectadas tras la
experimentación y posterior estudio de las mismas.

1.3. Estructura de la Memoria.

La memoria se divide en diez Caṕıtulos que, dejando a un lado el presente e introductorio,
se puede considerar que están distribuidos en dos grandes grupos temáticos. El primero de ellos,
que tiene como misión establecer las bases teórico-experimentales para todo el trabajo, comprende
los Caṕıtulos 2, 3 y 4. Seguidamente a este primer grupo, se presenta el segundo, compuesto por
los Caṕıtulos 5, 6, 7, 8, 9 y 10, y en el que se exponen las diferentes técnicas, en su mayoŕıa de
compensación de vectores de caracteŕısticas, propuestas e implementadas durante el desarrollo de
esta tesis, incluyendo convenientemente los resultados obtenidos tras las correspondientes experi-
mentaciones; asimismo, y ya en el Caṕıtulo final, se introducen las conclusiones derivadas de todo
el trabajo realizado, aśı como las futuras ĺıneas de trabajo. A continuación, y de un modo somero,
se resume la composición de cada uno de los distintos Caṕıtulos.

Segundo Caṕıtulo.

Dentro de este apartado se estudia, desde el punto de vista matemático-estad́ıstico, el sistema
de RAH, tratando por separado, y en Secciones diferencidas, cada uno de los distintos bloques
de que se compone en su versión más generalizada, a saber: extracción de caracteŕısticas,
modelado acústico, modelado del lenguaje y procedimiento de búsqueda.

En la Sección dedicada a la extracción de caracteŕısticas se realiza un breve estudio cualita-
tivo sobre los métodos más empleados a tal efecto a lo largo del tiempo, haciendo especial
hincapié en los coeficientes MFCC ya que, de entre todos ellos, son los más comúnmente
utilizados en la actualidad.

Por su parte, las técnicas de modelado acústico más habituales en los sistemas de RAH, y que
buscan la mejor representación estad́ıstica de los vectores de caracteŕısticas para cada una
de las unidades con que se pretenda decodificar, se presentan en su correspondiente Sección.
En este caso se tratan de un modo más profundo los modelos ocultos de Markov, Hidden
Markov Models, HMMs, por ser prácticamente un estándar de facto actualmente.

El estudio del modelado de lenguaje también tiene su Sección dedicada correspondiente.
En ella se realiza un breve repaso sobre las distintas opciones con que se puede incorporar
el conocimiento lingǘıstico a los sistemas de RAH, incluyendo aspectos como el léxico, la
semántica y la gramática. De igual modo que para los bloques anteriores, la Sección se
centrará en la opción más utilizada en estos momentos: las N-gramas.

Los procedimientos de búsqueda constituyen, en cierto modo, el motor del sistema de RAH
por cuanto son los encargados de proporcionar, haciendo uso de los modelados acústico y del
lenguaje, la secuencia de palabras que más fielmente se adapta al conjunto de vectores de
caracteŕısticas que se pretende decodificar. En la Sección dedicada a ellos en el Caṕıtulo se-
gundo se tratan aquéllos que, a lo largo del tiempo, han sido los más empleados, deteniéndose
brevemente, por ser actualmente un estándar de facto, en el algoritmo de Viterbi.

Tercer Caṕıtulo.

Una vez presentadas las bases matemático-estad́ısticas de los sistemas de RAH, en el tercer
Caṕıtulo se aborda, desde un punto de vista taxonómico, las diferentes técnicas que, a lo largo
del tiempo, se han venido desarrollando para dotar de robustez a los susodichos sistemas
de RAH. Aśı pues se distinguen, grosso modo, tres grandes ĺıneas de actuación, a saber:
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extracción robusta de caracteŕısticas, adaptación de modelos acústicos y normalización de
vectores de caracteŕısticas, cada una de las cuales se trata de modo independiente en una
Sección propia dentro del Caṕıtulo.

En la Sección dedicada a la extraccion robusta de caracteŕısticas, una vez explicada la filosof́ıa
de actuación que subyace bajo esta ĺınea de actuación para proporcionar robustez a los
sistemas de RAH, se realiza un breve repaso de aquellos algoritmos que, siendo los más
habituales, se hallan enmarcados en ella, prestando especial hincapié tanto a los beneficios
como a las limitaciones que cada uno de ellos posee.

La adaptación de modelos acústicos, como segunda opción a la hora de dotar de robustez a
los sistemas de RAH, se trata en la siguiente Sección. En ella se enumeran los diversos méto-
dos que, de una forma más o menos continuada, se han venido aplicando entre la comunidad
cient́ıfica. Asimismo se explica breve y principalmente de un modo cualitativo, el funciona-
miento de los mismos, aśı como las posibles deficiencias y ventajas de unos con respecto a
otros.

La última Sección perteneciente a este Caṕıtulo versa sobre la normalización de vectores
de caracteŕısticas. En ella se presentan de una manera somera los algoritmos que, siendo
incluidos dentro de esta ĺınea de actuación, son los más empleados cuando se pretende diseñar
un sistema de RAH robusto; asimismo, y dejando a un lado los desarrollos matemáticos en
los que se basan, se da una idea culitativa de las limitaciones y ventajas que los diferentes
métodos poseen.

Cuarto Caṕıtulo.

De igual modo que los Caṕıtulos segundo y tercero proporcionan las bases teóricas sobre
las que apoyarse a la hora de presentar las distintas técnicas desarrolladas en este trabajo,
el Caṕıtulo cuarto define los parámetros de la experimentación con la que comparar de un
modo cuantitativo los distintos métodos que, a lo largo del trabajo, se van a ir presentando.
Por ello, en la primera Sección se estudian brevemente las dos bases de datos que se van a
emplear a tal efecto: SpeechDat Car en español y Aurora2, si bien es cierto que el grueso
de los resultados se obtendrán con la primera de ellas por ser mucho más realista que la
segunda, que se genera tras incluir artificialmente ruido aditivo y/o distorsión convolucional
a alocuciones limpias procedentes del corpus TIDigits.

Dado que a la hora de cotejar distintas técnicas, que a la postre es lo que se va a determi-
nar la mayor o menor bondad de las mismas, no basta sólo con presentar los resultados de
la experimentación y compararlos directamente, sino que es preciso establecer de un modo
estad́ıstico hasta qué punto la diferencia de comportamiento es significativa, la segunda Sec-
ción de este Caṕıtulo está dedicada a las pruebas de hipótesis estad́ısticas; de modo que en
ella se resumen brevemente los tres algoritmos más ampliamente utilizados en el ámbito del
RAH, para, finalmente, centrarse en el denomindado z-test, que será el que, a pesar de sus
limitaciones, se empleará en este trabajo.

Finalmente, y como último apartado de este Caṕıtulo, se exponen los parámetros que se van
a emplear durante toda la memoria a la hora de realizar las distintas experimentaciones, ha-
ciendo especial hincapié en el tipo de parametrización y estructura de los modelados acústico
y de lenguaje. Asimismo se incluyen los resultados de referencia obtenidos tanto para la ba-
se de datos SpeechDat Car en español como para Aurora2, y que servirán como base para
comparar posteriormente los comportamientos de las distintas técnicas presentadas en este
trabajo.

Quinto Caṕıtulo.
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El quinto Caṕıtulo supone la puerta de entrada del segundo gran grupo temático en que
se ha dividido esta memoria, y en el que se comienza la exposición propiamente dicha de
las técnicas propuestas en este trabajo. Sin embargo, y antes de ello, resulta conveniente,
como aśı se hace, estudiar la problemática que el entorno acústico introduce en el dominio de
vectores de caracetŕısticas. Aśı, la primera Sección de este apartado está dedicada al análisis,
tanto desde un punto de vista teórico como práctico, de distintos tipos de ruido, pudiéndose
apreciar las correspondientes alteraciones que se producen en los vectores acústicos limpios.

Una vez focalizado el problema que se pretende tratar, y tras constatar las dificultades que
solucionarlo conlleva, se propone un desarrollo teórico conjunto para distintas técnicas de
normalización de vectores de caracteŕısticas emṕıricas basadas en el criterio Minimum Mean
Square Error, MMSE. De este modo se puede apreciar que algoritmos ampliamente utiliza-
dos como CMN, Cepstral Mean Normalization, RATZ, multivariate Gaussian-based cepstral
normalization, o SPLICE, Stereo based Piecewise LInear Compensation for Environments,
no dejan de estar basados en el mismo principio, y que lo único que los diferencia, más allá de
consideraciones conceptuales, son ciertas aproximaciones.

Aprovechando el desarrollo teórico introducido en la Sección anterior, se presenta la técnica
de normalización de vectores de caracteŕısticas MEMLIN, Multi-Environment Model-based
LInear Normalization, que trata de compensar alguna de las limitaciones observadas en los
métodos CMN, RATZ y SPLICE. Para completar el Caṕıtulo se incluyen, en su correspon-
diente Sección independiente, los resultados obtenidos a partir de la base de datos SpeechDat
Car en español con los algoritmos RATZ, SPLICE y MEMLIN, observándose una interesante
mejora por parte de este último.

Sexto Caṕıtulo.

El Caṕıtulo sexto, al igual que el séptimo y octavo, surge como respuesta a algunas de las
deficiencias advertidas en la técnica MEMLIN. En este caso se pretende mejorar el modelo
de degradación, que para el método MEMLIN se supone lineal con término dependiente
unidad, analizando nuevas posibilidades. Aśı, en la primera Sección se asume un modelo
de degradación lineal en el que el término dependiente puede ser distinto de la unidad,
dando lugar de este modo a la técnica Polynomial Multi-Environment Model-based LInear
Normalization, P-MEMLIN.

En la segunda Sección se presenta el algoritmo Multi-Environment Model-based HIstogram
Normalization, MEMHIN, en el que se asume como modelo de degradación una función no
lineal estimada a partir de ecualización de histograma. En el fondo esta solución no deja de
ser una generalización de las anteriores, cuyos modelos de degradación pueden ser generados
a partir de este último.

Con la idea de usar transformaciones más selectivas de modo que, a su vez, generen vectores
de caracteŕısticas normalizados que se vean mejor representados por los modelos acústicos
limpios, se presenta, ya en la tercera Sección de este Caṕıtulo, la técnica Phoneme Dependent
Multi-Environment Model-based LInear Normalization, PD-MEMLIN, que es una extensión
del algoritmo MEMLIN dependiente de los fonemas.

Llegados a este punto, y dado que hasta este momento todas las técnicas propuestas necesitan
de una fase de entrenamiento previa con señal estéreo, lo que no deja de ser una limitación por
cuanto ésta no siempre puede estar disponible, se presenta en la Sección cuarta una fase de
entrenamiento “ciega” para la técnica PD-MEMLIN, esto es, que no precisa de señal estéreo.
A pesar de que el desarrollo teórico incluido esté destinado al algoritmo PD-MEMLIN, éste
es absolutamente aplicable al algoritmo MEMLIN.
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Como punto final del Caṕıtulo, la Sección quinta incluye los resultados obtenidos con la base
de datos SpeechDat Car en español al aplicar los distintos algoritmos presentados en este
Caṕıtulo: P-MEMLIN, MEMHIN, PD-MEMLIN y PD-MEMLIN con fase de entrenamiento
“ciega”. Se puede observar como las dos primeras técnicas, si bien no aportan importantes
mejoras con el corpus seleccionado para la experimentación con respecto al algoritmo MEM-
LIN, śı se adaptan mejor ante las distorsiones que produce el ruido aditivo. Por otra parte, la
técnica PD-MEMLIN proporciona una significativa mejora si se comparan sus resultados con
los obtenidos con el algoritmo MEMLIN, dándose la circunstancia de que dichas prestaciones
no se ven degradas de un modo drástico si se hace uso de la fase de entrenamiento “ciega”.

Séptimo Caṕıtulo.

Tras desarrollar en el Caṕıtulo anterior nuevos modelos de degradación para compensar de
un modo más realista los efectos que los entornos acústicos producen en los vectores de
caracteŕısticas, en el apartado séptimo se propone una nueva solución para el modelado entre
Gaussianas, término este de gran importancia a la hora de calcular la estimación del vector
acústico limpio con la mayoŕıa de las técnicas de normalización propuestas en este trabajo.

Como paso previo a la presentación de la nueva solución propuesta, en la primera Sección del
Caṕıtulo se realiza un estudio, tanto cualitativo como cuantitativo, del término de modelado
entre Gaussianas para la técnica MEMLIN. Se puede apreciar que el margen de mejora que
proporciona dicho término puede ser muy elevado, por lo se concluye que ciertamente merece
la pena buscar una nueva solución para estimarlo. Aśı pues se propone modelar los vectores de
caracteŕısticas degradados asociados a los distintos pares de Gaussianas, entendiendo por par
de Gaussianas, una del modelo que representa el espacio limpio y otra del modelo que hace
lo propio con el espacio ruidoso. Esta solución se introduce y se desarrolla matemáticamente
en la Sección segunda del Caṕıtulo.

En la siguiente Sección se plantea como incluir, tanto desde un punto de vista conceptual
como matemático, el nuevo modelado propuesto para los pares de Gaussianas en las técnicas
MEMLIN y PD-MEMLIN, teniedo en cuenta que, una vez expuesto para el primero, seŕıa
directa la aplicación a otros métodos como P-MEMLIN o MEMHIN.

Al igual que en Caṕıtulos anteriores, éste se finaliza con la Sección dedicada a la experimen-
tación con la base de datos SpeechDat Car en español, pudiéndose constatar en esta ocasión
como el nuevo modelado propuesto aporta al comportamiento de las técnicas MEMLIN y
PD-MEMLIN un salto cualitativo importante en términos de RAH.

Octavo Caṕıtulo.

Después de dar con diferentes soluciones para mejorar el comportamiento de la técnica MEM-
LIN, tanto a la hora de considerar un nuevo modelo de degradación como estimando de un
modo más eficiente la probabilidad entre Gaussianas, en el Caṕıtulo Octavo se propone com-
binar algunas de las técnicas de normalización presentadas hasta el momento con algoritmos
que, con el objetivo de compensar la rotación entre los vectores de caracteŕısticas normali-
zados y los limpios, proponen modificar los modelos acústicos. Estas soluciones h́ıbridas se
pueden englobar en dos ĺıneas de actuación, según si las opciones propuestas son supervisadas
o no. Aśı, dentro de la segunda ĺınea se presentan dos algoritmos en otras tantas Secciones:
las técnicas h́ıbridas basadas en el método MATE, augMented stAte space acousTic modEl, y
las basadas en el cálculo de matrices de rotación dependientes de GMMs, Gaussian Mixture
Models.

Las técnicas h́ıbridas basadas en el método MATE se presentan en la primera Sección del
Caṕıtulo, en la que se explica, primeramente, como se decodifican los vectores de caracteŕısti-
cas normalizados haciendo uso de los modelos acústicos expandidos; los cuales se generan a
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partir de ciertas matrices de rotación que buscan compensar la variabilidad inter-locutor del
mismo modo en que lo haŕıa el algoritmo VTLN, Vocal Track Length.

La segunda Sección presenta una serie de técnicas que, a nivel de sistema, son similares
a las introducidas en la Sección anterior. Sin embargo, conceptualmente hablando, difieren
significativamente ya que, en este caso, las matrices de rotación no se estiman con la idea
de compensar la variabilidad inter-locutor del mismo modo que lo hace el algoritmo VTLN,
sino que se adaptan a las necesidades del entorno; por ello, dichas matrices se calculan
dependientes de unas ciertas GMMs que modelan el espacio limpio y el normalizado.

En la tercera Sección se presentan aquellas soluciones h́ıbridas basadas en el entrenamiento
de modelos acústicos en el espacio normalizado, para lo que es necesario conocer las trascrip-
ciones del corpus de entrenamiento, generando por tanto soluciones h́ıbridas supervisadas.
Aśı pues, en este caso los vectores de caracteŕısticas compensados se decodifican directamente
con dichos modelos.

Para comparar las diversas técnicas propuestas en este Caṕıtulo, la última Sección se dedica
a presentar los resultados obtenidos por todas ellas sobre la base de datos SpeechDat Car
en español, pudiéndose comprobar que las soluciones h́ıbridas presentadas proporcionan,
en todos los casos, una importante mejora si se comparan los resultados obtenidos con los
correspondientes a las distintas técnicas de normalización de vectores de caracteŕısticas que
sirven de base.

Noveno Caṕıtulo.

El Caṕıtulo noveno se articula en tres Secciones, en las que se presentan los resultados de RAH
obtenidos a partir de la base de datos Aurora2 tras aplicar las técnicas más representativas
propuestas en este trabajo. De este modo, la primera Sección está dedicada al algoritmo
MEMLIN, observándose, a pesar de no disponer en el corpus de entrenamiento de todos los
tipos de ruidos que posteriormente aparecen en el de reconocimiento, una importante mejora
relativa final.

La segunda Sección está destinada a presentar los correspondientes resultados extráıdos con
la base de datos Aurora2 tras aplicar la técnica MEMLIN con el modelado de la probabilidad
entre Gaussianas propuesto en el Caṕıtulo séptimo, pudiéndose constatar una cierta mejora en
el comportamiento de la técnica si se compara con el del algoritmo MEMLIN bajo las mismas
condiciones de experimentación; hecho este que no hace sino afianzar las conclusiones que, tras
los experimentos realizados con la base de datos SpeechDat Car en español, se presentaron
en el Caṕıtulo octavo.

En la tercera y última Sección se muestran los resultados de RAH obtenidos tras aplicar
la solución h́ıbrida no supervisada en la que la técnica de normalización de los vectores de
caracteŕısticas es el método MEMLIN con el modelado de la probabilidad entre Gaussianas
introducido en el Caṕıtulo séptimo, y las matrices de rotación se estiman del modo en que
se explica en la segunda Sección del Caṕıtulo octavo, esto es, buscando adaptarse a las
necesidades propias del entorno acústico. FALTA DECIR SI SALE BIEN (FALTAN LOS
DATOS).

Décimo Caṕıtulo.

La memoria finaliza con un Caṕıtulo, el décimo, dedicado a las conclusiones y futuras ĺıneas
de trabajo que, apoyándose en las técnicas, resultados e ideas propuestas a lo largo de la
memoria, podŕıan llegar a dar lugar a nuevos algoritmos que, tratando de mantener las
ventajas de los propuestos, compensen algunas de sus debilidades.
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1.4. Principales Contribuciones.

Durante los algo más de cuatro años que han sido necesarios para completar esta tesis se han
publicado en revistas y diversos congresos distintos trabajos, cuyo recorrido cronológico propor-
ciona, si bien no una visión tan compacta como se ha pretendido dar a la memoria, śı una más
realista del modo en que se fueron sucediendo los diferentes hitos que, a la postre y conjuntamente,
constituyen la presente tesis.

En los primeros trabajos [Buera et al., 2004a] [Buera et al., 2004c], se presentó la técnica MEM-
LIN, comparando su comportamiento ante variables entornos acústicos adversos con otros métodos
de normalización de vectores de caracteŕısticas basadas en similares principios y t́ıpicamente utili-
zados por la comunidad cient́ıfica. Asimismo se empezó a desarrollar una teoŕıa conjunta para todos
aquellos algoritmos de compensación basados en el estimador MMSE, de modo que cualquiera de
ellos se podŕıa ver como una realización más o menos compleja de una misma idea y supeditada a
ciertas aproximaciones.

Posteriormente, y tras analizar la técnica MEMLIN, se llegó a la conclusión de que el mo-
delo de degradación propuesto, lineal con término dependiente unitario, quizás no fuera el más
propicio para compensar ciertas degradaciones que los entornos acústicos producen en la señal
de voz. Por ello se propuso, por un lado, aplicar un modelo no lineal basado en ecualización de
histograma [Buera et al., 2004b], dando lugar aśı a la técnica MEMHIN, y por el otro, considerar
transformaciones dependientes de los fonemas [Buera et al., 2005c] [Buera et al., 2005a], generan-
do el algoritmo PD-MEMLIN. Para el primero de los casos se pudo observar, al compensar las
degradaciones producidas sobre la varianza de los vectores de caracteŕısticas, una importante me-
jora en los resultados ante entornos acústicos caracterizados por ruido aditivo. Por su parte, la
versión de la técnica MEMLIN dependiente de los fonemas, PD-MEMLIN, se mostró más efectiva
desde el primer momento ante cualquier tipo de distorsión de la señal de voz.

Una vez comprobadas las bondades de la técnica PD-MEMLIN en el ámbito del RAH, se
abrió una nueva ĺınea de investigación en el dominio de la verificación e identificación de locu-
tor. De este modo se pudo comprobar que el método PD-MEMLIN también proporciona unas
importantes mejoras cuando estas nuevas tareas se desarrollan en entornos acústicos hostiles
[Buera et al., 2005a] [Buera et al., 2005d] [Buera et al., 2006c]. Sin embargo, y dado que los ex-
perimentos propuestos en los distintos trabajos no dejan de ser hasta cierto punto preliminares, no
se ha incluido en esta memoria ninguna Sección espećıfica dedicada a la verificación e identificación
de locutor, aunque śı es cierto que se pretende retomar esta ĺınea de trabajo en un futuro próximo.

Una de las principales limitaciones que plantean en muchas ocasiones las técnicas de normali-
zación de vectores de caracteŕısticas emṕıricas, como la mayoŕıa de las presentadas en este trabajo,
es la necesidad de poseer, de cara a estimar los distintos parámetros que definen los correspon-
dientes métodos, un corpus de entrenamiento estéreo. Esta problemática, que no se ha considerado
para algunas de las técnicas emṕıricas más utilizadas por la comunidad cient́ıfica, śı se trabajó en
[Buera et al., 2005b], donde se presenta una fase de entrenamiento no estéreo para la técnica PD-
MEMLIN que es igualmente aplicable al algoritmo MEMLIN. Se pudo observar, a partir de la
consiguiente experimentación, que el hecho de hacer uso en la fase de entrenamiento únicamente
de la señal ruidosa no supone una importante merma en el comportamiento del método.

La técnica MEMLIN, aśı como todas aquellas variantes de la misma que se basan en nuevos
modelos de degadación, esto es, los algoritmos MEMHIN, PD-MEMLIN y P-MEMLIN se trataron
conjuntamente, aśı como la versión de entrenamiento no estéreo para el método PD-MEMLIN, en

11



[Buera et al., 2007]. De este modo, y por establecer una relación entre las distintas contribuciones
con la estructura de la memoria, las diferentes soluciones presentadas hasta el momento tienen su
eco en los Caṕıtulos 5 y 6.

Tras analizar las distintas opciones que el modelo de degradación proporciona, el siguiente
término que se analizó, y que está presente no sólo en la técnica MEMLIN, sino también en todas
aquellas que se derivaron de ella, fue el modelado de la probabilidad entre Gaussianas. La solución
propuesta hasta entonces se basaba en la presunción de que dicho término era independiente del
vector de caracteŕısticas ruidoso, consideración esta que no deja de ser una aproximación. Como
solución más realista se propuso en [Buera et al., 2006b] [Buera et al., 2006a] entrenar un modelo
basado en GMMs para los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussia-
nas, obteniéndose importantes mejoras tanto si se aplica dicha solución a la técnica MEMLIN
[Buera et al., 2006b], o al método PD-MEMLIN [Buera et al., 2006a]. Tanto las ideas y conceptos
como los consiguientes desarrollos teóricos necesarios para estimar los nuevos modelos de probabi-
lidad entre Gaussianas se contemplan, junto con la experimentación realizada, en el Caṕıtulo 7.

FALTA HÍBRIDOS. CUANDO SE PUBLIQUE ALGO...

Adicionalmente, y como colaboración con el departamento de Ciencias Computacionales del
Tecnológico de Monterrey, campus Monterrey, se presentó el trabajo [Hernández et al., 2007], en
el que se emplea la técnica PD-MEMLIN tras aplicar, como paso previo, el método SS, Spec-
tral Subtraction, dando lugar al algoritmo PD-MEELIN, Phoneme Dependent Multi-Environment
Enhanced Model based LInear Normalization. De este modo se trata de compensar en primera
instancia los efectos producidos por el ruido aditivo para, posteriormente, actuar sobre la distor-
sión convolucional. La experimentación presentada en el trabajo se realizó sobre la base de datos
Aurora2, dando lugar a unos resultados especialmente competitivos, aunque en esta memoria, por
tratarse de una ĺınea de trabajo aún emergente, no se han incluido. Actualmente se sigue colabo-
rando para formalizar la técnica PD-MEELIN, buscando sus debilidades e incorporando nuevas
mejoras que proporcionen un mejor comportamiento ante entornos acústicos altamente adversos.
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2

Sistemas de Reconocimiento Automáti-
co del Habla.

El Reconocimiento Automático del Habla, RAH, es una disciplina cient́ıfica multidisciplinar,
cuyo principal objetivo es extraer la secuencia de palabras pronunciadas por un locutor a partir
de su señal de voz, que ha sido captada previamente. A pesar de que las primeras aproximacionas
serias datan ya de los años 70 [Baum, 1972] [Jelinek, 1976], en la actualidad el RAH no es ni mu-
cho menos un problema resuelto debido principalmente a la variabilidad de la señal de voz y a los
factores que, externos a ella, pueden afectarla, como el entorno acústico, el tipo de micrófono, etc.

Cuando las condiciones que rodean a los sistemas de RAH no están controladas, el proporcionar
aceptables tasas de reconocimiento se complica sobremanera. Hay que tener en cuenta que cada
locutor pronuncia la misma palabra de distinta manera (variación inter-locutor); y no sólo eso,
sino que ni siquiera una misma persona pronuncia de idéntico modo el mismo vocablo en todas las
ocasiones debido a cambios en sus condiciones f́ısicas o pśıquicas, que nunca permanecen constantes
(variación intra-locutor). A todo esto hay que añadir el efecto del entorno acústico, que introduce
ruido que enmascara la señal de voz a la vez que puede llegar a alterar el propio proceso de
producción de la misma mediante el efecto Lombard [Lombard, 1911]. Otros problemas que se
pueden dar y que hacen del RAH una disciplina tan compleja son, por ejemplo, la utilización de
palabras no contempladas en el vocabulario de la aplicación, la construcción de frases no permitidas
por la gramática del lenguaje, el uso de abreviaturas y disfluencias, los escenarios semánticos de
las palabras, etc. De todo lo anterior se puede concluir pues que la señal de voz posee una gran
variabilidad debido a múltiples causas y que es por ello por lo que se hace extremadamente complejo
su modelado y posterior reconocimiento, a no ser, claro está, que el entorno de trabajo se encuentre
lo suficientente controlado. Aśı pues, y atendiendo al acotamiento en mayor o menor medida de
los problemas anteriormente comentados, los sistemas de RAH se clasifican atendiendo a distintos
criterios [Moore, 1990]

Dependencia con respecto al locutor. Los sistemas de RAH pueden ser, considerando este
criterio, dependientes o independientes del locutor. En el primero de los casos, el sistema se
entrena para que sólo lo use una única persona, mientras que si el sistema es independiente del
locutor se acondiciona para que lo pueda emplear un gran abanico de usuarios, idealmente
cualquiera. En general, los sistemas dependientes del locutor proporcionan unas mayores
tasas de reconocimiento a costa, eso śı, de perder generalidad. Estas caracteŕıstias se invierten
para el caso de sistemas independientes del locutor. También existen sistemas intermedios,
como los multilocutor y los adaptados al locutor. El primero de ellos está pensado para ser
empleado por un grupo reducido de usuarios, mientras que los adaptados al locutor parten de
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un sistema independiente del locutor y, tras modificar los parámetros necesarios, lo acercan a
las prestaciones de uno dependiente del locutor. Por otra parte, también se pueden clasificar
los sistemas de RAH atendiendo a los grados de cooperación y experiencia de los usuarios.

Dependencia con respecto al vocabulario. El incrementar el número de palabras que se pueden
reconocer proporciona un sistema más versátil y completo que puede resultar muy útil en
gran cantidad de circunstancias y tareas, pero como contraprestación el coste computacional
y la tasa de error se resienten. Por todo ello en los sistemas de RAH se debe ajustar al máximo
el vocabulario a la tarea que se pretende realizar. Además de por el tamaño, los sistemas de
RAH se puede clasificar atendiendo a otros criterios referentes al vocabulario como el grado
de discriminalidad del mismo, de dependencia con respecto a la aplicación...

Dependencia con respecto al tipo de discurso. Atendiendo a este criterio se pueden recono-
cer desde palabras aisladas hasta habla continua, pasando por cualquier estado intermedio.
Cuando se pronuncian palabras aisladas, esto es, con importantes pausas entre ellas, la tasa
de reconocimiento es mucho mayor que si se pretende reconocer un discurso continuo. Asimis-
mo, los sistemas de RAH no se comportan del mismo modo si el habla es léıda o espontánea,
de la misma manera que en ciertas aplicaciones se debe tener en cuenta el nivel de rechazo
ante habla extraña.

Dependencia con respecto a la estructura del diálogo. En este caso se definen las caracteŕısti-
cas de un sistema de RAH frente a la capacidad de procesamiento del lenguaje, clasificando
los sistemas de forma gradual atendiendo a la perplejidad o a la tarea, pudiendo ir desde
el reconocimiento de comandos aislados, que se corresponde con el nivel más bajo, hasta de
lenguaje natural, lo que supondŕıa el nivel más complejo.

Dependencia de las condiciones de trabajo, que hace referencia a la variabilidad del entorno,
especialmente acústico, en el que está inmerso el sistema de RAH. De este modo, no se ob-
tienen las mismas tasas de reconocimiento bajo condiciones de laboratorio que en situaciones
reales, normalmente más adversas que las primeras.

Este conjunto de descriptores permite, además de clasificar los sistemas de RAH, compararlos
en cuanto a prestaciones, a la vez que dan una idea de las posibles fuentas de variabilidad que se
pueden presentar a la hora de plantear una cierta aplicación, elemento este de capital importancia
ya que la robustez del sistema ante las mismas determinará el rendimiento final del sistema.

En la Tabla 2.1, y para comprobar lo alejados que aún se encuentran los sistemas de RAH
con respecto a las capacidades humanas, se presentan los resultados de tasa de error por palabra,
Word Error Rate WER, obtenidos para distintas tareas tanto por humanos como por un sistema
convencional de RAH a la vanguardia del estado del arte [Huang et al., 2001] [Lleida et al., 2002].
Igualmente junto a cada tarea se incluyen el número de palabras que componen el vocabulario
correspondiente. Con estos resultados se puede constatar el largo camino que todav́ıa hoy le queda
por recorrer a la comunidad cient́ıfica a la vez que cabe destacar como únicamente en aquella
tarea en la que se reconocen secuencias de trigramas carentes de significado, el sistema de RAH
proporciona mejores resultados que los humanos, lo que es debido a que éstos hacen un uso mucho
más eficiente del contexto léxico.

Este Caṕıtulo, centrado en los sistemas de RAH, se estructura del siguiente modo: en la Sec-
ción 2.1 se explicarán los fundamentos matemáticos de los sistemas de RAH basados en un efoque
probabiĺıstico bayesiano. Posteriormente, y en las siguientes Secciones, se irán desgranando cada
uno de los componentes que constituyen el sistema de RAH completo. Aśı, en la Sección 2.2 se
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tratará la extracción de las caracteŕısticas a partir de la señal de voz, que determinarán a la postre
los vectores acústicos que se utilizarán a la hora de reconocer. En la Sección 2.3 se estudiarán los
distintos tipos de modelado acústico que actualmente se están utilizando. Por su parte, la Sección
2.4 está dedicada al modelado del lenguaje que, junto con el acústico, compone la base estad́ıstica
de todo sistema de RAH basado en un enfoque estad́ıstico. Finalmente en la Sección 2.5 se explica
cómo se realiza la búsqueda entre las palabras del vocabulario hasta dar con la secuencia de las
mismas más probable.

Tareas # Vocabulario WER Humanos (%) WER Máquinas (%)

Dı́gitos conectados 10 0.009 0.72
Deletreo 26 1 5
Conversaciones telefónicas espontáneas 2000 3.8 36.7
WSJ con señal de voz libre de ruido 5000 0.9 4.5
WSJ con señal de voz ruidosa (10-dB SNR) 5000 1.1 8.6
Trigramas de señal de voz libre de ruido 20,000 7.6 4.4

Cuadro 2.1: Tasas de error de palabras,Word Error Rate, WER, entre humanos (columna “Humanos WER (%)”)
y un sistema de RAH a la vanguardia del estado del arte (columna “Máquinas WER (%)”) para distintas tareas
con diferente número de palabras para los correspondientes vocabularios (columna “# Vocabulario”). WSJ: Wall
Street Journal database.

2.1. Reconocimiento Automático del Habla.

El Reconocimiento Automático del Habla, RAH, tal y como ya se ha indicado, es una disci-
plina cient́ıfica cuyo principal objetivo es extraer la secuencia de palabras pronunciadas por un
locutor a partir de su señal de voz captada previamente. Para ello, y a pesar de que los sistemas
de RAH a lo largo de su corta historia se han basado en distintas técnicas, en la actualidad las
aproximaciones más utilizadas poseen un enfoque probabiĺıstico basado en el teorema de Bayes, la
teoŕıa de la información y las técnicas de comparación de patrones y de programación dinámica
[Bellman and Kabala, 1965] [Ney, 1990] [Ney, 1993] [Duda et al., 2000].

Desde este enfoque probabiĺıstico, y en una primera y simple aproximación, se puede decir que
todo sistema de RAH debe disponer de unos patrones asociados a las distintas partes del habla que
se pretende reconocer, de modo que, dado un conjunto de observaciones acústicas como entrada,
devolverá la secuencia de patrones que con mayor probabilidad lo represente.

El conjunto de observaciones acústicas, O, consiste en una secuencia de vectores de parámetros
que se extraen de la señal de audio captada previamente mediante un sensor o micrófono. Dicha
extracción pretende obtener aquellas caracteŕısticas de la señal de voz más representativas de
cara al RAH. Por todo ello, a las observaciones acústicas también se las conoce como vectores de
caracteŕısticas

O = (o1, ...,ot, ...,oT ), (2.1)

donde t es el ı́ndice temporal asociado a las observaciones acústicas, t ∈ [1, T ]. Por su parte, y
tal y como se ha comentado con anterioridad, la salida del sistema de RAH será una secuencia de
palabrasW, que idealmente debeŕıa coincidir con las pronunciadas por el locutor
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W = (w1, ..., wn, ..., wN ), (2.2)

donde n es el ı́ndice temporal asociado a los vocablos reconocidos, n ∈ [1, N ]. Para hallar la se-
cuencia de palabras óptima, siempre desde el enfoque probabiĺıstico, se buscará aquélla que tenga
la mayor probabilidad de estar asociada a la secuencia de observaciones acústicas de entrada,
p(W|O), lo que matemáticamente se expresa mediante (2.3). Dado que esta expresión no es direc-
tamente calculable salvo para problemas muy sencillos, con un conjunto de observaciones de una
dimensionalidad y tamaño muy reducidos, se recurre al teorema de Bayes, de modo que (2.3) queda
expresada como (2.4). Aśı pues, el nuevo problema de estimación se puede ver como la búsqueda
de la secuencia de palabras que proporciona la máxima probabilidad a priori, p(W) (modelo de
lenguaje) y que además produce la secuencia de observaciones con máxima probabilidad, p(O|W)
(modelo acústico). Es decir, mediante el teorema de Bayes se ha dividido el intratable primer pro-
blema en otros dos de más sencilla resolución: un problema de decodificación lingǘıstica y otro de
decodificación acústica.

W = argmax
W

p(W|O), (2.3)

W = argmax
W

p(O|W)p(W)
p(O)

, (2.4)

donde p(O) es la probabilidad a priori de las observaciones acústicas y que, dado que resulta
intrascendente a la hora de estimar la frase pronunciada, no se tiene en cuenta finalmente en la
maximización [Rabiner and Juang, 1993]. De esta manera, la expresión que se debe evaluar para
obtener la secuencia óptima de palabras pronunciada es (2.5)

W = argmax
W

p(O|W)p(W). (2.5)

Figura 2.1: Esquema general de un sistema de Reconocimiento Automático del Habla, RAH, basado en un enfoque
estad́ıstico Bayesiano.

Para llevar a cabo todo el proceso necesario de RAH según el enfoque estad́ıstico Bayesiano,
esto es, para evaluar la expresión (2.5), son necesarios cuatro bloques fundamentales, los cuales se
encuentran representados en la Figura 2.1 y son: extracción de las caracteŕısticas de la señal de
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voz, modelado acústico, modelado del lenguaje y búsqueda de la secuencia de palabras óptima. A
continuación se comenta brevemente cada uno de ellos

Extracción de caracteŕısticas. Los sistemas de RAH no utilizan directamente las muestras de
audio como entrada, sino que éstas se preprocesan buscando aquellas caracteŕısticas óptimas
de cara al reconocimiento. De este modo se obtienen unos vectores de parámetros representa-
tivos que son los que realmente constituyen la entrada al sistema de RAH. Sobre este bloque
se entrará en más detalle en la Sección 2.2.

Modelado acústico. Este bloque describe la probabilidad de observar un conjunto de vectores
acústicos dada una secuencia de palabras, p(O|W). T́ıpicamente los modelos acústicos de
palabras se construyen a partir de modelos de unidades menores haciendo uso de una serie de
reglas que rigen como unir estos últimos. En la Sección 2.3 se abordará con más profundidad
este bloque.

Modelado de lenguaje. Esta unidad cubre la sintaxis, semántica y gramática del lenguaje,
aspectos estos que quedan reflejados matemáticamente en el cálculo de la probabilidad a
priori de las diferentes secuencias de palabras, p(W). La Sección 2.4 trata con más detalle
este bloque.

Procedimiento de búsqueda. Esta unidad tiene como meta encontrar la frase óptima, esto
es, aquella que posea la máxima probabilidad a posteriori dada la secuencia de vectores
acústicos mediante el teorema de Bayes, tal y como indica la expresión (2.5). La Sección 2.5
proporciona una visión más profunda de este bloque.

2.2. Extracción de Caracteŕısticas.

El objetivo de las distintas técnicas de extracción de caracteŕısticas es, a partir de la señal
de audio previamente grabada mediante un micrófono o sensor, proporcionar unos vectores de
parámetros que, idealmente debeŕıan cumplir las siguientes tres caracteŕısticas, a saber

Representar cada segmento de voz mediante un vector compuesto por el menor número de
parámetros posible, de modo que se logre un cierto grado de compresión y, por consiguiente,
la reducción del tiempo necesario para procesar dicho vector. De cualquier otra manera seŕıa
imposible llegar a reconocer en tiempo real en la mayoŕıa de las aplicaciones y tareas.

Hacer uso sólo de aquellas caracteŕısticas de la señal de voz más representativas y que, por
su naturaleza, se adecúen óptimamente a cada aplicación concreta, ya que no todas deben
ser tenidas en cuenta del mismo modo. Aśı, por ejemplo, una buena parametrización para
sistemas de RAH tendrá en cuenta el tracto vocal, mientras que se desecharán otras cualidades
de la voz que puedan generar modelos sesgados, como por ejemplo el pitch, que proporcionaŕıa
unos modelos acústicos altamente dependientes del locutor y que, sin embargo, śı podŕıa ser
de gran utilidad para sistemas de reconocimiento de locutor.

Ser robusta, de tal forma que cualquier alteración sobre la señal de voz afecte de la menor for-
ma posible a los vectores de caracteŕısticas. De este modo, los distintos sistemas de RAH que
utilicen la correspondiente parametrización podŕıan tener un comportamiento satosfactorio
aun cuando los desajustes entre las señales empleadas para obtener los modelos acústicos y
las que se pretenden reconocer fueran sensibles.

En la actualidad son dos los sistemas de extracción de caracteŕısticas más comúnmente utili-
zados, [Davis and Mermelstein, 1980]: los coeficientes LPC (Linear Prediction Coefficients) y los
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MFCC (Mel-Frequency Cepstral Coefficients). La parametrización LPC surge al aplicar análisis de
predicción lineal a la señal de voz y, en algunas ocasiones, se modifican de cara a obtener una repre-
sentación más adecuada para los sistemas de RAH, dando lugar a los parámetros cepstrum LPC
[Oppenheim and Schafer, 1975] [Rabiner and Juang, 1993]. Por su parte, los coeficientes MFCC se
obtienen tras transformar el espectro de los coeficientes cepstrales de la señal de voz a la escala
bark mediante una transformación Mel.

QUIZÁS ESQUEMA CON PARAMETRIZACIÓN ETSI COMO MFCC

A pesar de que los coeficientes LPC y MFCC son los más extendidos, a lo largo del tiempo
han propuesto diferentes mejoras y técnicas en la extracción de caracteŕısticas [Mori, 1997]. Aśı,
por ejemplo, se han desarrollado representaciones basadas en el modelo auditivo humano, como
los coeficientes PLP, Perceptual Linear Prediction [Hermansky, 1990], el modelo EIH, Ensemble-
Interval Histogram [Ghitza, 1992] [Ghitza, 1994] [Rabiner and Juang, 1993], o los modelos audi-
tivos aśıncronos, como el de Seneff [Jankowski et al., 1995] o el SLP, Synchronous Linear Pre-
diction [Junqua and Haton, 1996]. Todas estas representaciones basadas en el modelo auditivo
humano proporcionan, especialmente en condiciones acústicas adversas, buenos resultados si se
comparan con los coeficientes cepstrum LPC [Junqua and Wakita, 1989] [Junqua and Haton, 1996]
[Jankowski et al., 1995]; sin embargo no consiguen una significable mejoŕıa si se comparan con la
parametrización basada en los coeficientes MFCC. Si a eso se le añade el hecho de que el tiempo
necesario para la extracción de dichos coeficientes basados en el modelo auditivo humano es, en
general, mucho mayor, se puede comprender que este tipo de parametrizaciones no sea tan difun-
dida ni se haya empleado apenas en sistemas de RAH en tiempo real, donde mayoritariamente se
hace uso de los coeficientes MFCC.

Otras alternativas y mejoras a los sistemas de extracción de caracteŕısticas clásicos son modu-
lation spectrum [Kingbury et al., 1998] [Greenberg and Kingsbury, 2000], que mediante el uso de
filtros paso bajo se trata de eliminar ciertas componentes de la señal que pudieran resultar negati-
vas de cara a la aplicación de RAH concreta, el uso de modelos perceptuales de enmascaramiento,
que ocultan el ruido que pudiera afectar a la señal de voz [Usagawa et al., 1994], la utilización de
técnicas más robustas que la transformada de Fourier para obtener el espectro, como por ejemplo
las transformadas wavelets [Rioul and Vetterli, 1991], [Erzin et al., 1995], el desarrollo de parame-
trizaciones basadas en operadores no lineales que representen de un mejor modo la generación de
la voz en el tracto vocal y sus irregularidades, como el operador TEO, Teager Energy Operador
[Kaiser, 1990], o la modificación de la escala Mel en el cálculo de los coeficientes MFCC, de tal
forma que aquellas bandas frecuenciales más afectadas por el ruido tengan menos peso en el cálculo
final de los coeficientes, a la vez que se favorece aquéllas que se encuentran menos contaminadas
[Bou-Ghazale and Hansen, 2000].

A la hora de construir el vector de caracteŕısticas que finalmente conformará la entrada al
sistema de RAH, se suele incluir no sólo los parámetros calculados mediante alguna de las técnicas
de extracción de caracteŕısticas consideradas anteriormente, sino también otros parámetros, como
pueden ser la enerǵıa, la frecuencia de los formantes [Holmes et al., 1997], o la velocidad de pronun-
ciación [Morgan et al., 1997]. Por su parte, y para modelar la correlación temporal existente entre
los vectores acústicos próximos se suele hacer uso de la primera y segunda derivada [Furui, 1986],
o estudiar la información presente en fragmentos de señal más amplios que la ventana de análisis
[Hermansky, 1998].
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De todos modos, y a pesar de los esfuerzos realizados en este campo, hasta la fecha no se ha
dado con ninguna técnica de parametrización que cumpla a la perfección con las tres caracteŕısticas
básicas que, tal y como se ha comentado con anterioridad, idealmente debeŕıan poseer; de ah́ı que
en muchos casos se requiera de una serie de técnicas que compensen tales limitaciones.

2.3. Modelado Acústico.

Tal y como se ha indicado anteriormente, el modelado acústico tiene como misión el determinar
la probabilidad de observar un conjunto de vectores de parámetros dada una secuencia de pala-
bras, p(O|W). Para ello se emplean diversas técnicas de aprendizaje que hacen uso de amplios
corpora de audio. Dado que el problema de modelar probabiĺısticamente secuencias de una ma-
nera completa puede llegar a ser computacionalmente inviable debido a que la complejidad crece
exponencialmente con la longitud de la secuencia de observaciones, se han venido considerando dis-
tintas aproximaciones de independencia que hacen el modelado acústico más sencillo [Baum, 1972]
[Jelinek, 1976] [Rabiner, 1988].

Actualmente los modelos ocultos de Markov, HMMs, Hidden Markov Model [Baker, 1975]
[Rabiner, 1988], constituyen el modelado acústico más extendido entre los sistemas de RAH. Dichos
modelos son unos autómatas de estados finitos en los que cada uno de los estados posee asocia-
da una función de densidad de probabilidad, pdf, probability density function, que normalemente
suele ser una mezcla de Gaussianas, GMM, Gaussian Mixture Model, aunque podŕıa ser cualquier
otra. Por otra parte, los estados se relacionan unos con otros mediante probabilidades de trans-
ción. Para los HMMs empleados en los sistemas de RAH, las aproximaciones de independencia
anteriormente comentadas se materializan mediante dos consideraciones: el proceso estocástico de
generación de observaciones sólo depende de un estado del modelo en cada momento y se supone
que el transitar entre estados dentro del modelo depende únicamente del estado origen y destino.
Al tipo de modelo oculto de Markov que cumple estas estrictas restricciones se le denomina de
orden 1 [Ghahramani, 2002], mientras que el entrenamiento de las diversas variables que confor-
man los HMMs (las probabilidades de transición entre estados y los parámetros de las funciones de
densidad de probabilidad de cada estado) se realiza mediante la estimación ML, Maximum Like-
lihood, haciendo uso del algoritmo iterativo EM, Expectation Maximization [Dempster et al., 1977].

QUIZÁS HABRÍA QUE PONER UN ESQUEMA DE HMM Y ALGO DE GMM (gentle tu-
torial).

Tal y como se puede deducir de las aproximaciones de independencia mencionadas, los HMMs
de orden 1, a pesar de considerarse un estándar de facto debido a los buenos resultados obtenidos,
poseen ciertas debilidades que los alejan de la naturaleza real de la señal de voz, como la interde-
pendencia temporal de las realizaciones sonoras y el carácter no discreto del proceso de producción
de la voz. Por todo ello se han desarrollado a lo largo del tiempo distintas extensiones de los HMMs
que tratan de compensar dichas limitaciones [Holmes and Huckvale, 1994]. Aśı, en busca de estos
objetivos se desarrolló el modelado basado en la descomposición temporal, previamente empleada
en codificación [Atal, 1983], y en la que se ve la señal de voz como una combinación de ciertas
funciones base controladas por un parámetro, [Bimbot et al., 1988] [Deleglise, 1990] [Lleida, 1990].
Esta técnica, si bien no se ha continuado desarrollando, mantiene algunas similitudes conceptuales
con otras extensiones de los HMMs, como los modelos segmentales y los de trayectorias.

Los modelos segmentales tratan de eliminar alguna de las debilidades de los HMMs de orden
1 mediante la concatenación de submodelos de fragmentos de voz, no necesariamente de la mis-
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ma longitud y śıncronos como sucede con los HMMs [Ostendorf et al., 1996] [Glass, 2003]. Por su
parte, los modelos de trayectorias tratan de parametrizar los descriptores de la señal de voz de
manera que el parámetro que controla la forma de la señal o de su evolución se pueda adaptar de
una manera más fina a sus cambios [Goldenthal, 1994] [Sun, 1995] [Gish and Ng, 1996].

Otra extensión de los HMMs empleada para el modelado acústico son los Campos de Mar-
kov, Markov Random Fields. Esta técnica, concebida inicialmente para tratamiento de imagen
[Gravier et al., 1999] [Gravier, 2000], trata de modelar el espectro tiempo-frecuencia de la señal
de voz modificando el ı́ndice temporal de los estados de los clásicos HMMs, que pasa de ser uni-
dimensional a bidimensional ya que las relaciones de dependencia se definen en este caso como
vecindades 2-dimensionales [Lafferty et al., 2001] [Zhu and Ghahramani, 2002].

Los modelos de Markov para la generación de observaciones, más conocidos como HMMs2, su-
ponen otra modificación de los HMMs clásicos utilizada para el modelado acústico. En este caso, la
función de densidad de probabilidad asociada a cada estado de los modelos clásicos, normalmente,
tal y como ya se ha comentado, una mezcla de Gaussianas, se sustituye por un nuevo HMM. Con
ello se pretende modelar la variabilidad que existe en la evolución de los formantes en la señal de
voz [Weber et al., 2000], aunque hasta el momento no se ha conseguido que los HMMs2 sean lo
suficientemente discriminativos [Weber, 2003] como para obtener unos satisfactorios resultados.

Por su parte, también se ha utilizado con éxito el modelado conjunto de varias fuentes de
información, streams. El fundamento de este método reside en utilizar conjuntamente distintas
fuentes de información de modo que los errores de alguna de ellas se puedan subsanar con las
otras, para lo que habrá que elegir adecuadamente dichas fuentes de información. Aśı pues, se
distinguen tantas técnicas de modelado conjunto como naturalezas de las señales que se pretenda
combinar. De este modo, por ejemplo se puede hablar principalmente de fusión de: información
de subbandas frecuenciales, binaural, de distintas parametrizaciones y audiovisual. El incluir un
modelado independiente para cada subbanda frecuencial de la señal de voz [Bourlard et al., 1996]
[Bourlard et al., 1972] busca dotar al sistema de RAH de robustez ante ruidos de banda estrecha,
de modo que prevalezcan aquellas subbandas menos afectadas por el ruido sobre las más contamina-
das. Sin embargo, las subbandas frecuencias no son independientes, por lo que se obtienen mejores
resultados si la fusión se realiza teniendo en cuenta la correlación entre ellas [Morris et al., 1999]
[Hagen, 2000]. Basándose en la idea de la percepción humana, el uso conjunto de señales de voz
registradas a partir de dos (binaural) o más sensores también se ha mostrado efectivo bajo ciertas
condiciones [Wittkop, 2001] [Kleinschmidt, 2002]. La motivación de la fusión de parametrizacio-
nes reside en intentar aprovechar los distintos puntos fuertes de cada una de ellas a la vez que
se trata de eludir sus debilidades [Pujol et al., 2003], asimismo se pueden incorporar igualmente
vectores de caracteŕısticas asociados a distintas escalas temporales [Hagen and Bourlard, 2000],
ya que en esos casos existe información incluso de niveles más altos que el puramente acústico-
fonético [Hermansky, 1998] [Segura et al., 2001]. Incorporar información visual a la señal de voz
es otra clase de fusión que ya desde los primeros tiempos se planteó [Sumby and Pollack, 1954];
sin embargo hasta el momento no se han obtenido los resultados deseados ya que la lectura de
labios aún no proporciona una aceptable tasa de acierto si no es bajo condiciones muy controladas
[Potamianos et al., 2003].

Los modelos de deformación elástica son otra de las extensiones del modelado acústico básico ba-
sado en HMMs que originariamente se desarrolló para el tratamiento de imágenes [Rueckert et al., 2001],
pero que ha sido aplicada satisfactoriamente a sistemas de RAH en el dominio tiempo-frecuencia
de la señal de voz. Dicho dominio se ve como una matriz que sufre deformaciones locales debido
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a causas fuera del alcance de otros modelos y que tratan de representarse con esta nueva exten-
sión [Uchida and Sakoe, 1998] [Kybic and Unser, 2003]. Parcialmente relacionados con los mode-
los de deformación elástica, los modelos de normalización del tracto vocal [Wakita, 1977] tratan
de normalizar la escala frecuencial de manera que se compensen diferencias entre locutores, que
son en muchos casos causantes de importantes errores de RAH. Para llevar a cabo esta idea se
han desarrollado a lo largo del tiempo diversas realizaciones a partir de distintos puntos de vista
[Andreou et al., 1994] [Lee and Rose, 1998] [Pitz, 2005].

Además de las extemsiones consideradas anteriormente, cabe destacar como el mejor cono-
cimiento de los HMMs [Ghahramani and Jordan, 1997] [Ghahramani and Beal, 2000], unido a la
aparición de nuevas y más completas teoŕıas sobre el aprendizaje estad́ıstico, han hecho que el mo-
delado acústico sea actualmente una prometedora ĺınea de investigación que proporciona cada d́ıa
mejores y más completas extensiones de los clásicos HMMs aprovechando las cualidades de la señal
de voz [Jordan and Jacobs, 1994] [Digalakis, 1992] [Patil and Taillie, 2000] [Jacobs et al., 2002].

COMENTAR REDES NEURONALES?

2.4. Modelado de Lenguaje.

El modelado de lenguaje tiene como objetivo incorporar el conocimiento lingǘıstico a los sis-
temas de RAH, incluyendo aspectos como el léxico, la semántica y la gramática, de modo que se
incluyan las restricciones propias que existen en el modo en que se concatenan las palabras pa-
ra una determinada tarea de reconocimiento [Lea, 1979] [Lee et al., 1989] [Pieraccini et al., 1992]
[Ward and Young, 1993]. Esto tiene su traducción matemática en los sistemas de RAH basados
en aproximación estad́ıstica Bayesiana en el cálculo de la probabilidad a priori de las distintas
secuencias de palabras, p(W).

Al igual que suced́ıa en el modelado acústico, modelar probabiĺısticamente una secuencia de
palabras de un modo completo puede resultar inviable por cuestiones computacionales, por lo que
se limita la dependencia entre vocablos próximos. Aśı, suponiendo que las secuencias de palabras
siguen un proceso de Markov de orden (n−1) [van Kampen, 1992], la probabilidad de una palabra
dependerá sólo de las (n− 1) anteriores y no de toda la historia previa. A este tipo de modelo de
lenguaje se le denomina N-gramas [Jelinek et al., 1975] y actualmente son los modelos de lenguaje
más utilizados, aunque no los únicos.

QUIZÁS ESQUEMA DE LAS N-GRAMAS

Las N-gramas pueden entrenarse, de igual modo que el modelado acústico, mediante el criterio
de máxima verosimilitud, ML, utilizando la perplejidad como criterio de evaluación [Bahl et al., 1983].
Para ello sólo se requieren bases de datos de texto y no de audio, lo que es una gran ventaja por
ser más fácilmente accesibles, aunque si se incrementa el orden del modelo (n), buscando con ello
una mayor especificidad del modelado, el tamaño de la base de datos también se debe incremen-
tar considerablemente, pudiéndose dar en muchas ocasiones la ausencia de varias de las posibles
agrupaciones de n palabras, lo que repercutiŕıa en el entrenamiento de un modelo erróneo. Para
solventar este problema se suelen emplear métodos de suavizado, smoothing, [Martin et al., 1999]

en los que los parámetros de los modelos de las unidades problemáticas se estiman a partir de los
de orden menor (n − 1, n − 2,...). Este procedimiento se puede llevar a cabo de distintos modos:
discounting, co-ocurrence, backing off, o categorizando las palabras en clases más amplias y, por
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tanto, más comunes [Katz, 1987] [Ney and Essen, 1991] [Ney et al., 1994] [Kuhn et al., 1994].

A su vez, a lo largo del tiempo se han ido desarrollando distintas técnicas para mejorar el com-
portamiento de los modelos de lenguaje basados en N-gramas. Aśı, por ejemplo se puede nombrar
language model cache [Kuhn and de Mori, 1990], que emplea las últimas palabras reconocidas para
adaptar el modelo de lenguaje a la tarea de RAH en cuestión, lográndose de este modo una mayor
especificidad. Otra mejora consiste en agrupar palabras que aparecen habitualmente en el mismo
orden para tratarlas como si de una única unidad se tratara [Jelinek, 1991]. Una idea similar a
la anterior, y ya comentada como un método de smoothing, consiste en agrupar palabras en cla-
ses atendiendo a un criterio concreto de modo que se robustece la estimación de los modelos de
lenguaje a la vez que se reduce la cantidad de datos necesarios para entrenarlos [Brown et al., 1992].

Como consecuencia de la incapacidad práctica de las N-gramas para aprender restricciones
propias del lenguaje que requieren de una gran memoria, se desarrollaron las gramáticas de es-
tados finitos, en las que se determinan las posibles concatenaciones de las palabras mediante re-
glas [Ney, 1990] [Wrigley and Wright, 1991] [Fred and Leitao, 1994]. De este modo, este tipo de
gramáticas, si bien más potentes que las N-gramas y útiles en entornos restringidos, tienen el serio
inconveniente de que ante tareas complejas su manejo puede llegar a ser inviable por la complejidad
de los árboles necesarios. A su vez, y aunque las probabilidades de las reglas pueden calcularse de
un modo automático, la generación previa de las propias reglas suele ser un proceso manual ya que
hasta la fecha los sistemas de generación automática de las mismas no están muy desarrollados
[Segarra and Garćıa, 1991] [Cerf-Danon and El-Béze, 1991]. Por todo ello las gramáticas de esta-
dos finitos no están tan extendidas como las N-gramas entre los sistemas de RAH. Por otra parte,
y dado que las gramáticas de estados finitos tampoco son capaces de modelar todos los aspectos
del lenguaje natural, se han desarrollado modelos más complejos, como las gramáticas transforma-
tivas o de unificación [Morgenthaler and Hansen, 1982] [Pereira and Warren, 1980] [Shieber, 1985]

que, al igual que los modelos de lenguaje de estados finitos, necesitan de procesos manuales para
generar las reglas, lo que hace que tampoco supongan actualmente una opción muy utilizada en
los sistemas de RAH, prefiriéndose emplear en la mayoŕıa de los casos N-gramas como modelado
de lenguaje.

2.5. Búsqueda.

La tarea de búsqueda consiste en encontrar la secuencia de palabras que maximice la expresión
(2.5) que viene dada, como ya se ha comentado, por el producto de los modelos acústico y de len-
guaje. Una primera e hipotética aproximación a la solución consistiŕıa en evaluar dicho producto
o verosimilitud para todas las posibles secuencias de palabras y elegir aquella que mayor valor
obtuviera. Sin embargo rápidamente se puede comprobar que esta opción, salvo para tareas muy
sencillas, debe desecharse por la complejidad de cálculo, que aumenta exponencialmente con el
número de las posibles palabras,W.

La complejidad de la optimización de la expresión (2.5) se puede reducir drásticamente me-
diante programación dinámica [Bellman, 1957], que descompone el problema inicial en una serie de
subproblemas de optimizaciones locales aprovechando la estructura matemática del mismo. Dentro
de la programación dinámica, dos algoritmos se han hecho populares entre los sistemas de RAH:
stack decoding [Jelinek, 1969] y el de Viterbi [Viterbi, 1967] [Vintsyuk, 1971]. La búsqueda median-
te la primera de las técnicas, stack decoding, se suele implementar mediante el uso de una pila que
mantiene para cada instante de tiempo una lista ordenada con los estados hipotéticos que podŕıan
haber generado el correspondiente vector de caracteŕısticas; una vez obtenida la lista, las proyeccio-
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nes desde cada estado se realizan aśıncronamente con el tiempo hacia otra pequeña lista de estados
elegida heuŕısticamente, lo que hace que el resultado final de esta técnica dependa en gran medida
de dicha estimación heuŕıstica, lo que no deja de ser un inconveniente. Por el contrario, en el algo-
ritmo de Viterbi los hipotéticos estados se proyectan śıncronamente con el tiempo, lo que permite
que para cada vector de caracteŕısticas se pueda comparar la verosimilitud para todos los posibles
estados, haciendo posible el uso de métodos de pruning que minimizan todav́ıa más la complejidad
de cálculo de la optimización. Los métodos de pruning consisten en reducir el número de estados
sobre los que proyectar a la hora de realizar la búsqueda mediante el algoritmo de Viterbi, de modo
que únicamente los hipotéticos estados que previsiblemente van a formar parte de la secuencia de
palabras óptima se activan (beam search [Ney et al., 1987] [Ortmanns and Ney, 1995]). Si bien la
reducción de cómputo es clara, también se puede dar el hecho de que la secuencia de palabras más
probable se llegue a desechar antes de completar el proceso de decodificación, pero éste no es un
hecho muy frecuente si se ajustan adecuadamente los parámetros que rigen los distintos métodos
de pruning.

QUIZÁS ESQUEMA Y FUNCIONAMIENTO DE VITERBI

Asimismo, cabe destacar que se pueden aplicar diversas técnicas para incrementar la eficiencia
de los métodos de pruning, como language model look-ahead [Steinbiss et al., 1994], en el que la
pronunciación del léxico se organiza mediante un árbol, de modo que se acota el final de las posi-
bles palabras en cada nodo del árbol pudiéndose propagar hacia atrás la estimación del modelo de
lenguaje. Además, si el sistema de RAH tolera un pequeño desfase temporal, se puede calcular la
contribución del modelo acústico para unos pocos vectores de caracteŕısticas siguientes al que se
está decodificando mediante modelos simplificados [Ney et al., 1992], lo que ayuda a reducir más
aún el tiempo de búsqueda.

Además de las técnicas vistas anteriormente, y dado que el cálculo de la verosimilitud asociada
a cada estado del modelo acústico suele influir de un modo crucial en el coste computacional final,
se han venido desarrollando distintos métodos para agilizar dicho cálculo. Esto se puede conseguir
por ejemplo mediante la estructuración del espacio de búsqueda [Fritsch, 1997], la cuantización
de los vectores de caracteŕısticas [Bocchieri, 1993], o la partición del espacio de los vectores de
observaciones acústicas [Nene and Nayar, 1996]. También se consigue una importante reducción
del coste computacional paralelizando la cálculo de la verosimilitud mediante instrucciones SIMD,
Single Instruction Multiple Data [Kanthak et al., 2000].

Por otra parte, la decodificación en varias pasadas, aunque con el inconveniente de no poder
ser aplicada en tiempo real, se presenta como una técnica para agilizar el proceso de búsque-
da al obtener la secuencia final de palabras reconocida como producto de varias iteraciones. Aśı,
inicialmente se utilizan modelos acústicos y de lenguaje más simplificados, que proporcinan no
sólo la secuencia de palabras más probable, sino el conjunto de las N más probables, N-best,
[Schwartz and Chow, 1990], o bien un grafo de palabras [Schwartz and Austin, 1991]. Posterior-
mente, las siguientes iteraciones del sistema de RAH se realizarán únicamente sobre estos resul-
tados ya con modelos acústicos y de lenguaje cada vez más restrictivos pero aplicados sobre un
espacio de búsqueda mucho más reducido.
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3

Robustez en Reconocimiento Automáti-
co del Habla.

En general, los sistemas de RAH ofrecen, en cuanto a tasa de reconocimiento se refiere, unos
resultados aceptables siempre que se den ciertas condiciones controladas que afectan a todos y
cada uno de los ámbitos de los mismos. Una de dichas condiciones deseables consiste en que tanto
el modelado acústico como la extracción de caracteŕısticas en el momento del RAH se realicen
bajo ausencia de ruido. Sin embargo, en una situación ordinaria no se suele dar esta cicunstan-
cia por lo que se ha de recurrir a técnicas de robustez para compensar el correspondiente desajuste.

Si se revisan los elementos de que se compone un sistema de RAH (ver Caṕıtulo 2), y dejando
a un lado el modelado del lenguaje, que depende de la tarea en cuestión, y el sistema de búsqueda,
que puede considerarse fijo, se puede concluir que principalmente las técnicas de robustez pueden
actuar bien sobre el modelado acústico, bien sobre la parametrización o extracción de caracteŕısti-
cas. Aśı, se distinguen tres tipos distintos de métodos de robustez [Gong, 1995] [Bellegarda, 1997],
a saber, extracción robusta de caracteŕısticas, de modo que los vectores acústicos se vean lo me-
nos afectados posible por el ruido, haciendo por tanto que el desajuste entre ellos y los modelos
acústicos entrenados en las condiciones de referencia sea mı́nimo; la segunda actuación posible se
denomina adaptación de modelos acústicos y pretende transformar éstos últimos con la finalidad
de acercarlos a las condiciones con que se han extráıdo los vectores de caracteŕısticas que se trata
de reconocer; por último la tercera actuación posible es la adaptación de los vectores de carac-
teŕısticas o normalización, que propone la solución inversa a la solución anterior, esto es, adecuar
los vectores de caracteŕısticas a los modelos acústicos entrenados en las condiciones de referencia.
Cabe resaltar llegados a este punto que, en muchas ocasiones, la normalización de los vectores
de caracteŕısticas puede verse, de un modo general y si el modelado acústico se realiza mediante
HMMs con GMMs como funciones de densidad de probabilidad asociadas a cada estado, que es
el caso más habitual, como una adaptación de modelos acústicos en la que se recalculan todos
los vectores de medias para cada trama, de modo que finalmente la probabilidad a posteriori de
las distintas Gaussianas dado el vector acústico es el misma en ambos casos. Además de las tres
ĺıneas de actuación nombradas se puede pensar en soluciones h́ıbridas [Nolazco and Young, 1994]
[Sankar and Lee, 1996], que son simplemente combinaciones de las anteriores.

QUIZÁS INCLUIR FIGURA/ESQUEMA DE LAS 3 TÉCNICAS.

Por lo general, se suele considerar que la adaptación de modelos acústicos proporciona mejores
tasas de reconocimiento que cualquiera de las otros tipos de técnicas de robustez [Neumeyer and Weintraub, 1995]
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por cuanto puede representar estad́ısticamente la aleatoriedad del ruido, que es en último término
la causante de la incertidumbre entre las correspondientes realizaciones ruidosas y limpias y, por
tanto, también de los errores de RAH; sin embargo, la adaptación de modelos acústicos precisa
de más datos y tiempo de computación que otros métodos, por lo que la decisión final de cara a
la utilización de un tipo de algoritmo de robustez u otro dependerá en gran medida de las carac-
teŕısticas y limitaciones de la aplicación concreta que se pretenda realizar en cada caso.

Este Caṕıtulo, basado en las distintas técnicas de robustez empleadas en los sistemas de RAH, se
estructura del siguiente modo: en la Sección 3.1 se resumen brevemente los métodos más empleados
en la extracción robusta de caracteŕısticas. Los algoritmos más sobresalientes enmarcados en la
adaptación de modelados acústicos se estudian en la Sección 3.2. Finalmente, y ya en la Sección
3.3, se enumeran y comentan brevemente aquellos métodos incluidos en la normalización de vectores
de caracetŕısticas más utilizados en la actualidad.

3.1. Extracción Robusta de Caracteŕısticas.

Como ya se ha adelantado, uno de los puntos fundamentales sobre los que se puede actuar para
proporcionar robustez a cualquier sistema de RAH, es la adecuada elección del conjunto de paráme-
tros que compongan los vectores de caracteŕısticas empleados para representar la señal de voz. Los
algoritmos que forman parte de esta ĺınea de actuación asumen que son inmunes al ruido, de modo
que no necesitaŕıan hipotéticamente ningún otro método para proporcionar robustez adicional al
sistema final de RAH. Aśı pues, con objeto de obtener técnicas de extracción de caracteŕısticas que
se vean lo menos afectadas posible por el ruido, se han investigado soluciones como la utilización
de ventanas de liftering, distancias basadas en la proyección cepstral, parametrizaciones obtenidas
mediante criterios discriminativos o mediante el procesado en sub-bandas. Cabe resaltar que en
este apartado no se mencionarán, por considerarlos actualmente estándares de facto en muchos de
los sistemas de RAH, aquellas técnicas que, aunque nacidas para proporcionar robustez, están ba-
sadas en el modelo auditivo humano o en el cepstrum en escala Mel (ver Sección 2.2). Igualmente,
y por la misma razón previamente esgrimida, la inclusión de las caracteŕısticas dinámicas en el
vector final de caracteŕısticas tampoco se menciona en este apartado, aunque śı lo fue igualmente
en la Sección 2.2.

La idea del empleo de ventanas de liftering se basa en que generalmente el ruido no afecta
del mismo modo a todos los coeficientes cepstrales. De esta manera, dichas ventanas pueden re-
alzar aquellos coeficientes menos sensibles al ruido, a la vez que reduce la importancia del resto,
lográndose aśı un mejor comportamiento ante entornos acústicos adversos; por ejemplo, en los
coeficientes cepstrum-LPC, son los de orden menor los que, generalmente, más afectados se en-
cuentran por el ruido, de modo que se podŕıa aplicar ventanas de liftering del tipo seno remontado
[Juang et al., 1987] o general exponential lifter [Junqua and Wakita, 1989] para reducir la impor-
tancia final de dichos coeficientes.

El fundamento del uso de las técnicas de proyección cepstral se encuentra en que uno de los
efectos más importantes del ruido blanco es la reducción de la norma de los vectores cepstrales.
Aśı, la medida de la proyección cepstral enfatiza los picos espectrales de enerǵıa, que se ven menos
afectados por el ruido, haciendo que la distancia basada en proyección cepstral sea una medida
más robusta que las distancias eucĺıdeas [Carlson and Clements, 1991] [Junqua and Haton, 1996].
Desgraciadamente, si bien este tipo de técnicas son eficaces con ruido blanco, no lo son tanto con
otros tipos de ruidos [Herrando and Nadeu, 1994].
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Las parametrizaciones discriminativas se caracterizan por enfatizar las caracteŕısticas de la
señal de voz que sean más útiles para separar en clases, proporcionando aśı la robustez deseada. De
entre todas las técnicas, es el análisis lineal discriminativo, Discriminative Linear Analysis, LDA,
[Duda and Hart, 1973] [Fukunaga, 1990] el más extendido, habiéndose empleado con éxito en siste-
mas de RAH mediante distintas aproximaciones y métodos [Yang et al., 2000] [Segura et al., 2001].

Si el ruido es de banda estrecha, hecho este que en algunos entornos se puede asumir, se
puede emplear la parametrización mediante procesado de sub-bandas [Hermansky et al., 1996]
[Bourlard et al., 1972], que comprende un conjunto de técnicas que están relacionadas con el do-
minio frecuencial de la señal de voz y que se basan en ponderar en mayor medida aquellas bandas
frecuenciales libres de ruido, mientras que las que se ven más afectadas pasan a un segundo plano
a la hora de obtener el vector de caracteŕısticas final. Desde la aparición de este tipo de pa-
rametrizaciones, muchas han sido las contribuciones, la mayoŕıa de las cuales con la intención
de combinar la información no corrupta por el ruido [Hagen, 2000] [Hagen and Bourlard, 2000].
Cabe destacar que esta aproximación de procesado en sub-bandas está muy relacionada con las
técnicas de missing data [Morris et al., 2001] [Cook et al., 2001], en las que se utilizan técnicas de
marginalización para reconstruir una función de densidad de probabilidad y generar con ella las
observaciones eliminando la dependencia con las variables aleatorias supuestamente corruptas por
el ruido [Vizinho et al., 1999] [Josifovski, 2002].

QUIZÁS COMO PARAMETRIZACIÓN ROBUSTA MÁS EMPLEADA: ETSI ADV

3.2. Adaptación de Modelos Acústicos.

Las técnicas de adaptación de modelos acústicos se han usado profusamente hasta la fecha para
tratar de compensar la variación estad́ıstica que el ruido introduce en la señal de voz. En general,
este tipo de algoritmos se emplean cuando no se dispone de la suficiente cantidad de datos como pa-
ra entrenar los modelos acústicos bajo las condiciones espećıficas con las que se pretende reconocer.
Aunque en la mayoŕıa de los casos es materialmente imposible obtener tal cantidad de datos de una
manera natural mediante grabaciones, bien es cierto que se puede contaminar la señal limpia con
ruido del entorno acústico concreto [Bippus et al., 1999] [Matassoni et al., 2001] [Moreno, 1996],
pero esta última opción, si bien más viable que la grabación del corpus correspondiente, tampoco
proporcionaŕıa unos modelos perfectos ya que no quedaŕıa reflejado en ellos ciertas alteraciones
de la voz producidas por el estrés, el ruido... (efecto Lombard [Lombard, 1911]). Por todo ello, se
suele recurrir en la mayoŕıa de los casos a la adaptación para obtener unos modelos acústicos que
representen estad́ısticamente la señal de voz bajo las condiciones concretas de reconocimiento. En
cualquier caso, y del mismo modo que en cualquier fase de entrenamiento, la eficacia de este tipo
de algoritmos está supeditada a la similitud estad́ıstica entre la señal empleada para adaptar los
modelos acústicos y la que posteriormente se reconocerá.

De entre todas las técnicas de adaptación de modelos acústicos, las más empleadas actualmente
son MAP, Maximum A Posteriori, MLLR, Maximum Likelihood Linear Regression, PMC, Para-
llel Model Component, JA, Jacobian Adaptation, VTS, Vector Taylor Series, para adaptación de
modelos acústicos (hay una versión que normaliza los vectores de caracteŕısticas) y selección de
modelos acústicos. A pesar de que en las siguientes subsecciones se considere cada una de ellas de
modo independientemente, es interesante indicar que en muchas ocasiones los distintos métodos se
utilizan conjuntamente tratando aśı de mantener los puntos fuertes de cada una de ellos, a la vez
que se procura minimizar los débiles.
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3.2.1. MAP, Maximum A Posteriori.

En general, tal y como se ha comentado en la Sección 2.3, a la hora de estimar los paráme-
tros que definen los modelos acústicos (en el caso de emplear HMMs, probabilidades de transición
entre estados y las correspondientes pdfs asociadas a cada estado), se suele recurrir a la esti-
mación de máxima verosimilitud, ML. Sin embargo, en la técnica MAP, Maximum A Posteriori,
[Gauvain and Lee, 1994], se emplea la estimación a priori, que consiste en suponer que los paráme-
tros en cuestión son variables aleatorias con una conocida función de densidad de probabilidad,
incluyendo de este modo un conocimiento a priori de los parámetros. Cabe reseñar que, para el
caso de modelos acústicos basados en HMMs, si esta supuesta pdf se considera homogénea, las
expresiones que definen los diferentes parámetros con los criterios ML y MAP coinciden.

A partir de lo anterior se puede concluir que la clave del buen funcionamiento de la técnica
MAP recae sobre la adecuada elección de la pdf a priori, que suele tomarse como Normal-Wishart
para poder posteriormente reestimar de forma sencilla los distintos parámetros de los modelos
acústicos. Con esta suposició se puede comprobar que los vectores de caracteŕısicas se acaban mo-
delando como una mezcla de Gaussianas, que es el caso más extensivamente usado en los sistemas
de RAH.

Cabe resaltar que, en general, los resultados de RAH obtenidos mediante la estimación MAP son
mejores que los logrados con el criterio ML, especialmente cuando la cantidad de datos disponibles
es aceptable. A su vez, y para solventar algunos de las debilidades que posee la técnica MAP,
se han propuesto ciertas aproximaciones, aśı existe una versión on line [Huo and Lee, 1997], o se
puede reducir el número de datos necesarios si se emplea el conocimiento a priori de la función de
correlación entre los diversos parámetros de los modelos acústicos. A esta última extensión se la
denomina EMAP, Extended MAP [Stern and Larsy, 1987] [Zavaliagkos et al., 1995].

3.2.2. MLLR, Maximum Likelihood Linear Regression.

Suponiendo nuevamente que los modelos acústicos se componen mediante HMMs con GMMs
como pdfs asociadas a cada estado, la versión más extendida del algoritmo MLLR, Maximum Like-
lihood Linear Regression, es aquella en la que únicamente se modifican mediante una función af́ın los
vectores de medias de las Gaussianas asociadas a cada estado de los HMMs [Legetter and Woodland, 1995];
de todos modos también existe la posibilidad de compensar igualmente las matrices de covarianzas
[Gales, 1997b], lo que en general supone un mayor coste computacional sin que por ello se logre una
mejora considerable. En ambos casos los nuevos parámetros de los modelos acústicos se calculan
mediante el estimador ML haciendo uso del algoritmo EM [Dempster et al., 1977].

En muchas ocasiones las mezclas de Gaussianas que forman parte de las pdfs asociadas a los
estados de los HMMs se suelen agrupar en clases de regresión, de modo que cada una de ellas se
adapta haciendo uso de la misma función af́ın. Esto, que indudablemente es una importante ven-
taja ya que puede reducir sensiblemente el número de funciones afines que se precisa estimar, se
convierte en un inconveniente cuando el número de clases de regresión es extremadamente reducido
ya que se pierde especificidad debido a que las funciones afines pasan a ser demasiado generales,
resintiéndose aśı las tasas de RAH. Por tanto, el punto clave para lograr buenos resultados em-
pleando pocos datos con la técnica MLLR viene de la correcta elección de las clases de regresión,
lo que no deja de plantear un compromiso.

Cabe destacar que, basándose en la misma transformación lineal propuesta para modificar las
medias de las Gaussianas que componen las pdfs de los HMMs, se puede emplear el estimador MAP
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en lugar del ML, lo que da lugar a la técnica MAPLR, Maximum A Posteriori Linear Regression
[Chesta et al., 1999], que proporciona unas tasas de RAH algo mejores que los obtenidos por el
método MLLR.

3.2.3. PMC, Parallel Model Component.

PMC, Parallel Model Component, [Gales and Young, 1993] [Gales, 1995] [Gales, 1997a] es una
técnica que obtiene los nuevos modelos acústicos combiando los asociados al espacio de referencia
y los correspondientes al ruido que se ha localizado en el entorno acústico concreto en el que se
pretende reconocer.

A partir de lo anterior se puede concluir que el punto clave en este método es el modo en que
se combinan los modelos, lo que viene definido por la función de desajuste, mismatch function.
En este sentido, y dado que normalmente se suele suponer que el ruido es aditivo en el dominio
temporal, la combinación de los parámetros de los modelos suele realizarse por comodidad en el
espacio espectral, ya sea logaŕıtmico o lineal, aplicando la correspondiente función de desajuste
inversa.

Este algoritmo, si bien probado con éxito en multitud de circunstancias, se sustenta, como se
ha podido apreciar, en la presunción de una determinada función de desajuste, de modo que si ésta
no se corresponde con la real, puede desembocar en el cálculo de unos modelos acústicos erróneos.
Asimismo, el coste computacional es extremadamente elevado ya que se debe transformar del
espacio cepstral al espectral y viceversa. Para subsanar en la medida de lo posible este inconveniente
se han venido planteando diversas aproximaciones que pretenden reducir el tiempo necesario para
llevar a cabo la adaptación [Gales, 1995].

3.2.4. JA, Jacobian Adaptation.

JA, Jacobian Adaptation, [Yapanel et al., 2002] es un algoritmo que proporciona una eficiente
solución a la hora de adaptar modelos acústicos a un no muy elevado coste computacional bajo
la premisa de que las diferencias acústicas entre el espacio de reconocimiento y el de referencia,
objetivo deseado, sean pequeñas.

Esta técnica requiere de cuatro pasos, a saber: entrenar los modelos acústicos de referencia, a
partir de los cuales se construirán los nuevos ya adaptados a las nuevas condiciones, calcular las
matrices jacobianas en el dominio cepstral, para lo que habrá que suponer un determinado modelo
de degradación de los vectores de caracteŕısticas (igual que para el algoritmo PMC), el tercer paso
consiste en obtener una estimación de la diferencia del ruido entre el espacio de reconocimiento y
el de referencia, y, ya por último, a partir de las matrices jacobianas y la estimación de la diferen-
cia del ruido, se obtienen los nuevos vectores de medias y matrices de covarianzas mediante una
función lineal con término independiente nulo.

De lo anterior se puede concluir que la adaptación Jacobiana se sustenta en tres aproximaciones:
reestimar los nuevos parámetros de los modelos acústicos a partir de los del espacio de referencia
mediante únicamente una función lineal sin término independiente, presuponer un modelo de de-
gradación de los vectores de caracteŕısticas entre el espacio de reconocimiento y el de referencia y,
finalmente, suponer que sólo hay una pequeña degradación acústica entre ambos espacios. Todo
ello hay que tenerlo en cuenta a la hora de elegir el algoritmo JA para adaptar los modelos acústicos.
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Dado que en muchas situaciones no se dan las aproximaciones anteriores, se han propuesto
a lo largo del tiempo diversas mejoras a la adaptación JA. Aśı, en el caso de que el desajus-
te entre los espacios sea elevado, se puede partir de un clustering de modelos acústicos iniciales
[Shimodaira et al., 2000], de modo que se elija entre ellos el que mejor se adecúe a la situación que
se pretende compensar, o bien se puede descomponer el ruido en tres términos para modelar el efec-
to aditivo, la distorsión convolucional y la dependencia de cada locutor [Shimodaira et al., 2002].
También para incrementar el rango de acción de la adaptación Jacobiana y reducir el número de
matrices jacobianas necesarias se puede enfatizar el espectro del ruido para mejorar la aproxi-
mación lineal a la vez que se realiza un clustering de matrices Jacobianas [Cerisana et al., 2000]
[Sarikaya and Hansen, 2000]. De este modo, para cada una de las mejoras anteriores se cumplen
más estrictamente las aproximaciones anteriormente comentadas ampliando de esta manera el
rango de acción de la técnica.

3.2.5. VTS, Vector Taylor Series para adaptación de modelos acústicos.

La técnica VTS, Vector Taylor Series, para adaptación de modelos acústicos [Moreno, 1996]
[Kim et al., 1998] [Acero et al., 2000] presupone un modelo de degradación de la señal acústica,
normalmente constituido por un filtro más un término aditivo [Acero, 1990], y cuyos parámetros
en el dominio cepstral se proximan mediante una serie de Taylor que, generalmente, se suele trun-
car hasta orden uno. Una vez estimados los parámetros del modelo de degradación, y aplicando la
correspondiente función inversa, se procede a modificar los parámetros de los modelos acústicos.

Esta técnica, al igual que todas las que presuponen la existencia de un modelo de degradación,
tiene el inconveniente de basar todas sus espectativas de mejora en dicho modelo, de modo que si
no se corresponde con el real, los resultados no serán los esperados. Por otra parte, cabe destacar
que el método de adaptación Jacobiana anteriormente comentada, JA, no deja de ser en cierto
modo un caso especial y más sencillo de la adaptación mediante la técnica VTS con polinomio de
orden uno.

3.2.6. Selección de modelos acústicos.

En algunas ocasiones, la variabilidad del espacio de reconocimiento es demasiado elevada como
para recurrir a los algoritmos básicos de adaptación tratados anteriormente. En estos casos pro-
porciona mejores resultados poseer diversos modelos acústicos que representen de la mejor manera
posible los distintos subentornos básicos que constituyen el espacio de reconocimiento y elegir en
cada momento aquél que mejor se adecúe.

Por otra parte, y basándose también en la idea de selección de modelos acústicos, se han des-
arrollado técnicas basadas en autovoces, eigenvoices, en las que se obtienen los modelos acústicos
adaptados a la nueva condición a partir de una combinación lineal de los asociados a diversos
subentornos básicos [Kuhn et al., 2000] mediante PCA, Principle Component Analysis. Como los
modelos acústicos poseen generalmente una gran cantidad de parámetros, la elección de los que
entrarán en el cálculo del análisis PCA es cŕıtica, considerándose en la mayoŕıa de los casos única-
mente los vectores de medias de las Gaussianas que componen las pdfs asociadas a cada estado de
los HMMs. Cabe resaltar que este método se emplea principalmente cuando la cantidad de datos
de los que se dispone es extremadamente pequeña.
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3.3. Normalización de Vectores de Caracteŕısticas.

La tercera ĺınea de acción considerada a la hora de proporcionar robustez a un sistema de
RAH propone modificar los vectores de caracteŕısticas acercándolos estad́ısticamente a los mode-
los acústicos con los que se pretende reconocer. En principio, esta opción, tal y como se ha indicado
anteriormente, no puede compensar el efecto de la aleatoriedad del ruido, causante de la alta incer-
tidumbre entre las señales limpias y ruidosas, del mismo modo que las técnicas de adaptación de
los modelos acústicos. Sin embargo, el menor coste computacional y la reducida cantidad de datos
necesarios para proporcionar interesantes resultados hacen actualmente de las técnicas de norma-
lización de vectores de caracteŕısticas uno de los modos más empleados a la hora de proporcionar
robustez a un sistema de RAH. Los algoritmos incluidos dentro de esta ĺınea pueden agruparse en
tres grandes clases [Stern et al., 1997], a saber: filtrado paso alto, high-pass filtering, basados en
modelos, model-based, y emṕıricos, empirical. A continuación se trata por separado cada una de
estas clases, haciendo especial hincapié en los algoritmos más representativos en cada caso.

3.3.1. Filtrado paso alto.

Dentro de los métodos de normalización de vectores de caracteŕısticas basados en filtrado pa-
so alto se incluyen técnicas por lo general bastante sencillas que, si bien no pueden competir en
cuanto a prestaciones con otros algoritmos de normalización, śı pueden hacerlo atendiendo al coste
computacional, que es mı́nimo. Por todo ello, en muchas ocasiones se llegan a considerar como
un estándar de facto, incluyéndose en la mayoŕıa de los sistemas de RAH. Aśı, englobados dentro
de esta clase, se pueden encontrar métodos como CMN, Cepstral Mean Normalization, también
conocido como CMS, Cepstral Mean Substraction, el procesamiento RASTA, RelAtive SpecTral
Amplitude, o técnicas clásicas de filtrado.

El algoritmo CMN [Hanai and Stern, 1994] [Yapanel et al., 2002] [de la Torre et al., 2001] con-
siste en un filtrado paso alto sobre los coeficientes cepstrales. Para ello, en su versión más sencilla,
se sustrae a cada trama el vector de caracteŕısticas medio visto hasta el momento. Por su parte,
el procesamiento RASTA [Hermansky and Morgan, 1994] consiste en un filtrado paso alto, o paso
banda, aplicado en el dominino log-espectral [Hermansky et al., 1991] [Hermansky et al., 1993] o
en el cepstral [Mokbel et al., 1993]. En cualquiera de las dos técnicas se pretende compensar prin-
cipalmente los efectos de la distorsión convolucional, ya que ambas se basan principalmente en dos
aproximaciones: considerar que la respuesta impulsional de un filtro afecta de forma aditiva en
el dominio cepstral, y suponer que dicha respuesta impulsional es invariante en el tiempo. Con-
forme estas dos aproximaciones se acerquen a la realidad los algoritmos proporcionarán mejores
resultados. Conviene recordar llegados a este punto que en el dominio Mel-cepstrum no se da la
primera de las aproximaciones debido al enventanamiento previo que se realiza sobre la señal de voz
para proporcionar estacionalidad. Por otra parte, en muchas ocasiones tampoco la invariabilidad
temporal de la respuesta impulsional que define la distorsión convolucional puede considerarse una
aproximación válida.

Asimismo, y dado que los vectores de caracteŕısticas de la señal de voz y de silencio son bas-
tantes distintos entre śı, se ha propuesto una extensión de la versión clásica del método CMN que
consiste en calcular independientemente el vector de caracteŕısticas medio para cada uno de los dos
casos (voz y silencio) y sustraer el que corresponda en cada momento [Acero and Huang, 1995],
obteniéndose aśı una ligera mejora sobre el método clásico.

QUIZÁS NOMBRAR NORMALIZACIÓN DE MÁS ÓRDENES.
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Por su parte, las técnicas clásicas de filtrado en el dominio temporal [Meyer and Simmer, 1997]

pueden ser muy útiles en aquellas situaciones en las que el ruido predominante es de banda limitada
[Mokbel and Cholet, 1995]. De este modo, y para estas condiciones concretas, se pueden utilizan
filtros paso banda en los que se adaptan las frecuencias de corte atendiendo en cada momento a la
naturaleza del ruido existente [Hoshino, 2001]; también se pueden emplear filtros de Wiener tras
captar la señal mediante un array de micrófonos [Meyer and Simmer, 1997].

3.3.2. Técnicas basadas en modelos.

Las técnicas de normalización de vectos de caracteŕısticas basadas en modelos se sustentan
en considerar que el desajuste entre los espacios de entrenamiento y de reconocimiento se puede
representar mediante un modelo de degradación. Una vez definido dicho modelo se estiman los
parámetros que lo representan convenientemente y, tras aplicar de un modo apropiado la corres-
pondiente función inversa, se transforman los vectores de caracteŕısticas. El éxito de este tipo de
técnicas depende de hasta qué punto el modelo propuesto se acerca al real, por lo general siempre
más complejo, aśı como de la precisión con que se logre estimar los parámetros que lo definen.
De las técnicas de normalización basadas en modelos desarrolladas casi todas consideran sólo dos
tipos de degradación, a saber: suponer que la señal ruidosa es la suma de la limpia y un ruido
aditivo, o bien modelar la señal contaminada como la limpia afectada por un ruido aditivo y un
filtro [Acero, 1990], aproximación esta algo más completa y realista.

Dentro de los algoritmos de normalización basados en modelos que consideran la degrada-
ción entre la señal limpia y la ruidosa como la suma de las componentes del ruido aditivo y de
la distorsión convolucional, los más representativos son VTS, Vector Taylor Series, para norma-
lización [Kim et al., 1998] [Moreno, 1996] CDCN, Codeword Dependent Cepstral Normalization,
[Acero, 1990] y VPS, Vector Polynomial Approximations, [Stern et al., 1997] [Raj et al., 1996].
Por otra parte, y dentro de aquellos métodos que modelan la señal contaminada como la lim-
pia afectada únicamente por ruido aditivo, se encuentran MMSE, Minimum Mean Square Error,
[Yapanel et al., 2002] [Matassoni et al., 2002] [Ephraim and Malah, 1985] StatComp, Statistical Com-
pensation, [de la Torre et al., 2001], ecualización del ruido, noise equalization, [Gelin and Junqua, 1999],
o sustracción espectral, Spectral Subtraction, SS [Boll, 1979] [Lockwood and Boudy, 1992] [Nolazco and Young, 1994].

QUIZÁS PONER TAMBIÉN Minimum Mean Square Error Log Spectral Amplitude estimator
(MMSE-LSA) [Ephraim and Malah, 1985]

La técnica VTS para normalización utiliza los mismos fundamentos básicos que su variante
para adaptación de modelos acústicos, y considera además que la señal limpia se puede modelar
como una mezcla de Gaussianas, GMM, de manera que a cada una de sus componentes se le asocia
una determinada transformación. Dicha transformación viene dada por la serie de Taylor de la
función inversa del modelo de degradación propuesto, normalmente truncada hasta orden cero o
uno, y que tratará de compensar conjuntamente los dos efectos perniciosos considerados del entor-
no acústico: el proviniente de la distorsión convolucional y el del ruido aditivo. De esta manera, la
estimación final del vector de caracteŕısticas limpio se realiza mediante una combinación lineal de
todas las transformaciones asociadas a las distintas Gaussianas haciendo uso del estimador MMSE,
Minimum Mean Square Error.

La técnica CDCN estima los parámetros del modelo de degradación mediante el algoritmo EM,
a la vez que supone que la señal limpia se puede modelar mediante una mezcla de Gaussianas.
Con todo ello se obtiene un vector de transformación asociado a cada Gaussiana para compensar
la correspondiente degradación del entorno acústico. De cara a obtener el vector de caracteŕısticas
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normalizado se ponderan convenientemente todos los vectores de transformación. Por otra parte,
y como modificación de la técnica CDCN, surgió posteriormente el algoritmo ISDCN, Interpolated
Signal to Noise Rate Dependent Cepstral Normalization, [Acero, 1990], que es la versión inter-
polada del método de normalización emṕırico SDCN, SNR Dependent Cepstral Normalization,
[Acero, 1990]. En la técnica ISCDN se utilizan los mismos principios básicos que en el método
CDCN, añadiendo además como elemento diferenciador la relación señal a ruido, SNR, Signal to
Noise Rate, de modo que los vectores de transformación dependerán tanto de esta relación como
del modelo de degradación presupuesto. Aśı, ante situaciones altamente ruidosas, SNR baja, el
vector de transformación pasará a compensar principalmente el ruido aditivo, mientras que si por
el contrario la SNR es alta se considerará que el efecto pernicioso predominante, y por tanto el que
se tratará de compensar en mayor medida, será la distorsión convolucional.

En el algoritmo VPS se supone nuevamente que la señal limpia puede modelarse mediante una
mezcla de Gaussianas y, para cada una de ellas, se obtiene un término de corrección que es la
diferencia entre la media de la Gaussiana limpia y la estimada como ruidosa. Esta última se cal-
cula a partir de la mezcla de Gaussianas que modela el espacio limpio y el modelo de degradación
previamente considerado. Esto supone, de alguna manera, que el efecto del entorno acústico genera
una Gaussiana para el modelo contaminado por cada una del limpio, lo que no es estrictamente
correcto. A su vez, y para estimar los parámetros que definen el modelo de degradación se recurre a
una transformación lineal, igual que normalmente se suele hacer para el algoritmo VTS, aunque en
este caso el algoritmo VPS suele mejorar ligeramente las prestaciones obtenidas con la técnica VTS.

En la técnica MMSE se propone realzar la señal de voz en el dominio log-espectral haciendo uso
de las relaciones señal a ruido tanto a priori como a posteriori. En muchas ocasiones este método
se combina con otros algoritmos para proporcionar mayor robustez al sistema final de RAH. De
este modo se pueden utilizar conjuntamente técnicas de arrays de micrófonos, aśı como otros méto-
dos de normalización, caso por ejemplo del algoritmo CMN, e incluso de adaptación de modelos
acústicos, como la técnica MLLR [Yapanel et al., 2002].

En el método StatComp la señal limpia se estima a través de la señal ruidosa que se pretende
normalizar mediante la generación de muestras con el método de Monte Carlo [Lin and Chen, 1998],
determinando previamente eso śı, las funciones de densidad de probabilidad del ruido, que se suelen
suponer Gaussianas, y de la señal limpia, entrenada mediante el correspondiente corpus de entre-
namiento. Los experimentos [de la Torre et al., 2001] indican que los resultados obtenidos con este
método son superiores a los logrados con otras técnicas como SS o CMN.

El método de la ecualización del ruido se sustenta en asumir que la señal limpia en el dominio
temporal se puede obtener mediante una suma ponderada de la señal ruidosa y un ruido artificial.
Por su parte, los pesos con que se pondera cada uno de los sumandos se determinan a partir de
la relación señal a ruido y el correspondiente nivel de enerǵıa. Cabe destacar que el correcto fun-
cionamiento de esta técnica depende en gran medida, además de la aproximación anteriormente
comentada, de poseer un buen detector de voz silencio, VAD, Voice Activity Detection.

Ya para finalizar, la forma más sencilla para implementar la técnica SS consiste en estimar el
espectro del ruido y sustraerlo del espectro de la señal de voz, de modo que en muchas ocasiones
es necesario contar con un VAD suficientemente fiable. Esta solución, si bien en muchos casos
produce una señal mucho más agradable de escuchar para el óıdo humano, también puede generar
una importante distorsión (ruido musical) que hace que hace que la utilización de este algoritmo
en sistemas de RAH no siempre resulte tan satisfactoria. Asimismo hay que tener siempre presen-
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te las aproximaciones que se asumen en este método, esto es, considerar que el entorno acústico
sólo incluye distorsión propia de ruido aditivo y que la fase de la señal de voz no se ve afectada.
Aśı pues, si estas condiciones no se dan, el sistema final no alcanzará las prestaciones deseadas.
Por todo ello se han incluido algunas extensiones para compensar las limitaciones anteriores, dan-
do lugar a técnicas como CSS, Constrained Spectral Subtraction, [Korkmazskiy et al., 2000], o la
sustracción espectral usando harmónicos espectrales, spectral subtraction using spectral harmonics,
[Beh and Ko, 2003].

3.3.3. Técnicas emṕıricas.

Las técnicas basadas en compensación emṕırica por comparación directa de los vectores de
caracteŕısticas requieren, en la mayoŕıa de los casos, de señal estéreo, aunque también existen
aproximaciones que no la precisan, obteniendo, eso śı, unas tasas de RAH algo menos satisfacto-
rias. En general, este tipo de algoritmos consisten en dos fases; en la primera de ellas, que se puede
denominar fase de entrenamiento, se estiman trama a trama todos aquellos parámetros necesarios
para la normalización, que se lleva a cabo en la segunda fase, también conocida como de compen-
sación. En ella se normalizan los vectores de caracteŕısticas correspondientes haciendo uso de los
parámetros anteriormente calculados y de un estimador, normalmente MMSE. Dado que en este
tipo de métodos no se realiza suposición alguna sobre el modelo que produce la contaminación de
la señal limpia, su éxito se sustenta principalmente en cuál próximos se encuentran los datos rui-
dosos empleados en la fase de entrenamiento con respecto a los que posteriormente se normalizarán.

Dentro de los métodos de compensación emṕırica que más frecuentemente se han venido aplican-
do hasta la fecha destacan SDCN, SNR-Dependent Cepstral Normalization, [Acero, 1990], ecualiza-
ción de histogramas, histogram equalization [de la Torre et al., 2005] [Molau, 2003], POF, Proba-
bilistic Optimum Filtering [Neumeyer and Weintraub, 1994], RATZ, multivariate Gaussian-based
cepstral normalization, y sus variantes [Moreno, 1996] y SPLICE y sus extensiones Stereo based
Piecewise LInear Compensation for Environments, [Droppo et al., 2001].

La técnica SDCN obtiene, mediante señal estéreo y en su fase de entrenamiento, un vector de
transformción para cada intervalo de relación señal a ruido, para lo que el rango de la misma se
divide en varias bandas. Posteriormente, y ya en la fase de compensación, se determina a qué ban-
da corresponde cada uno de los vectores de caracteŕısticas que se pretende normalizar y, en cada
caso, se utiliza el vector de transformación correspondiente aplicando una función lineal. Por otra
parte, y para reducir el tiempo de cómputo, se comprobó [Acero, 1990] que no es preciso modificar
todos los coeficientes de los vectores de caracteŕısticas, sino sólo aquellos que sean más significati-
vos y que, en el caso de utilizar la parametrización MFCC, se corresponden con los de orden menor.

La ecualización de histograma es un método que aplica una función de transformación no li-
neal monótona creciente para normalizar los vectores de caracteŕısticas, suponiendo, además de
la naturaleza ya comentada de la función de transformación, la independencia de las distintas
componentes de los vectores acústicos, lo que no permitirá actuar, por ejemplo, sobre efectos de
rotación que el ruido pueda producir en el vector de caracteŕısticas. El objetivo que se pretende con
esta técnica es modificar la función de densidad de probabilidad de los vectores de caracteŕısticas,
acercándola a la de la señal limpia o a una predeterminada, siendo éste el criterio utilizado para
estimar la correspondiente función de transformación. A partir de este algoritmo se desarrollaron
ciertas extensiones, como tratar el silencio de distinta manera que la señal de voz, o añadir una
técnica de rotación espacial para contrarrestar ciertos efectos del ruido [Molau, 2003].
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El algoritmo POF se basa en filtrar cada vector de caracteŕısticas a partir de los anteriores tra-
tando de minimizar el error entre la señal normalizada y la limpia. Por otra parte, el espacio limpio
se divide en varias regiones de modo que para cada una de ellas se determina un filtro. Al igual que
en otras técnicas ya presentadas, el filtro final que se empleará para la normalización de cada vec-
tor acústico se obtendrá a partir de la suma ponderada de todos los asociados a las istintas regiones.

En el algoritmo RATZ se presupone que los vectores de caracteŕısticas limpios se pueden mode-
lar mediante una función de densidad de probabilidad Gaussiana, o más genéricamente, mediante
una mezcla de Gaussianas, GMM. De esta manera, y en la fase de entrenamiento, se estima el vector
de transformación asociado a cada una de las Gaussianas. Posteriormente, y ya en la fase de com-
pensación, se determinan las probabilidades de cada una de las Gaussianas del modelo limpio dado
el vector de caracteŕısticas ruidoso, “a posteriori invariance”, [Moreno, 1996] y, utilizando estos
valores como pesos de ponderación, se suman todos los vectores de transformaciones para normali-
zar de este modo el vector de caracteŕısticas correspondiente mediante una función linal. El cálculo
de los vectores de transformación puede realizarse con o sin señal estéreo [Moreno, 1996]. Sobre la
base teórica de este algoritmo, se desarrollaron posteriormente ciertas modificaciones que dieron
lugar a otras tantas extensiones. De este modo apareció el método SNR RATZ [Moreno, 1996], Sig-
nal to Noise Rate multivariate Gaussian-based cepstral normalization, que trata el coeficiente de
la energia del vector de caracteŕısticas de distinto modo que el resto, pretendiendo de esta manera
introducir en la normalización final la información de la relación señal a ruido. También, y para
aquellos casos en los que el espacio ruidoso pueda ser especialmente heterogéneo, se desarrolló el
método IRATZ, Interpolated multivariate Gaussian-based cepstral normalization, [Moreno, 1996],
que representa el espacio degradado mediante varios entornos básicos y, para cada uno de ellos se
obtienen los vectores de transformación en la correspondiente fase de entrenamiento de manera
independiente, incluyendo de este modo un nuevo parámetro: el entorno básico y logrando un al-
goritmo considerablemente más robusto.

En la técnica SPLICE se presupone que el espacio ruidoso se puede modelar mediante una
GMM y, al igual que en el método RATZ, en la fase de entrenamiento se estima un vector de
transformación para cada una de las correspondientes Gaussianas. Por otra parte, la transforma-
ción final asociada a cada vector de carateŕısticas que se pretende normalizar se obtiene a partir
del criterio MMSE, sumando ponderadamente todos los vectores de transformaciones a partir de
las probabilidades a posteriori de cada una de las Gaussianas dado el vector de caracteŕısticas
correspondiente. El comportamiento de esta técnica, en cuanto a tasas de RAH, mejora sensible-
mente el logrado con el algoritmo RATZ. Del mismo modo que en el caso anterior, y utilizando
como base el método SPLICE, se desarrollaron diversas mejoras como la extensión SPLICE with
model selection [Droppo et al., 2001], que divide el espacio degradado en varios entornos básicos,
dando lugar aśı a transformacione más espećıficas y robustas (seŕıa la extensión complementaria
a la desarrollada con IRATZ), o el método dynamic SPLICE [Droppo et al., 2001], que utiliza la
correlación entre la señal que se pretende normalizar basándose en la suposición de que también
debe haber una cierta relación temporal entre los vectores finales de transformación empleados.

QUIZÁS AÑADIR SPACE

Tal y como se ha podido observar, cada tipo de técnicas tienen unas determinadas caracteŕısticas
y limitaciones que las hacen más útiles en unas u otras circunstancias. Por ello no es extraño ver
soluciones h́ıbridas para proporcionar una mayor robustez a los sistemas de RAH. De este modo, y
por poner sólo unos ejemplos, se pueden combinar técnicas de procesado de arrays de micrófonos
con métodos de normalización de vectores de caracteŕısticas, como CMN, o con algoritmos de
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adaptación de modelos acústicos, caso de MLLR, [Yapanel et al., 2002]. Asimismo también se ha
propuesto con éxito reentrenar los modelos acústicos en el espacio normalizado definido tras aplicar
la técnica SPLICE [Deng et al., 2000] [Droppo et al., 2002], o conjugar la estimación del ruido
acústico con el propio algoritmo SPLICE [Deng et al., 2003] para compensar aśı la limitación ya
comentada que poseen los métodos de normalización emṕıricos cuando la señal empleada en la fase
de entrenamiento representa un espacio acústico distinto del de reconocimiento.
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4

Bases de Datos y Experimentación.

A la hora de evaluar distintas técnicas, no ya sólo en este trabajo, sino en el ámbito de las
tecnoloǵıas del habla en general, hay que elegir una o varias bases de datos que se adecúen a la
problemática que se pretende solucionar del modo más fiel posible y nunca a la inversa. De esta
manera, por ejemplo, no reúnen las mismas caracteŕısticas un corpus diseñado para reconocimiento
de locutor, que uno pensado para RAH. En el primero de los casos es conveniente grabar distin-
tas sesiones de cada locutor transcurrido un cierto intervalo de tiempo, mientras que esto resulta
irrelevante para tareas de RAH. Por otra parte, hay que procurar alejarse siempre de la tentación
de emplear aquellas bases de datos que mejor se puedan comportar ante las bases teóricas sobre
las que se apoya el algoritmo cuyo comportamiento se trata de estudiar, puesto que los resultados
pueden ser engañosos. En este sentido, por ejemplo, hay que ser especialmente cuidadoso a la hora
de elegir los corpora sobre los que evaluar técnicas de normalización de vectores de caracteŕısticas
basadas en modelos (model-based), ya que éstos asumen un determinado modelo de degradación
que, en el fondo, no deja de ser una aproximación del real.

En este trabajo se pretende estudiar el comportamiento de las distintas técnicas de normaliza-
ción de vectores de caracteŕısticas ante entornos acústicos reales y altamente dinámicos, de modo
que queden registradas el mayor número de alteraciones posibles en la voz, tanto las independientes
del locutor, caso del ruido aditivo y la distorsión convolucional, como las dependientes del locutor,
producidas por el estrés y el propio entorno acústico (efecto Lombard). Por todo ello se eligió para
llevar a cabo el grueso de la experimentación la base de datos SpeechDat Car en español puesto
que fue grabada en diferentes veh́ıculos y situaciones de conducción. Además, el hecho de que el
conductor fuera el propio locutor permite que el efecto Lombard se manifieste en mayor medida en
las grabaciones. A pesar de todas estas ventajas, la base de datos SpeechDat Car en español posee
el inconveniente de que no es tan ampliamente utilizada por la comunidad cient́ıfica como lo pueden
ser otras, por lo que las comparaciones con otros trabajos y publicaciones externas no son sencillas.
Por ello, se realizaron también experimentos con la base de datos Aurora 2, que es muy utilizada
por la comunidad cient́ıfica y posee además gran cantidad de entornos acústicos diferentes, lo que
hace de ella un banco de pruebas muy válido. Sin embargo, tiene el gran inconveniente de que la
señal ruidosa se genera artificialmente añadiendo ruido aditivo, lo que hace que no se manifiesten
algunas importantes alteraciones en la señal de voz tal y como ya se ha comentado anteriormente.

Una vez determinados los corpora sobre los que se va a realizar la experimentación, y cuando
ésta se ha llevado a cabo, hay que determinar hasta qué punto los resultados obtenidos con las
distintas técnicas presentadas y comparadas son estad́ısticamente significativos, esto es, si las me-
joras logradas son consistentes y producto de las propias técnicas estudiadas, o bien si se deben
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únicamente a la naturaleza de la base de datos. Para ello se realizan las pruebas de hipótesis es-
tad́ıstica convenientes, que proporcionan, con un cierto intervalo de confianza, la certidumbre de
si los distintos algoritmos poseen un comportamiento diferenciado.

En el presente Caṕıtulo se analizan los dos corpora sobre los que se va a desarrollar toda la
experimentación del trabajo: SpeechDat Car en español y Aurora 2 (Sección 4.1). En la Sección 4.2
se presentan las técnicas de hipótesis estad́ısticas más utilizadas en RAH ya que, dependiendo del
tipo de experimentación, deberán poseer unas caracteŕısticas u otras; asimismo se considerarán en
cada caso las ventajas y limitaciones que presentan, determinando finalmente la que se empleará a
lo largo del trabajo. Finalmente, ya en la Sección 4.3 se incluyen los resultados básicos obtenidos
tanto con la base de datos SpeechDat Car en español como con el corpus Aurora 2. Estos resultados
serán los que posteriormente servirán de referencia para determinar las mejoras que las distintas
técnicas presentadas proporcionan.

4.1. Bases de Datos.

En el presente trabajo, y de cara a obtener unos resultados de RAH lo más fieles y comparables
posibles, se ha decidido realizar la experimentación con dos bases de datos distintas. De este modo,
la mayor parte de la misma se ha llevado a cabo con el corpus SpeechDat Car en español ya
que, al ser grabado en condiciones reales, introduce todos los efectos que el ruido puede producir,
tanto los independientes del locutor, como el ruido aditivo o la distorsión convolucional, como los
dependientes del locutor, manifestados en una diferente pronunciación de las alocuciones debidas al
estrés o al mismo ruido (efecto Lombard). Por otra parte, también se ha empleado el corpus Aurora
2 que, si bien no reúne las condiciones ideales anteriores, ya que el ruido se introduce artificialmente,
tiene la ventaja de que es una de las bases de datos estandarizada más empleada y contrastada,
por lo que se pueden realizar fácilmente comparaciones con otras técnicas y trabajos similares. A
continuación se presentan las caracteŕısticas más relevantes de los dos corpora empleados en este
trabajo.

4.1.1. Base de datos SpeechDat Car.

Para realizar una experimentación comparativa lo más fiel posible entre todas las técnicas que
se van a desarrollar a lo largo de este trabajo, se decidió emplear la base de datos SpeechDat Car en
español [van den Heuvel et al., 1999] [Moreno et al., 2000]. Dicho corpus fue grabado directamente
en varios veh́ıculos en situaciones reales de conducción, por lo que la distorsión de la señal de
voz no sólo incluye ruido aditivo y distorsión convolucional, como presuponen ciertos modelos de
degradación expuestos habitualmente [Acero, 1990], sino también otro tipo de alteraciones en la voz
dependientes del locutor producidas por el estrés o el ruido en general (efecto Lombard). Aśı pues,
y dado que el espacio acústico representado en SpeechDat Car es extremadamente variable, se
pueden distinguir siete entornos básicos atendiendo a las condiciones de conducción, a saber

E1: coche detenido con el motor en funcionamiento.

E2: coche circulando por ciudad con las ventanillas cerradas y el climatizador apagado (con-
diciones silenciosas).

E3: coche circulando por la ciudad en condiciones ruidosas (ventanillas abiertas y/o climati-
zador encendido).

E4: coche circulando a baja velocidad por pavimento en mal estado en condiciones silenciosas.
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E5: coche circulando a baja velocidad por pavimento en mal estado en condiciones ruidosas.

E6: coche circulando a alta velocidad por pavimento en buen estado en condiciones silenciosas.

E7: coche circulando a alta velocidad por pavimento en buen estado en condiciones ruidosas.

Cabe destacar que, si bien las condiciones atmosféricas de las distintas grabaciones están regis-
tradas y anotadas en el corpus, en ningún momento se tuvieron en cuenta en la experimentación.
Por otra parte, la base de datos SpeechDat Car en español está compuesta por cuatro canales
grabados simultáneamente a partir de otros tantos micrófonos, uno de los cuales (Shure SM-10A)
se coloca junto a la boca del locutor, CLose Talk, CLK, y el resto se encuentran distribuidos por
la parte delantera del habitáculo del veh́ıculo. Sin embargo, a la hora de realizar los distintos ex-
perimentos de RAH se eligieron para este trabajo únicamente dos canales: el CLK o de referencia,
que por la proximidad del sensor a la boca del conductor se puede considerar que la señal de voz
obtenida está libre de ruido y, por tanto, proporciona el ĺımite de RAH al que se puede aspirar.
El segundo canal, elegido entre los tres restantes de la base de datos, es de campo lejano y en este
caso se encuentra localizado en el techo del veh́ıculo encima del locutor; el correspondiente sensor
(Peiker ME15/V520-1) presenta una respuesta frecuencial de paso alto tratando aśı de minimizar
los efectos del ruido propio de los veh́ıculos, t́ıpicamente paso bajo. A este segundo canal se le
denominará en lo sucesivo Hands Free, HF, y se eligió ya que presentaba los mejores resultados de
RAH obtenidos con las señales de los tres distintos canales de campo lejano de la base de datos
[Lleida et al., 2002]. Las señales para los dos canales, CLK y HF, se muestrearon a 16 KHz y se
codificaron con 16 bits.

La base de datos SpeechDat Car en español está dividida, además de por canales, en dos corpo-
ra: entrenamiento y reconocimiento, de los que, en este trabajo, se emplearán unas versiones algo
reducidas por no disponer del todas las señales. Aśı, el corpus de entrenamiento estará compuesto
en este caso por 16.108 frases por canal (CLK y HF) e incluye las siguientes tareas de la base de
datos: d́ıgitos aislados y conectados, deletreo, fechas, comandos y nombres. Por su parte, el corpus
de reconocimiento sobre el que se va a trabajar se compone en total de 1.086 frases por canal (CLK
y HF), correspondientes únicamente a la tarea de d́ıgitos aislados y conectados (T1) y grabadas
por locutores distintos de los empleados en el corpus de entrenamiento. La composición de ambos
corpora se puede observar en la Tabla 4.1, donde se incluye tanto el número total de frases (#
frases entrenamiento y # frases reconocimiento) como el de palabras (# palabras entrenamiento
y # palabras reconocimiento) para cualquiera de los dos canales en función de los entornos bási-
cos. Asimismo, y para dar una idea de cual relacionados en cuanto a la tarea se encuentran los
corpora de entrenamiento y reconocimiento, se incluye también en la tabla el número de frases
y palabras del corpus de entrenamiento correspondientes a la tarea de d́ıgitos aislados y conecta-
dos para cualquiera de los dos canales (# frases entrenamiento T1 y # palabras entrenamiento T1).

La relación señal a ruido, Signal to Noise Ratio, SNR, para el canal HF posee un importante
rango dinámico según el entorno básico de que se trate, ya que las condiciones de conducción,
tal y como se ha indicado con anterioridad, son muy distintas; aśı, para el más benigno, E1, la
SNR es de 14.05±3.89 dB (media ± desviación estándar); mientras que si el veh́ıculo circula a
gran velocidad por un pavimento en buen estado (entornos básicos E6 y E7 conjuntamente) la
SNR pasa a ser de 5.65±4.35 dB. Por otra parte, y para completar las caracteŕısticas del ruido
presente en el canal HF, se incluye en la Figura 4.1 la densidad espectral de potencia, Average
Power Spectral Densities (PSD), media del ruido para dicho canal y los distintos entornos básicos.
Para ello se aplicó el método de Welch [Welch, 1967] sobre las correspondientes señales del corpus
de entrenamiento. Se puede apreciar como en todos los casos hay un pico en torno a 150 Hz después
del cual las componentes espectrales decaen exponencialmente, situación esta muy t́ıpica en ruido
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E1 E2 E3 E4 E5 E6 E7 Total

# frases entrenamiento 3.393 3.122 2.356 2.106 2.550 2.038 543 16.108

# frases entrenamiento T1 400 368 272 248 304 240 64 1.896

# frases reconocimiento 199 223 136 152 200 120 56 1.086

# palabras entrenamiento 10.542 9.652 7.160 6.517 7.908 6.265 1.673 49.717

# palabras entrenamiento T1 2.105 1.930 1.431 1.301 1.596 1.249 336 9.948

# palabras reconocimiento 1.049 1.166 715 798 1.049 630 294 5.701

Cuadro 4.1: Número de frases (# frases) y palabras (# palabras) para los canales de los corpora de
reconocimiento (CLK o HF) y entrenamiento (CLK o HF) de la base de datos SpeechDat Car en español
utilizadas en este trabajo en los distintos experimentos de RAH. El corpus de reconocimiento se compone
de d́ıgitos continuos y aislados, mientras que el de entrenamiento comprende diferentes tareas de la base
de datos, no sólo d́ıgitos. Asimismo se incluyen también los datos de la parte del corpus de entrenamiento
correspondientes a la tarea de reconocimiento (T1)

de automóvil [Mokbel and Cholet, 1995]. Por otra parte en la misma figura queda patente de un
modo indirecto la relación directamente proporcional existente entre la velocidad del veh́ıculo y
la potencia del ruido [Meyer and Simmer, 1997]. A pesar de que los entornos básicos no se han
definido atendiendo a dicha velocidad, si se tienen en cuenta únicamente las bajas frecuencias, que
en este caso es la banda frecuencial más importante, śı se puede apreciar que la potencia media
del ruido para el entorno básico E1, en el que el coche está parado, es la menor, mientras que por
su parte, si se consideran conjuntamente los entornos básicos E6 y E7 (veh́ıculo circulando a alta
velocidad) la potencia media del ruido es la mayor, siguiéndole la unión de los entornos básicos E4
y E5 y posteriormente la de E2 y E3, como podŕıa haberse supuesto desde un inicio atendiendo a
la relación entre la velocidad del veh́ıculo y la potencia del ruido.

Figura 4.1: Densidad espectral de potencia media, Average Power Spectral Densities (PSD), del ruido obtenida a
partir del canal HF para los diferentes entornos acústicos básicos definidos para el corpus SpeechDat Car en español:
E1, que se corresponde con la ĺınea que alterna puntos y rayas, E2 y E3, que se representan con la ĺınea punteada,
E4 y E5, que se corresponde con ĺınea discontinua y finalmente E6 y E7, cuya ĺınea representativa es continua.
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4.1.2. Base de datos Aurora 2.

A pesar de que, como ya se ha comentado, se eligió la base de datos SpeechDat Car en español
para llevar a cabo la mayor parte de la experimentación por estar grabada en un entorno real en
el que se dan todos los efectos posibles del ruido, también se realizaron experimentos de RAH con
el corpus Aurora 2 [Hirsch and Pearce, 2000] por ser esta una base de datos referente y, por tanto,
muy útil a la hora de comparar distintas técnicas y trabajos.

Aurora2 se generó a partir de la base de datos de d́ıgitos aislados y conectados en inglés TIDigits
[Leonard and Doddington, 1993], añadiendo artificialmente ruido aditivo con diferentes SNRs a la
señal limpia. Asimismo, y dado que se pretend́ıa disponer de un corpus que se correspondiera de
un modo realista con las caracteŕısticas frecuenciales t́ıpicas de terminales y equipamiento del área
de las telecomunicaciones, las señales limpias del corpus TIDigits se submuestreara a 8 KHz para,
posteriormente, extraer la señal comprendida entre 0 y 4 KHz. Adicionalmente la señal, ya sub-
muestreada y filtrada, se filtró nuevamente haciendo uso de una de las dos respuestas impulsionales
definidas como “estándares” para equipamiento de telecomunicaciones por ITU, International Te-
lecommunication Union [ITU, 1996]; dichos filtros “estándar” se denominarán en lo sucesivo G.712
y MIRS. Aśı pues, la base de datos TIDigits submuestreada y doblemente filtrada constituye el
corpus limpio de Aurora 2, por lo que, utilizando la misma nomenclatura que en la subsección
4.1.1, se corresponde con el canal CLK.

Por su parte, el corpus ruidoso, o canal HF, se genera, como ya se ha indicado con anterioridad,
tras añadir artificialmente ruido aditivo a la señal limpia con diferentes SNRs; dichos SNRs se de-
finen tras usar el filtro “estándar” G.712 tanto para la señal no contaminada como para el propio
ruido. A la hora de seleccionar el tipo de ruido se recurrió a aquellos que representaran del modo más
fiel posible los entornos t́ıpicos en los que se suele hacer uso de terminales de telecomunicaciones,
definiéndose finalmente ocho escenarios, a saber: metro subway, muchedumbre babble, coche car,
salón de exhibiciones exhibition hall, restaurante restaurant, calle street, aeropuerto airport y es-
tación de tren train station. Las diferentes SNRs comprenden 20dB, 15dB, 10dB, 5dB, 0dB y -5dB.

A la hora de dividir la base de datos Aurora 2 en los corpora de entrenamiento y reconocimiento
se definen dos tipos de entrenamiento, uno compuesto únicamente por señal del canal CLK y el
otro, denominado multi-condición, multi-condition, en el que se mezcla señal limpia (canal CLK)
con ruidosa (canal HF), seleccionándose para esta última cuatro tipos de ruido diferentes: subway,
babble, car y exhibition hall con cinco SNRs distintas: 20dB, 15dB, 10dB, 5dB y limpia. En ambos
corpora de entrenamiento se hace uso del filtro “estándar” G.712.

Por su parte, el corpus de reconocimiento está dividido en tres sets (A, B y C). Los dos primeros
se generan a partir de las mismas 4.004 frases limpias provinientes del corpus de reconocimiento
de la base de datos TIDigits, mientras que el tercer set se obtiene únicamente a partir de 2.002
frases limpias del corpus de reconocimiento de la base de datos TIDigits. A continuación se indica
la composición de los diferentes sets

El set A está compuesto por señal ruidosa generada a partir de cuatro tipos de ruido distintos:
subway, babble, car y exhibition hall, y siete SNRs diferentes: 20dB, 15dB, 10dB, 5dB, 0dB,
-5dB y limpia, siendo en todo momento G.712 el filtro “estándar” utilizado. Para cada tipo de
ruido y SNR se emplean 1.001 de las 4.004 frases distintas de todo el corpus de reconocimiento
seleccionado de la base de datos TIDigits. De este modo, el corpus final de reconocimiento
está constituido por 28.028 frases (1.001×7×4). Se puede apreciar que los tipos de ruido
empleados en este caso son los mismos que los que forman parte del entrenamiento multi-
condición, tal y como quedará patente posteriormente en las correspondientes tasas de RAH;
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sin embargo habrá un importante desajuste si se emplean los modelos acústicos obtenidos a
partir de la señal del corpus limpio de entrenamiento.

El set B se genera exactamente del mismo modo que el set A modificando únicamente los
tipos de ruido, que en esta ocasión serán: restaurant, street, airport y train station. En esta
ocasión existirá un serio desajuste entre la señal de reconocimiento y de entrenamiento incluso
para el caso de multi-condición. De este modo, con este experimento se trata de observar la
importancia en el RAH cuando se pretende reconocer señales contaminadas con ruido que
no se ha visto hasta el momento en la fase de entrenamiento.

El set C utiliza, a diferencia de los dos anteriores, el filtro “estándar” MIRS, incluyendo
posteriormente únicamente dos tipos de ruido aditivo: los correspondientes a los entornos
subway y street con las siete SNRs ya consideradas anteriormente: 20dB, 15dB, 10dB, 5dB,
0dB, -5dB y limpia. En este caso para cada clase de ruido y SNR se utilizarán 1.001 frases
distintas del corpus de reconocimiento seleccionado de la base de datos TIDigits, definiéndo-
se pues un set sensiblemente menor que los dos anteriores: 14.014 frases (1.001×7×2). En
este caso se pretende estudiar el comportamiento del sistema de RAH cuando la distorsión
convolucional es distinta en los corpora de entrenamiento y reconocimiento.

La composición en número de frases tanto para los dos corpora de entrenamiento como para
los tres sets de reconocimiento se pueden observar en la Tabla 4.2.

Filtrado Limpio Subway Babble Car

# frases entrenamiento limpio G.712 8.440 0 0 0

# frases entrenamiento multi-condición G.712 1.688 1.688 1.688 1.688

# frases reconocimiento set A G.712 4.004 6.006 6.006 6.006

# frases reconocimiento set B G.712 4.004 0 0 0

# frases reconocimiento set C MIRS 2.002 6.006 0 0

Hall Restaurant Street Airport Station Total

0 0 0 0 0 8.440 # frases entrenamiento limpio

1.688 0 0 0 0 8.440 # frases entrenamiento multi-condición

6.006 0 0 0 0 28.028 # frases reconocimiento set A

0 6.006 6.006 6.006 6.006 28.028 # frases reconocimiento set B

0 0 6.006 0 0 14.014 # frases reconocimiento set C

Cuadro 4.2: Número de frases para los dos corpora de entrenamiento (limpio y multi-condición) y los tres
sets de reconocimiento (A, B y C) de la base de datos Aurora 2. Todos ellos están compuestos por d́ıgitos
continuos y aislados.

Ya para concluir se presenta en la Figura 4.2 la densidad espectral de potencia media obtenida
mediante el método de Welch para los distintos tipos de ruido que se pueden dar en la base de
datos Aurora 2. Cabe destacar como en todos los casos la mayor parte de la enerǵıa del ruido se
concentra en baja frecuencia, pudiendo parecer, si únicamente se consideran las PSDs, que varios
tipos de ruido son similares. Sin embargo no es aśı y, por ejemplo, los hay altamente estacionarios,
como los correspondientes a car y exhibition, y los hay que se caracterizan precisamente por su
falta de estacionaridad, como street o airport.
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Figura 4.2: Densidad espectral de potencia media, Average Power Spectral Densities (PSD), de los distintos ruidos
presentes en el corpus Aurora 2: subway a.1, babble a.2, car b.1, exhibition b.2, restaurant c.1, street c.2, airport
d.1, train station d.2,.

4.2. Pruebas de Hipótesis Estad́ıstica.

A la hora de comparar distintas técnicas, no ya sólo en el ámbito del RAH sino en cualquier
disciplina, no basta solamente con presentar los resultados de la experimentación y cotejarlos di-
rectamente, sino que se ha de establecer de un modo estad́ıstico hasta qué punto la diferencia de
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comportamiento entre las técnicas es significativa [Gillick and Cox, 1989]. Por ello en este trabajo
se ha empleado la prueba de hipótesis estad́ıstica z-test para que a la hora de establecer compara-
ciones entre los diversos algoritmos se pueda decir, al menos con un cierto intervalo de confianza,
que una técnica u otra, independientemente de la base de datos empleada en la experimentación,
se comporta de mejor modo.

En el dominio del RAH, tres son las principales pruebas de hipótesis estad́ıstica empleadas a la
hora de comparar dos técnicas, a saber: la de McNemar [McNemar, 1947] [Gillick and Cox, 1989],
matched-pairs [Gillick and Cox, 1989] [Pallett et al., 1990] y z-test [Gillick and Cox, 1989]; si se
deseara estudiar conjuntamente el comportamiento de más de dos algoritmos habŕıa que recurrir
a otro tipo de evaluaciones [Lehmann, 1975].

La prueba de hipótesis estad́ıstica de McNemar está pensada para evaluar el comportamiento
de dos técnicas cuyos resultados se obtienen a partir de variables discretas independientes etique-
tadas como correctas o erróneas. Dicha prueba únicamente considera como información relevante
el número de variables etiquetadas de distinta manera por ambas técnicas, mientras que desecha
el resto. A su vez, toma como hipótesis nula, esto es, que ambos algoritmos no proporcionan di-
ferentes resultados de un modo estad́ısticamente significativo, el hecho de que, dado que uno de
los métodos ha cometido un error, es igualmente verośımil que haya sido uno u otro. Para recha-
zar la hipótesis nula se presupone que la variable aleatoria definida como errores cometidos por
una técnica y no la otra, normalizada en media y varianza asumiendo la hipótesis nula, sigue una
densidad de probabilidad normal de media nula y varianza unidad, N (0, 1). De esta manera, se
puede calcular mediante tablas la probabilidad de que dicha variable aleatoria sea menor que el
valor obtenido a partir de los datos concretos tras aplicar las dos técnicas de estudio. Si dicha
probabilidad es menor que una fijada, α, se podrá decir que ambas técnicas presentan resultados
estad́ısticamente significativos con un intervalo de confianza de 1 − α. En el dominio del RAH se
podŕıa considerar la palabra como variable discreta independiente, pero eso no es del todo cierto
salvo que se reconozcan palabras aisladas ya que, normalmente, los modelos de lenguaje introducen
dependencia entre palabras próximas. Por todo ello, en muchas ocasiones se suele considerar a la
frase como variable discreta independiente, lo que plantea otro tipo de problema ya que cada frase
etiquetada como errónea puede tener cualquier número de palabras erróneas, lo que puede dar
lugar a una comparación injusta entre los distintos algoritmos.

La prueba de hipótesis estad́ıstica matched-pairs se utiliza para comparar el comportamiento de
dos técnicas estudiando la diferencia entre el número de errores ocurridos entre los dos algoritmos
en unidades de distinta longitud e independientes entre śı, no importando en ningún momento el
tipo del error siempre que se recuente de un modo consistente para ambas técnicas. En este caso
se introduce la variable aleatoria definida como la media de la diferencia de número de errores por
unidad, aśı como la hipótesis nula, que en este caso consiste en que la media de dicha variable es
nula. De este modo, para rechazar la hipótesis nula se presupone que la variable aleatoria definida
como la media de la diferencia del número de errores por unidad normalizada en varianza sigue
una densidad de probabilidad normal de media nula y varianza unidad, N (0, 1). De esta manera, se
puede calcular mediante tablas la probabilidad de que dicha variable aleatoria tome un valor menor
que el obtenido a partir de los datos concretos tras evaluar ambas técnicas. Si dicha probabilidad
es menor que una fijada, α, se podrá decir que ambas técnicas presentan resultados estad́ıstica-
mente significativos con un intervalo de confianza de 1 − α. En el ámbito del RAH la elección de
las unidades se realiza normalmente fraccionando las frases considerando como ĺımite una palabra
correctamente reconocida por los dos sistemas que se pretenden comparar, o bien el inicio y final
de la frase; sin embargo en algunas ocasiones, y dependiendo del modelo de lenguaje empleado, se
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puede ser más estricto en cuanto al número de palabras seguidas bien reconocidas necesarias para
marcar los ĺımites de las unidades. De todos modos, se puede apreciar que esta prueba de hipótesis
estad́ıstica es bastante dependiente de las unidades que se tomen, de modo que se podŕıan obtener
muy diferentes resultados según cómo se realizara la segmentación, siendo además en muchos casos
dificil poder asegurar que los errores cometidos en unidades próximas sean independientes.

Por último, y a pesar de sus limitaciones, como se podrá observar más adelante, el método de
prueba de hipótesis estad́ıstica más empleado en RAH y del que también se hará uso en este trabajo,
es el denominado como z-test. En este caso para comparar el comportamiento de dos técnicas, A1 y
A2, cuyas tasas de error reales, y por tanto desconocidas, son p1 y p2 respectivamente, se define la
variable aleatoria d = p1−p2. De este manera, la hipótesis nula se representa como H0 : p1 = p2 = p,
o bien como H0 : d = p1 − p2 = 0. Por otra parte, y bajo dicha hipótesis nula, la variable d se
puede estimar mediante el criterio ML como p̂1 − p̂2, siendo p̂1 y p̂2 las estimaciones de p1 y p2,
respectivamente; asimismo la varianza asociada a d, σ2d = var(p1 − p2), toma, asumiendo que p̂1
y p̂2 son independientes, la forma σ

2
d = σ

2
1 + σ

2
2 , donde σ

2
1 y σ

2
2 son las varianzas de p1 y p2,

respectivamente. De esta manera, la estimación de σ2d será, asumiendo que la hipótesis nula es
correcta y que ambas técnicas se evalúan sobre la misma base de datos

σ̂2d =
2p̂(1− p̂)
n

, (4.1)

donde n es el número de palabras de la base de datos y p̂ es la estimación de p que, en este
caso, y dado que la base de datos sobre las que se evalúan ambos algoritmos es la misma, se
obtendrá mediante el estimador ML de la siguiente manera

p̂ =
p̂1 + p̂2
2
. (4.2)

Con todo lo anterior, y asumiendo que la hipótesis nula es cierta, el estad́ıstico empleado por
la técnica z-test, denominado W , posee la siguiente distribución

W =
d̂

σ̂d
=
p̂1 − p̂2√
2p̂(1−p̂)
n

, (4.3)

que es la estimación de la variable aleatoria d normalizada en media y varianza considerando como
correcta la hipótesis nula (la media de d en este caso es nula). Aplicando el teorema central del
ĺımite, se puede asumir que el estad́ıstico W tiende a una normal de media 0 y varianza 1, N (0, 1),
si n es lo suficientemente elevado (normalmente se suele considerar que basta con que sea mayor de
50). Aśı, para determinar si la hipótesis nula es incorrecta, esto es, que los dos algoritmos presen-
tan comportamientos diferenciados estad́ısticamente significativos, bastará con calcular mediante
tablas la probabilidad de que la variable W tome un valor menor que el obtenido a partir de los
datos concretos tras evaluar ambas técnicas, denominado w. Si dicha probabilidad es menor que
una fijada, α, se podrá decir que ambas técnicas presentan resultados estad́ısticamente significa-
tivos con un intervalo de confianza de 1 − α. Esto es 2p(W ≥ |w|) < α, donde recuérdese que la
función de densidad de probabilidad asociada aW responde a una normal de media nula y varianza
unidad, N (0, 1).

Esta prueba de hipótesis estad́ıstica, si bien muy extendida en RAH, debe utilizarse teniendo
siempre en cuenta sus limitaciones. Como ya se ha indicado, para poder utilizar las expresiones
anteriormente presentadas es necesario que p̂1 y p̂2 sean independientes, cosa que, desafortunada-
mente no puede asumirse cuando ambos algoritmos se comparan sobre la misma base de datos. Si no
se pudiera asumir la independencia entre p̂1 y p̂2 habŕıa que modificar la expresión (4.1) incluyendo
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un nuevo término asociado a la covarianza entre las probabilidades de las dos técnicas. De todos
modos, si dicha covarianza fuera negativa y la hipótesis estad́ıstica determinara que ambas técnicas
poseen un comportamiento estad́ısticamente diferenciado, el resultado seguiŕıa siendo válido por
haberse obtenido en condiciones aún más conservadoras. En el caso contrario, covarianza positiva
y que la hipótesis estad́ıstica hubiera determinado que las dos técnicas proporcionan resultados
estad́ısticamente diferenciados, no se podŕıa decir lo mismo. De todo lo anterior se puede concluir
que siempre que se use el método de prueba de hipótesis estad́ıstica z-test bajo la misma base
de datos, como en este trabajo, hay que tomar los resultados con cierta cautela puesto que se ha
obviado el término de covarianza entre las probabilidades de las dos técnicas estudiadas. De todos
modos, y llegados a este punto, a la hora de comparar el comportamiento de dos técnicas parece
más problemático el uso de corpora diferentes, o el empleo de las pruebas de hipótesis estad́ısticas
anteriormente comentadas, de McNemar o matched-pairs, que utilizar la técnica z-test, y todo ello
a pesar de su limitación.

4.3. Experimentación.

Tal y como se ha justificado con anterioridad, la experimentación realizada en este trabajo
conjuga el uso de dos bases de datos: SpeechDat Car en español y Aurora 2. Igualmente, y tanto
por necesidades de algunos de los algoritmos tratados como por proporcionar resultados con varias
condiciones de experimentación, se han empleado distintas parametrizaciones, aśı como diferentes
unidades para el modelado acústico. En las siguientes subsecciones se presentan los resultados de
referencia, baselines, para los dos corpora haciendo uso de las distintas condiciones de reconoci-
miento cosideradas. Estos resultados permitirán posteriormente comparar el comportamiento de
las distintas técnicas presentadas a lo largo del trabajo.

4.3.1. Experimentación con el corpus SpeechDat Car en español.

Para la fase de reconocimiento se utilizan dos tipos de parametrizaciones, aunque las diferencias
conceptuales entre ellas son escasas. La primera parametrización, que se denominará a partir de
ahora como parametrización UZ por ser la usada de manera continuada en el grupo de tecnoloǵıas
del habla de la Universidad de Zaragoza, construye los vectores de caracteŕısticas a partir de la
parametrización estándar ETSI [ETSI, 2000] con dos pequeñas modificaciones: se realiza una nor-
malización tras aplicar los filtros de escala Mel, y el vector final está compuesto por 37 parámetros:
los 12 coeficientes MFCC, la primera y segunda derivada de los mismos y la derivada del logaŕıtmo
de la enerǵıa. Por su parte, el segundo método es la parametrización estándar ETSI, que propor-
ciona vectores de caracteŕısticas de 39 componentes: 12 coeficientes MFCC más el logaritmo de
la enerǵıa, junto con su primera y segunda derivadas. Independientemente del tipo de parametri-
zación, los vectores acústicos se calculan cada 10 ms utilizando una ventana de Hamming de 25 ms.

En cuanto al modelado acústico, se han considerado dos opciones distintas, representando en
cada caso un tipo de unidad distinto, a saber, incontextuales o fonemas y palabras. El modelado
acústico de unidades fonéticas se compone de 25 HMMs, de modo que cada uno está asociado a un
fonema español; a su vez se utilizan dos modelos de silencio, uno largo y otro corto para representar
la pausa entre palabras. Cada HMM, salvo el asociado al silencio corto, está compuesto por tres
estados y la función de densidad de probabilidad asociada a cada uno se compone de una GMM de
16 componentes. De esta manera, cada palabra se modela mediante la concatenación de las corres-
pondientes unidades fonéticas. Por su parte, el HMM correspondiente al silencio corto se construye
a partir de un único estado al que le corresponde como función de densidad de probabilidad una
GMM de 16 componentes.
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Por otra parte, el modelado acústico de palabras está compuesto por 12 HMMs, 10 de ellos, los
correspondientes a los d́ıgitos que definen la tarea de reconocimiento, compuestos por 16 estados
a los que se les asocia una GMM de 3 componentes a cada uno como función de densidad de pro-
babilidad correspondiente. Además el silencio largo se modela con un HMM de 3 estados con una
GMM de 6 componentes cada uno, y al silencio entre palabras, o corto, se le asocia un HMM de un
estado con una GMM de 6 componentes. Cabe destacar, por cuanto es una diferencia importante
en algunos aspectos, que en este caso los modelos acústicos se entrenan únicamente con la parte
del corpus de entrenamiento perteneciente a la tarea de d́ıgitos continuos y aislados (ver Tabla
4.1). El modelo de lenguaje en toda la experimentación es muy sencillo, permitiéndose cualquier
secuencia de d́ıgitos.

En la Tabla 4.3 se presentan los resultados de referencia en términos de Word Error Rate,
WER, para los distintos entornos básicos cuando se emplea la parametrización UZ y los modelos
acústicos de unidades fonéticas. Cabe destacar que MWER se corresponde con el WER medio cal-
culado a lo largo de todos los entornos básicos proporcionalmente al número de palabras de que se
dispone para cada uno (ver Tabla 4.1). Por otra parte, la columna marcada como “Entrenamiento”
indica el canal de las señales empleadas para estimar los correspondientes modelos acústicos: si se
obtuvieron a partir de la señal limpia, la columna se marca con CLK, por el contrario, si la columna
se nombra con HF indica que los modelos acústicos se han entrenado con toda la señal ruidosa; por
su parte, HF† hace referencia a que las señales de cada entorno básico se reconocen con modelos
acústicos espećıficos, esto es, obtenidos a partir de la señal de entrenamiento del correspondiente
entorno básico, lo que no deja de proporcionar unos valores ficticios puesto que en un caso real no
se conoce a ciencia cierta el entorno básico al que pertenece la señal que se pretende reconocer.
Ya para finalizar, la columna “Reconocimiento” indica que canal se emplea a la hora de reconocer:
CLK, que se decodifica la señal limpia, o HF, si se hace lo propio con la señal ruidosa. En toda la
experimentación de este trabajo desarrollada sobre la base de datos SpeechDat Car en español se
aplica la técnica CMN tanto al corpus de entrenamiento como al de reconocimiento.

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%)

CLK CLK 1.90 2.64 1.81 1.75 1.62 0.64 0.35 1.75

CLK HF 5.91 14.49 14.55 20.17 21.07 16.19 35.71 16.21

HF HF 6.67 14.24 12.73 12.91 14.97 9.68 8.50 11.81

HF† HF 2.86 7.12 4.34 4.39 7.63 4.60 4.76 5.30

Cuadro 4.3: Resultados de referencia en términos de WER (%), para los diferentes entornos básicos
(E1,..., E7) utilizando la parametrización UZ y modelos acústicos para las unidades fonéticas. Dichos
modelos acústicos se pueden generar a partir de la señal limpia (CLK en la columna de Entrenamiento) o
la ruidosa (HF en la columna de Entrenamiento); HF† indica que se utilizan modelos acústicos espećıficos
para cada entorno básico. La columna marcada como “Reconocimiento” hace referencia a la señal empleada
para reconocer, que puede ser limpia (CLK) o ruidosa (HF).

A partir de la Tabla 4.3 se puede apreciar el negativo efecto en las prestaciones del sistema
de RAH que produce el ruido presente en todos y cada uno de los entornos básicos, dando lugar
a un incremento significativo del WER en todos los casos (Entrenamiento CLK, Reconocimiento
HF) con respecto a las tasas obtenidas cuando es la señal limpia la que se emplea para reconocer
(Entrenamiento CLK, Reconocimiento CLK). Por otra parte, utilizar modelos acústicos entrenados
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con toda la señal ruidosa, matched condition, (Entrenamiento HF, Reconocimiento HF) hace que
el valor medio de WER, MWER, decaiga considerablemente con respecto al obtenido con mode-
los acústicos limpios (Entrenamiento CLK, Reconocimiento HF), aunque esta mejora no es tal en
los entornos básicos menos ruidosos, E1 y E2, ya que los modelos acústicos ruidosos obtenidos
representan de un modo generalista a toda señal sucia y ésta es muy heterogénea. Debido a que
los entornos básicos son muy dispares entre śı, tal y como ya quedó patente con las diferentes
SNRs presentadas en la Sección 4.1.1 aśı como en la Figura 4.1, el emplear modelos acústicos
espećıficos para cada entorno básico (Entrenamiento HF†) proporciona importantes mejoras en to-
dos los casos, hecho este que no se da cuando el reentrenamiento se realiza con toda la señal ruidosa.

Siguiendo la misma nomenclatura de la Tabla 4.3, se presentan en la Tabla 4.4 los resultados
de RAH en términos de WER cuando se hace uso de la parametrización ETSI y modelos acústi-
cos de palabras. En este caso se puede apreciar igualmente el pernicioso efecto del ruido que se
encuentra en los distintos entornos básicos, (Entrenamiento CLK, Reconocimiento HF). Mediante
este resultado también queda patente que la combinación parametrización UZ -modelado acústico
de unidades fonéticas es sensiblemente más robusta que el empleo de la parametrización estándar
ETSI junto con modelado acústico de palabras, obteniéndose una tasa media de error en palabra
de 16.21% para el primero de los casos, sensiblemente inferior al 21.49% lograda con la segunda
combinación. Igualmente representativos son los resultados obtenidos tras entrenamiento con señal
ruidosa, matched condition, ya que en este caso la combinación parametrización estándar ETSI-
modelado acústico de palabras proporciona importantes mejoras con respecto al uso conjunto de
la parametrización UZ con modelado acústico de unidades fonéticas (4.63% de MWER compa-
rado con 11.81%). Ya para finalizar se puede apreciar como los mejores resultados en este caso
se obtienen cuando se emplean modelos acústicos ruidosos dependientes de cada entorno básico
(3.42% de MWER), y todo ello a pesar de que los modelos acústicos del entorno básico E7 se ven
claramente afectados por una seria falta de datos (64 frases, 336 palabras). Aśı pues, y a modo de
resumen, se puede indicar que el uso de la parametrización estándar ETSI con modelado acústico
de palabras, aunque menos robusto, proporciona mejores resultados que los obtenidos con la combi-
nación parametrización UZ -modelos acústicos de fonemas en el resto de experimentos de referencia.

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%)

CLK CLK 0.95 2.32 0.70 0.25 0.57 0.32 0.00 0.91

CLK HF 3.05 13.29 15.52 27.32 31.36 35.56 53.06 21.49

HF HF 3.81 6.86 3.50 3.76 4.96 4.44 3.06 4.63

HF† HF 1.14 4.37 1.68 2.13 2.10 2.06 23.13 3.42

Cuadro 4.4: Resultados de referencia en términos de WER (%), para los diferentes entornos básicos
(E1,..., E7) utilizando la parametrización estándar ETSI y modelos acústicos de palabras. Dichos modelos
acústicos se pueden generar a partir de la señal limpia (CLK en la columna de Entrenamiento) o la ruidosa
(HF en la columna de Entrenamiento); HF† indica que se utilizan modelos acústicos espećıficos para cada
entorno básico. “Reconocimiento” hace referencia a la señal empleada para reconocer, que puede ser limpia
(CLK) o ruidosa (HF).

4.3.2. Experimentación con el corpus Aurora 2.

En la experimentación realizada con la base de datos Aurora 2 se utiliza la parametrización
estándar ETSI [ETSI, 2000], que proporciona, tal y como se ha indicado con anterioridad, vectores
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de caracteŕısticas de 39 componentes formados por 13 parámetros estáticos (12 coeficientes MFCC
más el logaritmo de la enerǵıa), junto con 26 dinámicos (la primera y segunda derivadas). Los
vectores acústicos se calculan cada 10 ms haciendo uso de una ventana de Hamming de 25 ms.

Figura 4.3: Exatitud por palabra, word accuracy, obtenida para la base de datos Aurora 2 utilizando la para-
metrización estándar ETSI y modelos acústicos de palabras. Se incluyen los resultados para los diferentes sets de
reconocimiento (A, B y C) y las dos condiciones de entrenamiento (multi-condición o multicondition training y
limpio o clean training).

En cuanto al modelado acústico seleccionado, éste utiliza las palabras como unidades, de modo
que cada uno de los 11 d́ıgitos (en inglés el d́ıgito 0 tiene dos posibles pronunciacion) se representa
con un HMM de 16 estados, asociándoles a cada uno de ellos una GMM de 3 componentes como
función de densidad de probabilidad correspondiente. Por otra parte, se consideran también dos
silencios, uno largo que se modela con un HMM de 3 estados con una GMM de 6 componentes para
cada uno, y un silencio entre palabras, o corto, al que se le asocia un HMM de un estado con una
GMM de 6 componentes. El modelo de lenguaje, al igual que para la experimentación realizada
mediante el corpus SpeechDat Car en español, permite cualquier secuencia de d́ıgitos.

En la Tabla 4.3 se presentan, del modo t́ıpico en que se suele hacer, los correspondientes re-
sultados de referencia en términos de exactitud por palabra, word accuracy, obtenidos con las
condiciones de experientación anteriormente comentadas. Como es de esperar, si se hace uso de
los modelos acústicos multicondición, los resultados son sensiblemente más competitivos que si se
emplean los modelos acústicos limpios. Esto es debido a que el desajuste entre los espacios de
entrenamiento y reconocimiento es menor en el primero de los casos. Del mismo modo, también se
aprecia claramente la relación existente entre SNR y el comportamiento del sistema. Aśı, conforme
se reduce la SNR correspondiente, la exactitud por palabra decae hasta llegar a niveles dramáti-
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cos. Para finalizar, cabe destacar, tal y como queda patente en la Tabla 4.4, que los resultados
presentados en este apartado proporcionan ya de por śı una mejora media del 14.86% con respecto
a los considerados normalmente por la comunidad cient́ıfica como referencia para esta base de da-
tos. Dichos resultados de referencia se obtienen con el sistema de RAH HTK [Young et al., 2005]

mediante las mismas condiciones de experimentación (parametrización y modelos acústicos y de
lenguaje) definidas previamente.

Figura 4.4: Mejoras relativas logradas para la base de datos Aurora 2 utilizando la parametrización estándar
ETSI y modelos acústicos de palabras con respecto a los resultados obtenidos bajo las mismas condiciones de
experimentación con el sistema de RAH HTK. Se incluyen los resultados para los diferentes sets de reconocimiento
(A, B y C) y las dos condiciones de entrenamiento (multi-condición o multicondition training y limpio o clean
training).
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5

Visión Unificada de las Técnicas de
Normalización Basadas en MMSE.

Tal y como se ha indicado en el Caṕıtulo 3, muchas son las técnicas de normalización de vecto-
res de caracteŕısticas que se han venido empleado a lo largo del tiempo para proporcionar robustez
a los sistemas de RAH; sin embargo, y aunque cada una de ellas aborda el problema de un modo
distinto, en el fondo todas se sustentan en un conocimiento o suposición de la degradación que el
entorno acústico produce en los distintos coeficientes de los vectores de caracteŕısticas de la voz.

Por otra parte, y también en el Caṕıtulo 3, se ha realizado una clasificación pormenorizada de
los métodos más comunes de normalización de los vectores de caracteŕısticas, separándolos en tres
grandes grupos: filtrado paso alto, basados en modelos y emṕıricos. No obstante, los algoritmos
más utilizados en la actualidad no tienen como nexo común el pertenecer a una u otra de estas
clases, sino que se caracterizan por tratar de obtener el vector de caracteŕısticas limpio mediante
el estimador Bayesiano óptimo que minimiza el error cuadrático medio, Minimum Mean Square
Error, MMSE, para lo cual se ha de suponer una cierta función de densidad de probabilidad a
priori de la variable que se pretende obtener, lo que en ciertas situaciones no es sencillo. De esta
manera, se puede considerar que algoritmos tan dispares como CMN, CDCN, SDCN, VTS, VPS,
RATZ o SPLICE provienen, en primera aproximación, de la misma base teórica.

En este Caṕıtulo se realiza primeramente (Sección 5.1) un estudio sobre los efectos, tanto a
nivel estad́ıstico como de incertidumbre, que distintos tipos de entornos acústicos producen sobre
los coeficientes MFCC, que a la postre compondrán los vectores de caracteŕısticas empleados en
las distintas técnicas de normalización propuestas en este trabajo. A continuación (Sección 5.2) se
plantea el desarrollo teórico unificado para las técnicas de compensación emṕırica más utilizadas
recientemente: CMN, que aunque es un método de filtrado paso alto, puede verse también como
el más sencillo de los algoritmos de normalización emṕırica, RATZ y SPLICE. Dicho desarrollo
servirá posteriormente de base teórica para los distintos métodos propuestos en este trabajo. La
Sección 5.3 está dedicada al algoritmo MEMLIN, Multi-Environment Model-based LInear Nor-
malization, que proporciona una normalización emṕırica basada en el criterio MMSE, y que fue
desarrollado como respuesta a ciertas limitaciones de las técnicas RATZ y SPLICE. Los resulta-
dos de RAH obtenidos tras la aplicación de distintos métodos de normalización emṕıricos con la
base de datos SpeechDat Car en español, se incluyen en la Sección 5.4. En ella queda patente el
buen comportamiento del algoritmo MEMLIN con respecto a los métodos emṕıricos basados en el
criterio MMSE más utilizados en la actualidad (CMN, RATZ y SPLICE).

50



5.1. El Efecto del Ruido.

Con el fin de estudiar el efecto que el entorno acústico produce en la señal de voz, se suele
proponer normalmente un modelo simplificado de degradación que simule las caracteŕısticas del
propio entorno acústico real. Aśı, el modelo más ampliamente utilizado considera que la señal
contaminada, en el dominio temporal, se puede aproximar a partir de la correspondiente señal
limpia filtrada a la que posteriormente se le añade un ruido aditivo [Acero, 1990]. De este modo,
todas las posibles alteraciones que el entorno acústico pueda producir en la señal de voz limpia
quedan representadas mediante la combinación de un ruido aditivo y una distorsión convolucional.
Tal y como se ha comentado en el Caṕıtulo 2, normalmente los sistemas de RAH no emplean
directamente la señal de voz en el dominio temporal, sino que a partir de ella obtienen una serie
de vectores de caracteŕısticas que finalmente constituyen la entrada al sistema de RAH; aśı pues,
y considerando el mismo modelo simplificado de degradación introducido anteriormente, un vector
de caracteŕısticas ruidoso en el dominio MFCC, yt, se puede expresar del siguiente modo

yt = xt + f(xt,nt,ht), (5.1)

donde t es el ı́ndice temporal de los vectores acústicos correspondientes en el dominio MFCC: xt,
que es el vector de caracteŕısticas limpio, nt, que se corresponde con la trama que representa la
contribución del ruido aditivo y, finalmente, ht, que hace referencia al vector acústico que incluye
el efecto de la distorsión convolucional. Asumiendo que el filtro del modelo de degradación es
invariante en el tiempo y que el correspondiente ruido aditivo es estacionario e icorrelado con la
señal limpia filtrada, la función f(xt,nt,ht) toma la siguiente expresión

f(xt,nt,ht) = ht + IDFT{log(1 + e
DFT{nt−ht−xt})}, (5.2)

donde DFT, Discrete Fourier Transform, es la transformada discreta de Fourier, e IDFT, Inver-
se DFT, es la transformada discreta de Fourier inversa. Llegados a este punto, y dejando a un
lado la aproximación de invariabilidad temporal asumida anteriormente para la distorsión convo-
lucional, cabe destacar como la naturaleza aleatoria de los dos tipos de alteraciones incluidos en
el modelo simplificado de degradación hace que, para cada instante de tiempo, ht y nt puedan
tener distintas expresiones, de manera que se genera lo que se denomina incertidumbre entre los
vectores de caracteŕısticas limpios y ruidosos, o, dicho de otro modo, que distintos vectores de
caracteŕısticas ruidosos pueden provenir de la misma trama limpia y viceversa. La incertidumbre
es pues, en última instancia, el gran problema que tienen las técnicas de normalización de vectores
de caracteŕısticas basadas en la aplicación de una función de transformación dependiente del vector
de caracteŕısticas contaminado, puesto que para cada uno de ellos se asociaŕıa siempre la misma
trama como estimación del vector acústico limpio.

En la Figura 5.1 se pueden apreciar los efectos reales que distintos entornos acústicos producen
sobre el primer coeficiente MFCC de la señal de voz. La elección de este coeficiente se debe a que
es el que posee mayor varianza e importancia de cara al RAH. Asimismo, el hecho de eliminar las
tramas de silencio en este estudio tiene por razón el evitar los resultados sesgados que una base
de datos con gran cantidad de pausas puede producir. El primer entorno acústico tratado (Figura
5.1.a) está compuesto únicamente por un filtro cuya respuesta impulsional, obtenida a partir de
mediciones realizadas dentro del habitáculo de un veh́ıculo, es de menor longitud temporal que la
ventana de Hamming utilizada para calcular los vectores de caracteŕısticas (25 ms). En este caso
se puede apreciar como el histograma de la señal ruidosa (Figura 5.1.a.1) presenta un importante
desplazamiento con respecto al de la señal limpia que, para este estudio, se compone del corpus de
entrenamiento del entorno básico E4 de la base de datos SpeechDat Car en español; más allá de
esto, los histogramas son bastante semejantes. A su vez, en el scattegram correspondiente (Figura
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Figura 5.1: Log-scattegrams e histogramas del primer coeficiente MFCC de los vectores de caracteŕısticas de voz
limpia y ruidosa. Las señales limpias se corresponden con el corpus de entrenamiento del entorno básico E4 de la
base de datos SpeechDat Car en español. Por su parte, las señales contaminadas se obtienen a partir de considerar
distintos entornos acústicos: filtro con respuesta impulsional de menor longitud temporal que la ventana de Hamming
empleada en el cálculo de los vectores de caracteŕısticas (25 ms)(a), filtro con respuesta impulsional de longitud
temporal mayor de 25 ms. En ambos casos la respuesta impulsional se obtuvo a partir de medidas en el habitáculo
de un veh́ıculo. El tercer entorno acústico considera únicamente ruido aditivo con 0 dB SNR (c). Finalmente el
último escenario se corresponde con un entorno acústico real de un veh́ıculo (entorno básico E4) y cuya SNR media
es 8.05 dB. La ĺınea en el scattegram representa la función identidad x = y.
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5.1.a.2) queda patente el incremento de la incertidumbre, aunque en este caso es sensiblemente
menor que si el entorno acústico se compone del filtro anterior interpolado, de modo que la res-
puesta impulsional es mayor de 25 ms (Figura 5.1.b.2). En esta ocasión queda patente no sólo
que la incertidumbre es más elevada, sino que además el histograma de la señal ruidosa presenta
también un mayor desplazamiento con respecto al de la señal limpia, al mismo tiempo que se ven
afectadas la varianza y su propia forma (Figura 5.1.b.1). De todo lo anterior se puede concluir
que los efectos producidos por la distorsión convolucional en los vectores de caracteŕısticas no son
independientes de la longitud de la respuesta impulsional y que dicha distorsión no produce, como
en muchas ocasiones se asume, únicamente un desplazamiento constante para todos los vectores
de caracteŕısticas en el dominio MFCC.

En la Figura 5.1.c, la señal contaminada correspondiente se genera añadiando artificialmente
ruido aditivo con una relación señal a ruido de 0 dB. En este caso se puede apreciar como el
histograma de la señal contaminada, Figura 5.1.c.1, se ha modificado drásticamente de una forma
no lineal con respecto al asociado a la señal limpia, reduciendo la varianza y compactando los
dos modos que poséıa la señal limpia a prácticamente uno. Por su parte, la incertidumbre, Figura
5.1.c.2, en este caso es mucho mayor que en los dos anteriores, ampliando sensiblemente el rango
de posibles valores de los coeficientes de las tramas limpias asociados a un mismo valor para el
coeficiente del vector de caracteŕısticas ruidoso y viceversa, lo que complica enormemente la tarea
de RAH.

Ya por último, en un escenario real, donde la señal ruidosa se obtiene en este caso mediante
la grabación en un veh́ıculo que circula a baja velocidad por un pavimento en mal estado (corpus
de entrenamiento del entorno básico E4 de la base de datos SpeechDat Car en español), se pue-
de apreciar que el histograma correspondiente presenta un cierto desplazamiento a la vez que su
varianza se ve reducida con respecto a la que se obtendŕıa a partir de los coeficientes de la señal
limpia, Figura 5.1.d.1. Por su parte, la incertidumbre también se ve sensiblemente incrementa-
da, Figura 5.1.d.2, aunque sin llegar al nivel del entorno acústico tratado anteriormente, donde la
relación señal a ruido, 0dB, era sensiblemente menor a la que se tiene en este caso, 8.05dB en media.

Aśı pues, de todo lo anterior se puede concluir que la distorsión convolucional produce princi-
palmente y en media un desplazamiento de los coeficientes de los vectores de caracteŕısticas en el
dominio MFCC, siendo este hecho más definido conforme la longitud temporal de la respuesta im-
pulsional se acorte, lo que trae consigo a la vez una menor incertidumbre. Si la longitud temporal de
la respuesta impulsional aumenta, nuevos efectos se unen al desplazamiento de de los coeficientes,
como por ejemplo la reducción de la varianza y una mayor incertidumbre. Por su parte, el ruido
aditivo afecta en mayor medida y en media a la reducción de la varianza de los coeficientes de los
vectores de caracteŕısticas en el dominio MFCC, a la vez que se incrementa de un modo importante
la incertidumbre. Finalmente y de un modo general, se puede decir que en los entornos reales se
dan conjuntamente los efectos ya comentados asociados tanto a la distorsión convolucional como
al ruido aditivo.

5.2. Técnicas de Normalización Emṕıricas Basadas en MM-
SE.

Independientemente de que una técnica de normalización de vectores de caracteŕısticas se pueda
incluir en un grupo u otro dentro de la clasificación que se ha presentado en el Caṕıtulo 3 (filtrado
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paso alto, basadas en modelos o emṕıricas), la expresión final que se obtiene para el vector de
caracteŕısticas normalizado se basa en muchas ocasiones, tal y como ya se ha adelantado, en un
estimador Bayesiano. Para ello es preciso suponer una determinada función de densidad de pro-
babilidad a priori de la variable que se pretenda calcular. De esta manera el uso de estimadores
Bayesianos, siempre y cuando la pdf supuesta se aproxime a la real, suele proporcionar mejores
resultados que si se empleasen las técnicas clásicas de estimación ya que, en cierto modo, se acotan
los posibles valores de la variable objeto de estudio.

En muchas ocasiones, de entre los estimadores Bayesianos, se elige aquél que minimiza el error
cuadrático medio sobre todas las realizaciones, MSE, Mean Square Error. A dicho estimador Baye-
siano se le denomina MMSE, Minimum Mean Square Error y se puede comprobar que la expresión
óptima para el mismo es, en este caso concreto, la media de la pdf del vector de caracteŕısticas
limpio, variable que se trata de estimar, dado el ruidoso, variable que se considera accesible. Por
otra parte, hay que tener siempre presente que los resultados obtenidos con el estimador MMSE,
al igual que los proporcionados con cualquier otro estimador Bayesiano, dependerán tanto de las
realizaciones de que se disponga como de la elección de la pdf a priori, cosa esta última que a
menudo no suele ser sencilla.

Tal y como se ha adelantado, varias son las técnicas de normalización de vectores de carac-
teŕısticas que definen el vector acústico limpio a través de un estimador Bayesiano, siendo el MMSE
el más usado. Aśı, y sólo a modo de ejemplo, se pueden nombrar algoritmos tan dispares a simple
vista como CDCN, VTS, VPS, RATZ o SPLICE, e incluso las técnicas CMN y SDCN pueden
llegar también a verse de este modo. Dado que el presente trabajo está centrado en el desarro-
llo de técnicas de normalización de vectores de caracteŕısticas emṕıricas basadas en el estimador
MMSE, a continuación se presenta una visión teórica unificada de los algoritmos más empleados
actualmente que reúnen estas cualidades: RATZ y SPLICE, añadiendo asimismo la técnica CMN
que, aunque en el Caṕıtulo 3 se incluyó como filtro paso alto, también se puede considerar como
el algoritmo emṕırico más sencillo. Posteriormente, en éste y sucesivos Caṕıtulos, y partiendo de
la misma evolución teórica que se va a exponer a continuación, se derivarán las distintas técnicas
que se han desarrollado a lo largo de esta tesis.

Como se ha indicado anteriormente, el estimador óptimo que minimiza el MSE Bayesiano en
este caso es la media de la pdf del vector de caracteŕısticas limpio, variable que se trata de estimar,
dado el ruidoso, variable de la que se dispone. Sea pues el vector de caracteŕısticas ruidoso para
un instante de tiempo, t, yt, y el correspondiente limpio para el mismo instante de tiempo, xt.
De esta manera, el vector acústico estimado obtenido mediante el criterio óptimo MMSE, x̂t, se
calculará del siguiente modo

x̂t = E[x|yt] =
∫

X

x f(x|yt)dx, (5.3)

donde E[•] representa la esperanza de • y f(x|yt) es la pdf a priori de x dado yt. Llegados a este
punto, el modo en que se aproximen tanto x como la pdf a priori f(x|yt), definirá los diversos
algoritmos de normalización de vectores de caracteŕısticas basados en el criterio MMSE.

La técnica CMN no asume ninguna expresión espećıfica para la pdf f(x|yt) y el vector de
caracteŕısticas limpio se aproxima mediante la siguiente transformación x ≈ Ψ(yt, r) = yt − r,
donde r se puede ver como el vector de desplazamiento entre yt y x, contemplando pues únicamente
un desplazamiento general entre los vectores de caracteŕısticas. Aśı pues, y on estas premisas, la
expresión (5.3) para CMN se transforma en
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x̂t ≈
∫

X

(yt − r)p(x|yt)dx = yt − r. (5.4)

Para estimar el vector de desplazamiento, r, se define el error cuadrático medio, ξ, idealmente
sobre todas las realizaciones (t ∈ [1, T ]), y se minimiza con respecto a r

ξ =
1

T

∑

t

Tra[(xt −Ψ(yt, r))(xt −Ψ(yt, r))
T ], (5.5)

r = arg min
r
(ξ) =

1

T

∑

t

yt − xt = E[y]− E[x], (5.6)

donde Tra[•] es la traza de •. El desarrollo para obtener la expresión (5.6) a partir de (5.5) se
encuentra en el Anexo 5.5, situado al final del presente Caṕıtulo. Se puede apreciar que lo que
propone esta técnica es suprimir la media de los vectores de caracteŕısticas ruidosos y añadir la de
las tramas limpias, de modo que al final la media de los vectores de caracteŕısticas normalizados
coincida con la de los limpios. En algunos casos se suele sustraer a los vectores de caracteŕısticas
limpios del corpus de entrenamiento su propia media, de modo que los correspondientes mode-
los acústicos se entrenan con señales ya normalizadas en media, haciéndose por tanto innecesario
estimar E[x] a la hora de normalizar la señal ruidosa mediante el método CMN debido a que el
espacio de referencia ya posee media nula; en ese caso el vector de desplazamiento será únicamente
r = E[y]. Por su parte, la estimación de E[y] en un instante t se suele realizar mediante métodos
iterativos considerando los t− 1 vectores de caracteŕısticas ruidosos anteriores, si se pretende pro-
porcionar una solución en tiempo real, o bien se puede hacer uso de toda la frase pronunciada, si se
permite dicho retardo. En la actualidad, bien el algoritmo básico CMN o una extensión del mismo
se aplica en casi todos los sistemas de RAH ya que es una técnica muy sencilla y de bajo coste
computacional que, aunque no soluciona ni de lejos el problema de la robustez, śı que aporta una
interesante mejora al comportamiento del sistema ayudando a compensar especialmente la distor-
sión convolucional. La versión de CMN expuesta en este apartado es la más sencilla de todas las
posibles ya que la transformación propuesta no incluye ningún tipo de dependencia con respecto
a la naturaleza del vector de caracteŕısticas ruidoso. Esta limitación se ve en muchas ocasiones
unida a que se considera que la distorsión convolucional es invariable en el tiempo y, por tanto,
se puede compensar con un vector de desplazamiento r fijo, lo que de un modo indirecto supone
que el efecto de un filtro afecta únicamente a la media de los vectores de caracteŕısticas de una
manera constante, cosa que, por otra parte, ya se ha constatado que no es cierta ni siquiera con
presencia de ruido convolucional controlado (Sección 5.1). Estas claras limitaciones que posee la
técnica CMN las trata de compensar el algoritmo RATZ incluyendo restricciones en la pdf a priori
f(x|yt) y modificando igualmente la estimación del vector de caracteŕısticas limpio.

El método RATZ considera dos aproximaciones. La primera de ellas consiste en asumir que el
espacio limpio se puede modelar mediante una mezcla de Gaussianas, GMM, Gaussian Mixture
Model

p(x) =
∑

sx

p(x|sx)p(sx), (5.7)

p(x|sx) = N (x;μsx ,Σsx), (5.8)

donde μsx , Σsx y p(sx) son el vector de medias, la matriz diagonal de covarianzas y la probabilidad
a priori asociados a la Gaussiana del modelo limpio sx. La segunda aproximación del algoritmo
RATZ es considerar que el vector de caracteŕısticas limpio se puede estimar mediante la siguiente
transformación x ≈ Ψ(yt, rsx) = yt − rsx , siendo rsx el vector de desplazamiento entre yt y x
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asociado a la Gaussiana sx; de modo que la transformación propuesta consiste nuevamente en un
desplazamiento, aunque en este caso dependiente de la Gaussiana del modelo GMM del espacio
limpio. Aśı pues, y haciendo uso de las dos aproximaciones anteriores, la ecuación (5.3) para RATZ
se transforma en

x̂t ≈
∫

X

∑

sx

(yt − rsx)p(x, sx|yt)dx = yt −
∑

sx

rsxp(sx|yt), (5.9)

donde p(sx|yt) es la probabilidad a posteriori de la Gaussiana del modelo limpio, sx, dado el vector
de caracteŕısticas ruidoso yt. Dicha probabilidad se puede estimar a partir de (5.7) y (5.8) asu-
miendo además que el ruido produce un efecto aditivo en el dominio MFCC [Moreno, 1996]. De
este modo se genera un pseudo-modelo GMM que representa el espacio ruidoso, lo que no deja de
ser una aproximación que en muchas ocasiones se aleja de la realidad, y que es el que realmente se
emplea para estimar p(sx|yt).

Por su parte, el cálculo del vector de desplazamiento, que se realizará en una fase de entrena-
miento previa, requiere de señal estéreo (aunque también existe una versión “ciega” [Moreno, 1996]

que no la precisa). Sea pues un corpus de entrenamiento estéreo, (XTr,YTr) = {(xTr1 ,y
Tr
1 ); ...; (x

Tr
t ,y

Tr
t ); ...; (x

Tr
T ,y

Tr
T )},

compuesto por T pares de vectores de caracteŕısticas limpio-ruidoso (xTrt ,y
Tr
t ). De este modo, el

vector de desplazamiento asociado a la Gaussiana sx, rsx , se estima tras minimizar el error cua-
drático medio asociado a la Gaussiana correspondiente, ξsx , con respecto a rsx

ξsx =
1

T

∑

t

p(sx|x
Tr
t )Tra[(x

Tr
t −Ψ(y

Tr
t , rsx))(x

Tr
t −Ψ(y

Tr
t , rsx))

T ], (5.10)

rsx = arg min
rsx

(ξsx) =

∑
t p(sx|x

Tr
t )(y

Tr
t − x

Tr
t )∑

t p(sx|x
Tr
t )

, (5.11)

donde p(sx|xTrt ) es la probabilidad a posteriori de la Gaussiana del modelo limpio, sx, dado el
vector de caracteŕısticas limpio del corpus de entrenamiento, xTrt . Dicha probabilidad se puede
calcular a partir de (5.7) y (5.8). Por otra parte, el desarrollo teórico para obtener (5.11) a partir
de 5.10 se encuentra en el Anexo 5.5 del presente Caṕıtulo.

p(sx|x
Tr
t ) =

p(xTrt |sx)p(sx)∑
sx
p(xTrt |sx)p(sx)

. (5.12)

Debido a la utilización de transformaciones más espećıficas, la utilización del algoritmo RATZ
mejora sensiblemente las prestaciones de los sistemas de RAH con respecto al empleo de la técnica
CMN. Sin embargo, el modo en que se estima p(sx|yt) puede producir serios desajustes ya que
asume un modelo de degradación en el dominio MFCC no del todo realista para transformar cada
Gaussiana del espacio limpio al ruidoso. Para eliminar este modelo de degradación, el algoritmo
SPLICE asume dos aproximaciones distintas: la primera de ellas consiste en modelar mediante una
GMM el espacio ruidoso en lugar del limpio, como hace el método RATZ

p(yt) =
∑

sy

p(yt|sy)p(sy), (5.13)

p(yt|sy) = N (yt;μsy ,Σsy ), (5.14)

donde sy se corresponde con el ı́ndice de la Gaussiana del espacio ruidoso y μsy , Σsy y p(sy) son el
vector de medias, la matriz diagonal de covarianzas y la probabilidad a priori de la Gaussiana sy.
La segunda aproximación de la técnica SPLICE consiste en asumir que el vector de caracteŕısticas
limpio se puede expresar mediante la siguiente transformación x ≈ Ψ(yt, rsy ) = yt − rsy , donde
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rsy es el vector de desplazamiento entre el vector de caracteŕısticas ruidoso, yt, y el limpio, x,
asociado a la Gaussiana del modelo ruidoso sy. Nuevamente la transformación propuesta incluye
únicamente un término de desplazamiento, en este caso dependiente de la Gaussiana del modelo
del espacio ruidoso. De este modo, y haciendo uso de las dos aproximaciones anteriores, la ecuación
(5.3) para el algoritmo SPLICE se transforma en

x̂t ≈
∫

X

∑

sy

(yt − rsy )p(x, sy|yt)dx = yt −
∑

sy

rsyp(sy|yt), (5.15)

donde p(sy|yt) es la probabilidad a posteriori de la Gaussiana del modelo ruidoso, sy, dado el
vector de caracteŕısticas degradado yt. Dicha probabilidad se puede calcular a partir de (5.13) y
(5.14)

p(sy|yt) =
p(yt|sy)p(sy)∑
sy
p(yt|sy)p(sy)

. (5.16)

Por su parte, y a la hora de estimar el vector de desplazamiento rsy , al igual que para el
caso de la técnica RATZ, se precisa de una fase de entrenammiento previa en la que se hace uso
de señal estéreo (XTr,YTr) = {(xTr1 ,y

Tr
1 ); ...; (x

Tr
t ,y

Tr
t ); ...; (x

Tr
T ,y

Tr
T )}. Para ello se minimiza el

error cuadrático medio asociado a la Gaussiana correspondiente, ξsy , con respecto a rsy

ξsy =
1

T

∑

t

p(sy|y
Tr
t )Tra[(x

Tr
t −Ψ(y

Tr
t , rsy ))(x

Tr
t −Ψ(y

Tr
t , rsy ))

T ], (5.17)

rsy = arg min
rsy

(ξsy ) =

∑
t p(sy|y

Tr
t )(y

Tr
t − x

Tr
t )∑

t p(sy|y
Tr
t )

. (5.18)

El desarrollo teórico para obtener la expresión (5.18) a partir de (5.17) se encuentra en el Anexo
5.5 del presente Caṕıtulo. A partir de lo anterior se puede apreciar como en esta ocasión no se
requiere hacer presunción alguna sobre como el entorno acústico afecta a los modelos GMM del
espacio limpio ya que se emplean directamente los del espacio ruidoso. De esta manera, se elimina
la aproximación considerada en la técnica RATZ sobre el modelo de degradación necesario para
poder estimar p(sx|yt), lo que redunda en un mejor comportamiento a la hora de reconocer por
parte del algoritmo SPLICE. Por otra parte, ante espacios ruidosos muy heterogéneos, la técnica
SPLICE podŕıa, incrementando el número de Gaussianas del modelo del espacio ruidoso, obtener
unos vectores de desplazamiento más selectivos de los que podŕıa proporcionar la técnica RATZ,
aunque en ésta se ampliara el número de componentes de las GMMs con que se modela el espacio
limpio.

En muchas ocasiones las señales que se pretende normalizar pertenecen a espacios acústicos
altamente variables. En estos casos, y para métodos como RATZ y SPLICE con un modelado
GMM del espacio ruidoso compuesto por pocas Gaussianas, puede darse el caso de que los vectores
de desplazamiento entrenados sean excesivamente genéricos. Para solucionar este inconveniente
se suele dividir el espacio acústico ruidoso en varios entornos básicos e con propiedades acústicas
similares (relación señal a ruido, componentes espectrales ...) de modo que para cada uno de ellos se
estiman los vectores de desplazamiento correspondientes a las distintas técnicas de normalización de
forma independiente. Esta variación multi-entorno de las técnicas clásicas de normalización produce
unos algoritmos más robustos, como Interpolate RATZ, IRATZ, [Moreno, 1996] o SPLICE con
selección del modelo de entorno, SPLICE with environmental model selection [Droppo et al., 2001].
En ambos casos, a la hora de obtener una estimación del vector de caracteŕısticas limpio se puede
hacer uso de todos los vectores de desplazamiento ponderándolos por la probabilidad a posteriori de
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(a) (b) (c)

Figura 5.2: Representación gráfica de las técnicas CMN (a), RATZ (b) y SLICE (c), donde re, rsx,e y rsey son los
vectores de desplazamiento respectivos para cada enorno básico e.

encontrarse en cada entorno básico y Gaussiana dado el vector acústico ruidoso, p(e, sx|yt) para la
técnica IRATZ o p(e, sy|yt) para el método SPLICE con selección del modelo de entorno, (decisión
soft), o bien se puede emplear únicamente aquellos vectores de desplazamiento del entorno básico
más probable, ê, (decisión hard). Igualmente, y haciendo uso de la misma filosof́ıa, se podŕıa pensar
en una versión multi-entorno para la técnica CMN. A modo de resumen se incluye la Figura 5.2,
en la que se representan los esquemas gráficos de las extensiones de las técnicas CMN, RATZ y
SPLICE para varios entornos básicos, pudiéndose apreciar para cada caso el dominio de actuación
de los vectores de desplazamiento correspondientes: desde el más amplio (extensión de la técnica
CMN), hasta los más reducidos (algoritmos IRATZ y SPLICE con selección del modelo de entorno).

5.3. Técnica Multi-Environment Model-based LInear Nor-
malization, MEMLIN.

Dejando a un margen la técnica CMN por su simplicidad, se ha podido comprobar en la Sección
5.2 que el método RATZ, a pesar de hacer uso de unas transformaciones más selectivas que el algo-
ritmo CMN, tiene una debilidad a la hora de estimar la probabilidad a posteriori de la Gaussiana
del modelo limpio dado el vector de caracteŕısticas ruidoso, ya que asume un cierto modelo de de-
gradación que en muchos casos se aleja del real. Este problema, tal y como ha quedado igualmente
patente en la Sección 5.2, se solventa en el método SPLICE al modelar el espacio ruidoso en lugar
del limpio; sin embargo, las transformaciones propuestas en la técnica SPLICE, dependientes de
cada Gaussiana del espacio ruidoso, no son todo lo espećıficas que se podŕıa desear. Si se considera
la GMM que representa el espacio ruidoso como un modelo de generación, se podŕıa observar que
los vectores de caracteŕısticas producidos por una Gaussiana del espacio ruidoso tienen asociados
unas tramas limpias que, en general, y debido a la aleatoriedad del ruido del entorno acústico, no se
encuentran concentradas en una determinada región del espacio limpio, sino que se distribuyen en
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mayor o menor medida por todo él. La misma conclusión se podŕıa extraer si se modelara el espa-
cio limpio mediante una GMM y se supusiera un determinado entorno acústico ruidoso real. Este
hecho, si bien se pod́ıa intuir de los scattegrams presentados en la Sección 5.2, queda totalmente
patente en la Figura 5.3, en la que se representa el histograma en dos dimensiones de los pares
de Gaussianas más probables obtenidos a partir de la señal estéreo del corpus de entrenamiento
del entorno básico E4 de la base de datos SpeechDat Car en español; para ello se modeló tanto el
espacio limpio como el ruidoso con sendas GMMs compuestas por 16 Gaussianas cada una, gene-
rando posteriormente el histograma a partir de los distintos pares de Gaussianas más probables
asociados a las parejas de vectores de caracteŕısticas. Se puede apreciar como, dada una Gaussiana
del modelo limpio como la más probable, pueden ser múltiples las Gaussianas del modelo ruidoso
con mayor probabilidad y viceversa. Esto demuestra que modelar únicamente el espacio limpio,
como sucede en el método RATZ, o el ruidoso, como se realiza en el algoritmo SPLICE, puede
dar lugar a que la señal ruidosa y limpia utilizada para entrenar los vectores de desplazamientos
asociados a cada Gaussiana para las técnicas RATZ y SPLICE respectivamente cubran gran es-
pacio, lo que proporcionaŕıa un entrenamiento poco espećıfico de dichos vectores de desplazamiento.

Figura 5.3: Parejas de Gaussianas más probables asociadas a señal estéreo (señal limpia y ruidosa pertenecientes
al corpus de entrenamiento del entorno básico E4 de la base de datos SpeechDat Car en español). El eje de las
abscisas representa el ı́ndice de la Gaussiana del modelo ruidoso, y el eje de las ordenadas representa el ı́ndice de la
Gaussiana del modelo limpio. Ambos modelos constan de 16 Gaussianas. Cuanto más blanca sea la representación,
mayor es el número de pares de vectores de caracteŕısticas asociados a esa pareja concreta de Gaussianas.

Para solventar el problema de falta de especificidad a la hora de entrenar los vectores de
desplazamiento, en este trabajo se propone modelar tanto el espacio limpio como el ruidoso y
entrenar de este modo transformaciones asociadas a cada par de Gaussianas, entendiendo por
par de Gaussianas la unión de una del modelo del espacio limpio y otra del modelo del espacio
degradado. A esta nueva técnica, que también se va a servir del criterio MMSE para estimar el
vector de caracteŕısticas limpio, se la denomina MEMLIN, Multi-Environment Model-based LInear
Normalization, [Buera et al., 2004a] y se apoya en tres aproximaciones básicas.

Para generalizar, y ante la posibilidad de que el espacio ruidoso pueda ser muy heterogéneo,
éste se divide en una serie de entornos básicos, e, de modo que los vectores de caracteŕısticas
degradados yt se modelan para cada uno de ellos mediante una mezcla de Gaussianas, GMM

pe(yt) =
∑

sey

p(yt|s
e
y)p(s

e
y), (5.19)
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p(yt|s
e
y) = N (yt;μsey ,Σsey ), (5.20)

donde sey hace referencia a la correspondiente Gaussiana del modelo ruidoso del entorno básico
e, mientras que μsey , Σsey , y p(s

e
y) son el vector media, la matriz diagonal de covarianzas y la

probabilidad a priori asociados a sey.

Los vectores de caracteŕısticas limpios se modelan mediante una GMM: expresiones (5.7) y
(5.8).

Por otra parte, y al igual que en las técnicas CMN, RATZ o SPLICE, el vector de caracteŕısti-
cas limpio se aproxima mediante una función lineal del vector de caracteŕısticas ruidoso, aun-
que en este caso dicha función depende del entorno básico y de las Gaussianas de las GMMs
limpia y ruidosa: x ≈ Ψ(yt, sx, sey) = yt − rsx,sey , donde rsx,sey es el vector de desplazamiento
entre las tramas yt y x asociado al par de Gaussianas sx y s

e
y. Aśı pues, se puede apreciar

como también en el método MEMLIN la transformación propuesta únicamente incluye un
factor de desplazamiento.

A partir de todo lo anterior, y haciendo uso de las tres aproximaciones en las que se basa la
técnica MEMLIN, la expresión (5.3) se transforma en el caso de la técnica MEMLIN en

x̂t =

∫

X

∑

e

∑

sey

∑

sx

(yt − rsx,sey )p(x, sx, e, s
e
y|yt)dx = yt−

∑

e

∑

sey

∑

sx

rsx,seyp(e|yt)p(s
e
y|yt, e)p(sx|yt, e, s

e
y),

(5.21)
donde p(e|yt) es la probabilidad a posteriori del entorno básico dado el vector de caracteŕısticas
degradado yt; p(s

e
y|yt, e) es la probabilidad a posteriori de la Gaussiana del modelo ruidoso del

entorno básico e, sey, dado el vector acústico ruidoso, yt, y el propio entorno básico, e. Estos dos
términos se estiman trama a trama en el proceso de normalización de la señal degradada mediante
las expresiones (5.19) y (5.20). Por el contrario, el modelo de la probabilidad entre Gaussianas,
p(sx|yt, e, sey), que es la probabilidad de la Gaussiana del modelo limpio, sx, dado el vector de
caracteŕısticas ruidoso yt, el entorno básico e y la Gaussiana del modelo degradado del mismo
entorno básico, sey, se estima, junto con el vector de desplazamiento, rsx,sey , haciendo uso de señal
estéreo en una fase de entrenamiento previa independiente para cada entorno básico.

La probabilidad a posteriori del entorno básico, p(e|yt), se calcula recursivamente aplicando,
tal y como ya se ha adelantado, las expresiones (5.19) y (5.20)

p(e|yt) = β ∙ p(e|yt−1) + (1− β)
pe(yt)∑
e pe(yt)

, (5.22)

donde β es la constante de memoria (0 ≤ β ≤ 1), y p(e|y0) se considera uniforme para todos
los entornos básicos. Dado que en la mayoŕıa de las situaciones reales se puede asumir que los
entornos básicos no se suceden muy rápidamente a lo largo del tiempo, el valor de β ha de ser
próximo a 1 (0.98 en todo momento para este trabajo). Por su parte, la probabilidad a posteriori
de la Gaussiana del modelo ruidoso, dado el vector de caracteŕısticas degradado yt y el entorno
básico e, p(sey|yt, e), se estima igualmente a partir de (5.19) y (5.20) del siguiente modo

p(sey|yt, e) =
p(yt|sey)p(s

e
y)∑

sey
p(yt|sey)p(sey)

. (5.23)

Tal y como se ha comentado anteriormente, la estimación del vector de desplazamiento rsx,sey
y del modelo de la probabilidad entre Gaussianas, p(sx|yt, e, sey), requiere de un proceso de en-
trenamiento previo independiente para cada entorno básico llevado a cabo con señal estéreo:
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(XTre ,Y
Tr
e ) = {(x

Tr,e
1 ,yTr,e1 ); ...; (xTr,ete

,yTr,ete
); ...; (xTr,eTe

,yTr,eTe
)}, con te ∈ [1, Te]. De esta mane-

ra, a la hora de calcular el vector de desplazamiento se minimiza con respecto a rsx,sey el error
cuadrático medio asociado a cada par de Gaussianas, ξsx,sey , definido del siguiente modo

ξsx,sey =
1

Te

∑

te

p(sx|x
Tr,e
te
, e)p(sey|y

Tr,e
te
, e)Tra[(xTr,ete

−Ψ(yTrt , sx, s
e
y))(x

Tr,e
te
−Ψ(yTr,et , sx, s

e
y))
T ],

(5.24)

rsx,sey = arg min
rsx,sey

(ξsx,sey ) =

∑
te
p(sx|x

Tr,e
te
, e)p(sey|y

Tr,e
te
, e)(yTr,ete

− xTr,ete
)

∑
te
p(sx|x

Tr,e
te
, e)p(sey|y

Tr,e
te
, e)

, (5.25)

donde p(sx|x
Tr,e
te
, e) es la probabilidad a posteriori de la Gaussiana del modelo limpio, sx, dado el

vector de caracteŕısticas limpio del corpus de entrenamiento, xTr,ete
, y el entorno básico, e. Dicha

probabilidad se estima haciendo uso de las expresiones (5.7) y (5.8). El desarrollo teórico para
obtener la expresión (5.25) a partir de 5.24 se encuentra en el Anexo 5.5 en este mismo Caṕıtulo.

p(sx|x
Tr,e
te
, e) =

p(xTr,ete
|sx)p(sx)

∑
sx
p(xTr,ete

|sx)p(sx)
. (5.26)

Por su parte, el modelo de la probabilidad entre Gaussianas, p(sx|yt, e, sey), se simplifica elimi-
nando la dependencia temporal proporcionada por el vector de caracteŕısticas ruidoso, yt, de modo
que el término que finalmente se debe estimar en la fase de entrenamiento previa es p(sx|e, sey),
que se puede obtener mediante frecuencia relativa, solución hard, o bien empleando (5.19), (5.20),
(5.7) y (5.8), decisión soft. Aśı pues, la correspondiente expresión para la decisión hard es

p(sx|e, s
e
y) =

CN (sx|sey)

Nsey
, (5.27)

donde CN (sx|sey) es el número de veces que el par de Gaussianas más probables es sx y s
e
y para

todas las parejas de vectores de caracteŕısticas del corpus de entrenamiento del entorno básico e;
por otra parte Nsey es el número de veces que la Gaussiana más probable del modelo ruidoso es s

e
y

para todos los vectores acústicos degradados del entorno básico e.

La estimación del modelo de la probabilidad entre Gaussianas usando la estimación soft se
calcula del siguiente modo

p(sx|e, s
e
y) =

∑
te
p(xTr,ete

|sx)p(y
Tr,e
te
|sey)p(sx)p(s

e
y)

∑
te

∑
sx
p(xTr,ete

|sx)p(y
Tr,e
te
|sey)p(sx)p(sey)

. (5.28)

Cuando hay suficientes datos para la estimación del modelo de la probabilidad entre Gaus-
sianas, tanto la solución soft como la hard obtienen similares resultados en términos de RAH.
Sin embargo, en algunas ocasiones puede no haber suficientes datos y en ese caso la opción soft
proporciona una solución más consistente. En este trabajo todos los experimentos realizados con
MEMLIN se llevaron a cabo haciendo uso de la opción hard.

A modo de resumen se incluye una representación gráfica del algoritmo MEMLIN (Figura 5.4),
en el que se puede apreciar el radio de acción del correspondiente vector de desplazamiento para
este método, rsx,sy . Nótese igualmente la diferencia entre el espacio de proyección asociado a rsx,sy ,
con mucha menor incertidumbre, y los correspondientes a los distintos vectores de desplazamiento
de las técnicas CMN, RATZ y SPLICE (Figura 5.2). Esto supone la principal ventaja del método
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Figura 5.4: Representación gráfica de la técnica MEMLIN, donde rsx,sey es el vector de desplazamiento asociado
al par de Gaussianas sx y sey .

MEMLIN si se compara con el resto de técnicas. Este hecho queda patente también en la Figura 5.3,
donde el espacio de proyección asociado a cada Gaussiana del modelo limpio (técnica RATZ) o del
modelo ruidoso (método SPLICE) ocupa buena parte del espacio ruidoso o limpio, respectivamente,
mientras que en el algoritmo MEMLIN el espacio de proyección se circunscribe a nivel de Gaussiana.

5.4. Resultados con la base de datos SpeechDat Car en es-
pañol.

La experimentación comparativa de las técnicas de normalización de vectores de caracteŕısti-
cas emṕıricas tratadas en las Secciones 5.2 5.3 se realizó con la base de datos SpeechDat Car en
español, que, como ya se indicó en la Sección 4.1 está dividida, además de por canales, en dos cor-
pora: entrenamiento y reconocimiento, que se distribuyen atendiendo a distintos entornos básicos.
Aśı pues, a la hora de realizar el proceso previo de entrenamiento para obtener los correspondientes
parámetros necesarios para las distintas técnicas de normalización y entornos básicos, esto es, los
vectores de desplazamiento y los modelos de probabilidad cruzada, esto último sólo en el caso del
método MEMLIN, se hará uso del corpus de entrenamiento correspondiente a cada entorno básico.
Por otra parte, y una vez que se ha llevado a cabo la normalización de los vectores acústicos de-
gradados con las correspondientes técnicas, se aplicará el método CMS. Para esta experimentación
se utilizó la parametrización UZ y los modelos acústicos de las unidades fonéticas, pudiéndose, de
este modo, consultar los resultados de referencia correspondientes en la Tabla 4.3. En la Figura 5.5
se incluyen, de un modo gráfico, los tres pasos precisados para llevar a cabo la experimentación.
Aśı, primeramente es necesario, en una fase de entrenamiento previo (“Entrenamiento”), estimar
los diversos parámetros necesarios para las distintas técnicas de normalización, para lo que, tal y
como se ha comentado, se hace uso del corpus de entrenamiento estéreo. El segundo paso consiste
en estimar los correspondientes vectores de caracteŕısticas limpios a partir de los ruidosos (“Nor-
malización”), para, finalmente y en la última fase, decodificar la señal normalizada empleando los
modelos acústicos que representan al espacio limpio.
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Figura 5.5: Esquema general de la experimentación realizada para las distintas técnicas de normalización de
vectores de caracteŕısticas emṕıricas. Se distinguen tres pasos, a saber, la fase previa de entrenamiento de las
distintas técnicas de normalización de los vectores de caracteŕısticas (“Entrenamiento”), para la que se supone
en este caso el uso de señal estéreo. El segundo paso se corresponde con la estimación del vector acústico limpio
(“Normalización”). Finalmente, la última fase consiste en la decodificiación de la señal normalizada haciendo uso
de los modelos acústicos del espacio limpio (“Decodoficación”).

En la Tabla 5.1 se pueden apreciar los mejores resultados para las distintas técnicas de normali-
zación de vectores de caracteŕısticas comparadas. Junto al nombre de la técnica (IRATZ, SPLICE
con selección de modelo de entorno, que se identifica como SPLICE ME, y MEMLIN), se incluye
el número de componentes que conforman las GMMs necesarias para cada algoritmo (se realizó el
siguiente barrido del número de componentes: 8, 16, 32, 64 y 128, cuyos resultados completos se
pueden observar en el Apéndice 5.6 de este mismo Caṕıtulo). Cabe destacar que, de aqúı en ade-
lante, para la técnica MEMLIN, y mientras no se indique lo contrario, el número de Gaussianas
empleadas para modelar el espacio limpio será el mismo que el utilizado para representar cada
entorno básico. Asimismo se incluye igualmente en la Tabla, además del WER medio, MWER, la
mejora media de WER, Mean IMProvement, MIMP, en tanto por ciento, y calculada a partir del
correspondiente MWER del siguiente modo

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK IRATZ 128 3.74 8.83 6.15 7.77 9.06 7.30 8.50 7.27 61.84

CLK SPLICE ME 128 2.96 8.06 6.29 6.14 8.77 7.46 9.18 6.75 65.39

CLK MEMLIN 128 2.30 7.46 4.62 6.39 8.77 5.40 8.16 6.05 70.22

Cuadro 5.1: Mejores resultados con la base de datos SpeechDat Car en español en términos de WER (%)
para los diferentes entornos básicos (E1,..., E7) utilizando las distintas técnicas básicas de normalización de
vectores de caracteŕısticas. Se ha empleado la parametrización UZ y modelos acústicos para las unidades
fonéticas. Dichos modelos acústicos se generan a partir de la señal limpia (CLK en la columna de Entrena-
miento). La columna marcada como “Reconocimiento” hace referencia a la señal empleada para reconocer,
que será la ruidosa normalizada con las técnicas IRATZ, SPLICE con selección de modelo de entorno, que
se identifica como SPLICE ME, o MEMLIN. Junto al nombre de las diferentes técnicas aparece el número
de Gaussianas con que se modelaron los correspondientes espacios. Se incluye igualmente el WER medio,
MWER, aśı como la mejora media, MIMP.
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MIMP =
100(MWER−MWERCLK−HF )

MWERCLK−CLK −MWERCLK−HF
, (5.29)

donde MWERCLK−CLK es el WER medio obtenido en condiciones limpias (1.75% en este caso),
y MWERCLK−HF es el valor de referencia, esto es, el WER medio en condiciones desajustadas
(16.21% para esta experimentación); en ambos casos, tal y como se puede apreciar, se han to-
mado los valores obtenidos tras aplicar el algoritmo CMS, ya que éste se considera actualmente
un estándar de facto para cualquier parametrización. De este modo, y a partir de la expresión
anterior, se puede observar que un 100% de mejora supondŕıa que el MWER conseguido seŕıa el
mismo que el obtenido en condiciones limpias, que en principio es el ĺımite al que se debe aspirar.
Por otra parte, y para completar la comparativa entre los distintos métodos presentados hasta el
momento, se pueden extraer de la Tabla 4.3 los resultados al aplicar únicamente la técnica CMS
(Entrenamiento CLK, Reconocimiento HF). A la luz pues de los valores presentados en las Tablas
5.1 y 4.3 se puede concluir que, teniendo en cuenta únicamente los mejores resultados para las
distintas técnicas, y para todos y cada uno de los entornos, el método IRATZ proporciona mejores
resultados que la técnica CMS; del mismo modo, al aplicar la técnica SPLICE con selección de
modelo de entorno, se logra en media un mejor resultado (MWER de 6.75%) que el obtenido por
el algoritmo IRATZ (MWER de 7.27%); afirmación ésta que se puede repetir si se comparan las
técnicas MEMLIN (MWER de 6.05%) y SPLICE con selección de modelo de entorno.

Por otra parte, y para determinar si se puede afirmar o no que los resultados anteriores son
estad́ısticamente significativos, se recurre a la prueba de hipótesis estad́ıstica z-test. De este modo,
para que dos técnicas presenten comportamientos estad́ısticamente diferentes independientemente
de la base de datos, SpeechDat Car en español en este caso, con un intervalo de confianza del 95%,
el valor del estad́ıstico W , w, debe ser mayor que 1.96. Comparando los métodos IRATZ y MEM-
LIN se puede observar que w = 2,61 > 1,96, por lo que la mejora del algoritmo en este caso śı se
puede considerar independiente de la base de datos con el intervalo de confianza elegido. Por otra
parte, si se comparan los resultados obtenidos por las técnicas SPLICE ME y MEMLIN, se aprecia
que w = 1,53 < 1,96, con lo que no se puede considerar que la diferencia de comportamiento de
las dos técnicas sea estad́ısticamente significativa con un intervalo de confianza del 95%. De todos
modos, a la hora de valorar las conclusiones obtenidas mediante la hipótesis estad́ıstica z-test, hay
que tener en cuenta siempre las limitaciones de la propia prueba, ya comentadas en la Sección 4.2.

En la Figura 5.6 se muestra la mejora media de WER, MIMP, para las distintas técnicas cuando
se realiza un barrido del número de componentes de las GMMs necesarias para cada método (8,
16, 32, 64 y 128). A la hora de comparar los distintos algoritmos, se ha representado el MIMP
con respecto al número de Gaussianas por entorno básico ya que este parámetro da una idea del
coste computacional del proceso de normalización, puesto que la evaluación de las correspondientes
exponenciales supone la mayor cantidad de tiempo en dicho proceso. Recuérdese que el método
IRATZ, a pesar de modelar el espacio limpio, transforma cada Gaussiana de dicho modelo en otra
asociada al espacio ruidoso del entorno básico correspondiente. Se puede apreciar como el algoritmo
SPLICE ME proporciona un mejor comportamiento medio que el método IRATZ para todos los
casos debido a que el modelo de degradación aplicado en esta última técnica para estimar la pro-
babilidad a posteriori de la Gaussiana del modelo limpio dado el vector de caracteŕısticas ruidoso
no deja de ser una aproximación que en muchas ocasiones se aleja de la realidad. Por otra parte, el
método MEMLIN mejora igualmente los resultados medios obtenidos por el algoritmo SPLICE ME
para cualquier número de Gaussianas por entorno básico. De este modo queda patente que el hecho
de que el espacio de proyección asociado a los vectores de desplazamiento del método MEMLIN
posea menos incertidumbre que los correspondientes a las otras técnicas aqúı comparadas, dando
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Figura 5.6: Mejora media del WER, MIMP, para las técnicas Interpolated RATZ (IRATZ), SPLICE con selección
del modelo de entorno (SPLICE MS) y MEMLIN.

lugar por tanto a transformaciones más espećıficas, se manifiesta en una mejora en las tasas de
reconocimiento. Cabe destacar que, aunque el número de vectores de desplazamiento asociados a
cada Gaussiana del espacio ruidoso es mayor en el caso del algoritmo MEMLIN que en el del resto
de técnicas, el coste computacional en la fase de normalización es casi idéntico puesto que en ella
sólo se han de evaluar las Gaussianas asociadas al espacio ruidoso.

Ya para finalizar, las Figuras 5.7.a y 5.7.b presentan los histogramas comparativos y los log-
scattegrams construidos a partir del primer coeficiente MFCC de los vectores de caracteŕısticas
de voz provinientes de las señales limpia y ruidosa (a) y limpia y normalizada (b) para el corpus
de reconocimiento del entorno básico E4. La señal normalizada se obtuvo a partir del algoritmo
MEMLIN con 128 Gaussianas por entorno básico. A pesar de las diferencias, tanto conceptuales
como en cuanto a las tasas de RAH que se han comentado con anterioridad, los log-scattegrams e
histogramas asociados a las técnicas IRATZ y SPLICE ME son visualmente muy similares a los
obtenidos con el método MEMLIN, de ah́ı que no se presenten. Comparada con la Figura 5.7.a.2, la
incertidumbre tras el proceso de normalización (Figura 5.7.b.2) se ha visto sensiblemente reducida,
acercando además el log-scattegram correspondiente hacia la función identidad x = y, que define
la normalización perfecta. Por su parte, en la Figura 5.7.b.1 queda patente como el histograma de
la señal normalizada es muy similar al de la señal limpia salvo por un importante pico que aparece
en torno a -5 y que se debe a la transformación de gran número de vectores de caracteŕısticas
ruidosos hacia el silencio del espacio limpio. Este problema se podŕıa solucionar mediante del uso
de un eficiente VAD, Voice Activity Detector, en el proceso de normalización, tanto en la fase previa
de entrenamiento como en la posterior transformación del vector de caracteŕısticas ruidoso. Para
asegurar esta afirmación se normalizó la señal ruidosa mediante la técnica MEMLIN con 128 Gaus-
sianas por entorno básico donde, en este caso, la estimación de los vectores de desplazamiento y los
modelos de probabilidad de las Gaussianas (proceso de entrenamiento previo) se llevaron a cabo
únicamente con los vectores de caracteŕısticas etiquetados como de voz. La Figura 5.7.c representa
el log-scattegram y el histograma construidos a partir del primer coeficiente MFCC de las tramas
de voz de la señal limpia y normalizada con la técnica MEMLIN bajo las nuevas condiciones de
entrenamiento, pudiéndose observar como el pico en el histograma ha desaparecido.

A pesar del satisfactorio comportamiento en MWER de la técnica MEMLIN, cuyos valores
son menores que los obtenidos con los algoritmos CMS, IRATZ y SPLICE ME, se puede decir, a
modo de conclusión, que, si se analiza dicho método en profundidad, se observan principalmente
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Figura 5.7: Log-scattegrams e histogramas realizados entre el primer coeficiente MFCC de las tramas de voz de la
señal limpia (eje de abscisas) y la señal ruidosa (a) (eje de ordenadas), o normalizada usando la técnica MEMLIN
con 128 Gaussianas por entorno básico (b) (eje de ordenadas). En la figura (c) se representa el log-scattegram y
el histograma obtenidos a partir de la señal normalizada con la técnica MEMLIN con 128 Gaussianas por entorno
básico modificando previamente la fase de entrenamiento, que en este caso se llevó a cabo únicamente con tramas
de voz. Todas las representaciones se realizaron a partir del corpus de reconocimiento del entorno básico E4 de la
base de datos SpeechDat Car en español. La ĺınea en los log-scattegrams representa la función x = y.

dos aproximaciones que pueden afectar en gran medida al comportamiento final de la técnica:
por una parte la elección del modelo de x (x ≈ Ψ(yt, sx, sey) = yt − rsx,sey ), que presupone
una transformación lineal del vector de caracteŕısticas ruidoso con pendiente unidad, esto es, se
asume que el efecto del entorno acústico asociado a cada par de Gaussianas se puede compensar
únicamente con un vector de desplazamiento. La segunda aproximación consiste en presuponer que
el modelo de la probabilidad entre Gaussianas es independiente del vector de caracteŕısticas ruidoso
(p(sx|yt, e, sey) ≈ p(sx|e, s

e
y)), lo que hace que la probabilidad de una determinada Gaussiana del

modelo GMM limpio dada otra del modelo GMM ruidoso del entorno básico correspondiente sea
en todo momento la misma, independientemente del vector acústico, lo que no deja de ser algo
irreal. La primera limitación se estudiará de un modo directo en el Caṕıtulo 6, mientras que en el
Caṕıtulo 8 se analizará cómo compensar ciertos efectos, como las rotaciones [Molau, 2003], que el
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entorno acústico puede producir y que, para su normalización, es necesario definir un modelo de
x que considere que los coeficientes de los vectores de caracteŕısticas no son independientes, hecho
éste no tratado hasta el momento en este trabajo. Por último, y para proporcionar un modelo de
la probabilidad entre Gaussianas más realista, se propondrá en el Caṕıtulo 7 una solución basada
en GMMs.

5.5. Anexo A.

Dado que la técnica MEMLIN es, de los cuatro algoritmos de normalización de vectores de
caracteŕısticas emṕıricos tratados en este Caṕıtulo, el más complejo, en este Anexo se incluirá úni-
camente el desarrollo teórico necesario para estimar el correspondiente vector de desplazamiento,
rsx,sey , a partir de la minimización del error cuadrático medio asociado a cada par de Gaussianas,
ξsx,sey . La generalización de este desarrollo teórico para los algoritmos CMN, RATZ o SPLICE es
directamente una simplificación del propuesto en este Anexo.

Sea pues un corpus de entrenamiento estéreo para el entorno básico e (Xe,Ye) = {(xe1,y
e
1); ...; (x

e
te
,yete); ...; (x

e
Te
,yeTe)},

con te ∈ [1, Te]; nótese que, por simplificar la notación se ha eliminado el ı́ndice Tr para indicar
que se trata del corpus de entrenamiento, tal y como śı estaba recogido en la Sección 5.3. De este
modo, el error cuadrático medio asociado a cada par de Gaussianas para la técnica MEMLIN,
ξsx,sey , se define como

ξsx,sey =
1

Te

∑

te

p(sx|x
e
te
, e)p(sey|y

e
te
, e)Tra[(xete −Ψ(y

e
te
, sx, s

e
y))(x

e
te
−Ψ(yete , sx, s

e
y))
T ], (A.1)

donde Ψ(yt, sx, s
e
y) = yt− rsx,sey . Teniendo en cuenta esto último, aśı como ciertas propiedades del

cálculo matricial, se puede observar, antes de llevar a cabo la minimización de ξsx,sey , que

(xete −Ψ(y
e
te
, sx, s

e
y))(x

e
te
−Ψ(yete , sx, s

e
y))
T = xete(rsx,sey )

T − xete(y
e
te
)T + xete(y

e
te
)T

−yete(rsx,sey )
T + yete(y

e
te
)T − yete(x

e
te
)T

+rTsx,sey (rsx,sey )
T − rsx,sey (y

e
te
)T + rsx,sey (x

e
te
)T . (A.2)

A la hora de estimar el vector de desplazamiento rsx,sey se procede a la minimización de la
expresión (A.1) con respecto a rsx,sey haciendo uso de (A.2). Para ello es necesario

0 =
δξsx,sey
δrsx,sey

=
1

Te

∑

te

p(sx|x
e
te
, e)p(sey|y

e
te
, e)

δ

δrsx,sey
[Tra[xete(rsx,sey )

T − xete(y
e
te
)T + xete(y

e
te
)T

−yete(rsx,sey )
T + yete(y

e
te
)T − yete(x

e
te
)T

+rTsx,sey (rsx,sey )
T − rsx,sey (y

e
te
)T + rsx,sey (x

e
te
)T ]]. (A.3)

O, lo que es lo mismo

0 =
1

Te

∑

te

p(sx|x
e
te
, e)p(sey|y

e
te
, e)(xete − y

e
te
+ 2rsx,sey + x

e
te
− yete). (A.4)
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Finalmente, se obtiene la expresión óptima para rsx,sey despejando convenientemente

rsx,sey =

∑
te
p(sx|xete , e)p(s

e
y|y
e
te
, e)(yete − x

e
te
)

∑
te
p(sx|xete , e)p(s

e
y|y
e
te
, e)

. (A.5)

5.6. Anexo B.
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6

Mejoras de modelado para la técni-
ca MEMLIN.

Tal y como se ha adelantado en el Caṕıtulo 5, uno de los puntos sobre el que se puede ac-
tuar para mejorar el comportamiento de la técnica MEMLIN es la elección del modelo de x
(x ≈ Ψ(yt, sx, sey) = yt − rsx,sey ), que presupone para este método, tal y como se puede apre-
ciar, una transformación lineal del vector de caracteŕısticas ruidoso compuesta por un término
de pendiente unidad y un vector de desplazamiento, rsx,sey . Este tipo de transformaciones com-
pensa las modificaciones que el entorno acústico pudiera generar en la media de los vectores de
caracteŕısticas asociados a cada par de Gaussianas, sx y s

e
y, pero no aśı las alteraciones de la

correspondiente varianza. Asimismo, tal y como se han modelado los espacios ruidoso y limpio,
y teniendo en cuenta la definición de los vectores de desplazamiento, todos los sonidos se tratan
de la misma manera, de modo que siempre se dispone de un vector de desplazamiento capaz de
proyectar desde cualquier Gaussiana del modelo del espacio ruidoso hacia todas y cada una de las
del modelo del espacio limpio. Esto puede producir, si las tramas de silencio quedan representadas
con un número elevado de Gaussians, que muchos vectores de caracteŕısticas ruidosos que que se
corresponden con segmentos de voz acaben siendo transformados al silencio del espacio limpio,
efecto este que ya se apreció en la Sección 5.4.

Para compensar las limitaciones mostradas por el modelado de x considerado en la técnica
MEMLIN, se propone, por un lado modificar Ψ(yt, sx, s

e
y), dando lugar a un nuevo modelo de

transformación más complejo y real, y por el otro lado definir transformaciones dependientes de
los sonidos, lo que reducirá sensiblemente el espacio de proyección para cada una de las Gaussianas
de los modelos con que se representan los diferentes entornos básicos.

Considerar un patrón más realista de Ψ(yt, sx, s
e
y) pretende compensar las alteraciones que

el entorno acústico produce, no sólo en la media, sino también en la varianza de los vectores de
caracteŕısticas asociados a cada par de Gaussianas, sx y s

e
y. Por ello se propone, tanto incluir un

término de pendiente que pudiera ser distinto de la unidad, lo que da lugar a la técnica P-MEMLIN,
Polynomial Multi-Environment Model-based LInear Normalization [Buera et al., 2005b], como ha-
cer uso de una transformación no lineal para cada par de Gaussianas, lo que generaŕıa el método
MEMHIN, Multi-Environment Model-based HIstogram Normalization [Buera et al., 2004b].

Por otra parte, la segunda alternativa propuesta para mejorar el modelo de x consiste en hacer
uso de transformaciones dependientes de los sonidos, de tal manera que únicamente se definan
éstas entre Gaussianas de los modelos limpio y ruidoso asociadas a un mismo fonema, acotando de
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este modo el rango de acción de las propias transformaciones. Para eso es necesario dividir ambos
espacios, limpio y ruidoso, en fonemas, representando cada uno de ellos mediante una GMM. A esta
nueva técnica se la denomina PD-MEMLIN, Phoneme Dependent Multi-Environment Model-based
LIneal Normalization [Buera et al., 2005c] y pretende además, como se podrá a preciar, acercar el
efecto de las transformaciones al dominio de los modelos acústicos.

En este Caṕıtulo se presenta primeramente el algoritmo P-MEMLIN haciendo uso de la misma
base teórica empleada para explicar las distintas técnicas expuestas en el Caṕıtulo 5 (Sección 6.1).
A continuación (Sección 6.2) se plantea el desarrollo teórico de la técnica MEMHIN, cerrando de
esta manera la primera ĺınea de actuación propuesta para modificar el modelo de x. El método PD-
MEMLIN se analiza convenientemente en la Sección 6.3, donde se podrá observar que, en el fondo,
constituye una generalización de la técnica MEMLIN. Hasta el momento todas las técnicas de nor-
malización de vectores de caracteŕısticas presentadas precisan, en su fase de entrenamiento previa,
señal estéreo. Para evitar esta limitación, en la Sección 6.4 se presenta una fase de entrenamiento
para el algoritmo PD-MEMLIN en la que no es necesario señal estéreo. Los resultados de RAH
obtenidos tras la aplicación de los distintos métodos de normalización propuestos en este Caṕıtulo
con la base de datos SpeechDat Car en español, se incluyen en la Sección 6.5. En ella queda patente
el buen comportamiento del algoritmo PD-MEMLIN, no sólo con respecto a los métodos emṕıricos
basados en el criterio MMSE más utilizados en la actualidad (CMN, RATZ y SPLICE), sino tam-
bién si se compara con la técnica MEMLIN. Por su parte, los métodos P-MEMLIN y MEMHIN
no proporcionan importantes mejoras con respecto al algoritmo MEMLIN en la experimentación
con la base de datos SpeechDat Car en español realizada, aunque su comportamientos ante ruido
aditivo śı es considerablemente más satisfactorio.

6.1. Técnica Polynomial MEMLIN, P-MEMLIN.

La utilización de un modelado de x más complejo que el tratado hasta el momento, introdu-
ciendo un término de pendiente distinto de la unidad para compensar la varianza de los vectores
de caracteŕısticas, ya se ha utilizado anteriormente para proporcionar robustez a los sistemas de
RAH. Aśı, por ejemplo, incluir esta modificación en la técnica CMN se puede ver como apli-
car conjuntamente dicho método con normalización cepstral de varianza, CVN, Cepstral Variance
Normalization [Viikki and Laurila, 1998]. Por su parte, la técnica SPLICE posee igualmente una
extensión en la que se introduce un término de pendiente en el modelado de x [Droppo et al., 2005].
En ambos casos las mejoras, aunque no sobresalientes, śı aportan algo más de robustez al sistema
final, sobre todo ante ruido aditivo, tal y como se podŕıa esperar tras el estudio de los efectos
que el ruido introduce en los vectores de caracteŕısticas (Sección 5.1). A continuación se trata la
correspondiente extensión del algoritmo MEMLIN en la que se considera un modelado de x com-
puesto por un polinomio de orden uno del vector de caracteŕısticas ruidoso, permitiéndose que el
término de pendiente sea distinto de la unidad. A dicha técnica se la denomina Polynomial Multi-
Environment Model-based LInear Normalization, P-MEMLIN, [Buera et al., 2005b].

Tal y como se ha adelantado, la principal diferencia de la técnica P-MEMLIN, con respecto
al algoritmo MEMLIN reside en el modelado de x, que en este caso se asume que es lineal con
respecto al vector de caracteŕısticas ruidoso, pero posibilitando que el término de la pendiente sea
distinto de la unidad. Lo que se pretende con ello es modificar la pdf de la señal ruidosa asociada
a cada par de Gaussianas, sx y s

e
y, acercándola no sólo en media, como es el caso de la técnica

MEMLIN, sino también en términos de varianza a la correspondiente pdf de la señal limpia. De
este modo, la nueva expresión propuesta para Ψ(yt, sx, s

e
y) para el método P-MEMLIN será
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x ≈ Ψ(yt, sx, s
e
y) = Asx,seyyt − bsx,sey , (6.1)

donde Asx,sey y bsx,sye son la matriz diagonal asociada al término de pendiente y el vector que
representa el término independiente del nuevo modelo de x, respectivamente, siendo ambos función
de los distintos pares de Gaussianas de los modelos limpio y ruidoso, sx y s

e
y, respectivamente.

Nótese que en la definición de Asx,sey se encuentra impĺıcita la consideración de que los distintos
coeficientes de los vectores de caractéısticas son independientes, hecho este no del todo cierto a
pesar de la DCT, Discrete Cosine Transform, empleada en las dos parametrizaciones considera-
das en este trabajo (parametrización UZ y parametrización estándar ETSI). Una vez asumida la
expresión (6.1), las otras dos aproximaciones sobre el modelado de los espacios limpio y ruidoso
consideradas para la técnica MEMLIN y expuestas en la Sección 5.3 siguen siendo igualmente
válidas (expresiones (5.19), (5.20), (5.7) y (5.8)). A partir de todo lo anterior, y haciendo uso de
las tres suposiciones en las que se basa la técnica P-MEMLIN, la expresión (5.3) se transforma en
este caso en

x̂t =

∫

X

∑

e

∑

sey

∑

sx

Ψ(yt, sx, s
e
y)p(x, sx, e, s

e
y|yt)dx

=
∑

e

∑

sey

∑

sx

(Asx,seyyt − bsx,sey )p(e|yt)p(s
e
y|yt, e)p(sx|yt, e, s

e
y), (6.2)

El cómputo de la probabilidad a posteriori del entorno básico, p(e|yt), la probabilidad a poste-
riori de la Gaussiana del modelo ruidoso dado el vector de caracteŕısticas degradado y el entorno
básico, p(sey|yt, e), y el modelo de la probabilidad entre Gaussianas p(sx|yt, e, s

e
y), se pueden ob-

tener del mismo modo que para el método MEMLIN empleando las expresiones (5.22), (5.23) y
(5.27) o (5.28), según la decisión seleccionada para el modelo de probabilidad entre Gaussianas,
hard o soft, respectivamente. Por su parte, los parámetros que definen el nuevo modelado de x,
esto es Asx,sey y bsx,sey , se estiman mediante señal estéreo para cada entorno básico en un proce-

so de entrenamiento previo, (XTre ,Y
Tr
e ) = {(x

Tr,e
1 ,yTr,e1 ); ...; (xTr,ete

,yTr,ete
); ...; (xTr,eTe

,yTr,eTe
)}, con

te ∈ [1, Te]. Dado que, tal y como se ha comentado, el objetivo último de la técnica P-MEMLIN
es modificar la pdf de la señal ruidosa asociada a cada par de Gaussianas, sx y s

e
y, acercándola a

la correspondiente pdf de la señal limpia, el criterio que se seguirá en esta ocasión para estimar
Asx,sey y bsx,sey consiste en que tanto la media como la desviación t́ıpica de las pdfs asociadas a
sx y s

e
y de la señal limpia y de la obtenida mediante el modelo de x coincidan. Cabe destacar que

dicho criterio coincide con el MMSE cuando el modelo lineal de x consta únicamente de un vector
de desplazamiento, caso de la técnica MEMLIN, por ejemplo. Con todo esto, se puede observar
que las correspondientes expresiones óptimas para las variables Asx,sey y bsx,sey para el algoritmo
P-MEMLIN son

Asx,sey =
√
Σxsx,sey (

√
Σysx,sey )

−1, (6.3)

bsx,sey =
√
Σxsx,sey (

√
Σysx,sey )

−1μysx,sey − μ
x
sx,sey
, (6.4)

donde el operador
√
• realiza la ráız cuadrada elemento a elemento de la matriz •; por su parte,

Σxsx,sey y Σ
y
sx,sey

son las matrices diagonales de las covarianzas de los vectores de caracteŕısticas

limpios y ruidosos, respectivamente, asociados al par de Gaussianas sx y s
e
y. Asimismo, μ

x
sx,sey

y μysx,sey son las medias de los vectores de caracteŕısticas limpios y ruidosos, respectivamente,
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asociados igualmente al par de Gaussianas sx y s
e
y. Estas cuatro últimas variables se calculan

matemáticamente del siguiente modo, donde z puede ser x o y

μzsx,sey =

∑
te
p(sx|xte)p(s

e
y|yte)zte∑

te
p(sx|xte)p(sey|yte)

, (6.5)

Σzsx,sey = diag[

∑
te
p(sx|xte)p(s

e
y|yte)(zte − μ

z
sx,sey
)(zte − μ

z
sx,sey
)T

∑
te
p(sx|xte)p(sey|yte)

], (6.6)

donde el operador diag[•] hace nulos todos los elementos de la matriz • distintos de la diagonal.
Cabe destacar que el desarrollo teórico completo para obtener las expresiones de Asx,sey y bsx,sey
se puede consultar en el Anexo 5.6 de este mismo Caṕıtulo. Nótese asimismo que, si se asume que
el entorno acústico no modifica la varianza de los vectores de caracteŕısticas limpios asociados a
cada par de Gaussianas sx y s

e
y, esto es, que los términos de desviación estándar son idénticos para

todos los coeficientes y pares de Gaussianas (
√
Σxsx,sey =

√
Σysx,sey∀sx, s

e
y), las matrices Asx,sey se

correspondeŕıan con la identidad y las expresiones para el vector bsx,sey coincidiŕıan con las del
vector de desplazamiento del algoritmo MEMLIN, rsx,sey , de modo que, en dicho caso, las técnicas
P-MEMLIN y MEMLIN proporcionaŕıan exactamente los mismos resultados.

6.2. TécnicaMulti-Environment Model-based HIstogram Nor-
malization, MEMHIN.

A pesar de que la técnica P-MEMLIN, al emplear como transformación de x un polinomio de or-
den uno en el que el término independiente puede ser distinto de la unidad, ya asume que el entorno
acústico puede modificar tanto la media como la varianza de las pdfs de los vectores de caracteŕısti-
cas limpios asociados a cada par de Gaussianas, sx y s

e
y, en algunas ocasiones puede ser necesario

considerar un modelo de transformación más completo que pueda compensar órdenes estad́ısticos
mayores, igualando aśı en última instancia las formas de las pdfs de los vectores de caracteŕısticas
limpios y normalizados para cada par de Gaussianas, sx y s

e
y. Con esta intención surge la técnica

MEMHIN, Multi-Environment Model-based HIstogram Normalization, [Buera et al., 2004b] en la
que se propone una nueva transformación de x que, manteniendo la dependencia con cada par de
Gaussianas, esté basada en ecualización de histograma, histogram equalization.

La ecualización de histograma, tomando como patrón métodos inicialmente utilizados en realce
de imagen [González and Wintz, 1987] y tal y como se ha adelantado en el Caṕıtulo 3, ya se ha
aplicado con anterioridad en sistemas de RAH para proporcionar robustez. De este modo, consi-
dera una función de transformación no lineal monótona creciente para normalizar los vectores de
caracteŕısticas, suponiendo además que los coeficientes de los mismos son independientes. Dicha
transformación tiene como objetivo que la pdf de las tramas normalizadas se aproxime a una consi-
derada de referencia [Molau, 2003] [de la Torre et al., 2005]. A diferencia de esta realización básica
de la técnica de ecualización de histograma, el método MEMHIN introduce una ecualización de
histograma independiente para cada par de Gaussianas, sx y s

e
y, aunque se siguen manteniendo,

eso śı, las dos grandes aproximaciones ya comentadas: considerar que el efecto del entorno acústico
se puede modelar mediante una función no lineal monótona creciente, lo que, debido a la incerti-
dumbre que introduce el entorno acústico, no se ajusta con exactitud a la realidad, tal y como se
puede apreciar en la Figura 5.1; y la segunda aproximación es considerar que los coeficientes de
los vectores de caracteŕısticas son independientes, cosa tampoco del todo cierta a pesar de la DCT
incluida en las distintas parametrizaciones consideradas en este trabajo.
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Aśı, el elemento diferenciador de la técnica MEMHIN con respecto al algoritmo MEMLIN
reside en el nuevo modelo propuesto para x, de manera que en esta ocasión se deberá aprender
una transformación no lineal asociada a cada par de Gaussianas, sx y s

e
y, que transforme la pdf

de los vectores de caracteŕısticas ruidosos asociados a dicho par de Gaussianas, acercándola a la
pdf de las tramas limpias correspondiente igualmente a sx y s

e
y. De este modo, el nuevo modelo de

transformación para MEMHIN que cumple el criterio anteriormente comentado será

Ψ(yt, sx, s
e
y) = C

−1
x,sx,sey

(Cy,sx,sey (yt)), (6.7)

donde Cx,sx,sey es el histograma acumulativo del vector de caracteŕısticas limpio asociado al par

de Gaussianas sx y s
e
y, C

−1
x,sx,sey

es la correspondiente función rećıproca y Cy,sx,sey es el histogra-

ma acumulativo del vector de caracteŕısticas ruidoso asociado a sx y s
e
y. Por otra parte, las dos

aproximaciones para el modelado de los espacios limpio y ruidosos consideradas para las técnicas
MEMLIN y P-MEMLIN y expuestas en la Sección 5.3 siguen siendo válidas (expresiones (5.19),
(5.20), (5.7) y (5.8)). A partir de todo lo anterior, y haciendo uso de las tres suposiciones en las
que se basa la técnica MEMHIN, la expresión (5.3) se transforma en este caso en

x̂t =

∫

X

∑

e

∑

sey

∑

sx

Ψ(yt, sx, s
e
y)p(x, sx, e, s

e
y|yt)dx

=
∑

e

∑

sey

∑

sx

(C−1x,sx,sey (Cy,sx,sey (yt)))p(e|yt)p(s
e
y|yt, e)p(sx|yt, e, s

e
y), (6.8)

La probabilidad a posteriori del entorno básico, p(e|yt), la probabilidad a posteriori de la
Gaussiana del modelo ruidoso dado el vector de caracteŕısticas degradado y el entorno básico,
p(sey|yt, e), y el modelo de la probabilidad entre Gaussianas p(sx|yt, e, s

e
y), se pueden obtener

del mismo modo que para el método MEMLIN haciendo uso de las expresiones (5.22), (5.23) y
(5.27), o (5.28), según si se emplea la decisión hard o soft para el modelado de la probabilidad
entre Gaussianas, respectivamente. Por otra parte, Cx,sx,sey y Cy,sx,sey se estiman haciendo uso

de señal estéreo para cada entorno básico en un proceso de entrenamiento previo, (XTre ,Y
Tr
e ) =

{(xTr,e1 ,yTr,e1 ); ...; (xTr,ete
,yTr,ete

); ...; (xTr,eTe
,yTr,eTe

)}, con te ∈ [1, Te]. Dado que se considera que no
hay dependencia alguna entre las componentes de los vectores de caracteŕısticas, la estimación de
las funciones Cx,sx,sey y Cy,sx,sey se puede realizar coeficiente a coeficiente. Para ello se calculan
primeramente los histogramas de n bandas de cada componente de los vectores de caracteŕısticas
de entrenamiento limpios y ruidosos asociados a sx y s

e
y, lo que se realiza ponderando cada uno de

ellos por el producto de las probabilidades a posteriori p(sx|x
Tr,e
te
, e) (5.26) y p(sey|y

Tr,e
te
, e) (5.23).

Una vez obtenidos los histogramas, Cx,sx,sey y Cy,sx,sey se calculan mediante la suma acumulada
de las distintas bandas de los correspondientes histogramas. El número de bandas, n, determina la
flexibilidad de la transformación, siendo necesario un valor lo suficientemente elevado como para
poder corregir las no linealidades que el entorno acústico introduce, pero teniendo en cuenta que
un incremento excesivo en el número de bandas repercute sensiblemente en el coste computacional.

6.3. Técnica Phoneme Dependent MEMLIN, PD-MEMLIN.

Ya se ha podido apreciar anteriormente en el Caṕıtulo 5 que el hecho de que los espacios limpio
y ruidosos se modelen mediante GMMs, unido a que se definan vectores de desplazamiento para
todos los pares posibles de Gaussianas, sx y s

e
y, puede producir que, por ejemplo, innumerables

vectores de caracteŕısticas de voz ruidosos se proyecten hacia el silencio del espacio limpio, espe-
cialmente si éste queda modelado con un número elevado de Gaussianas. Aśı sucede en las técnicas
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MEMLIN, P-MEMLIN y MEMHIN y para solventarlo, obteneniendo una serie de transformaciones
más espećıficas a la vez que se trata de reducir el desajuste entre los vectores de caracteŕısticas
normalizados y los modelos acústicos que se van a emplear en decodificación, se propone entrenar
transformaciones de forma independiente para cada fonema. Con este objetivo nace la técnica PD-
MEMLIN, Phoneme-Dependent Multi-Environment Model-based LInear Normalization.

El uso de técnicas de normalización emṕıricas dependientes del fonema no es del todo novedoso,
ya que anteriormente se han empleado algoritmos como Phone-Dependent Cepstral Normalization,
PDCN, [Liu et al., 1994] cuya filosof́ıa es similar a la planteada en el método de normalización
igualmente emṕırico denominado Fixed Codeword-Dependent Cepstral Normalization, FCDCN,
[Acero and Stern, 1990] y cuyas transformaciones dependen de una serie de codebooks entrenados
para distintos fonemas y SNRs. Asimismo, cabe destacar que la técnica PDCN, que en concepto
también es similar al trabajo presentado en [Beattie, 1992], necesita, a la hora de normalizar los
distintos vectores de caracteŕısticas ruidosos, una hipótesis del fonema al que pertenece cada uno
de ellos; estimación esta que se lleva a cabo tras un reconocimiento previo realizado mediante el
correspondiente sistema de RAH.

La técnica PD-MEMLIN, por su parte, considera alguna de las premisas ya presentadas para
el algoritmo MEMLIN, considerando nuevamente tres aproximaciones, a saber

El espacio ruidoso se divide en una serie de entornos básicos, e, cada uno de los cuales se
encuentra compuesto por un conjunto de fonemas, ph. Con esto, los vectores de caracteŕısticas
ruidosos asociados a cada fonema y entorno básico se modelan mediante una GMM

pe,ph(yt) =
∑

se,phy

p(yt|s
e,ph
y )p(se,phy ), (6.9)

p(yt|s
e,ph
y ) = N (yt;μse,phy

,Σ
se,phy
), (6.10)

donde se,phy se corresponde con la Gaussiana asociada al fonema ph y el entorno básico e,

mientras que μ
se,phy
, Σ
se,phy
, y p(se,phy ) son el vector de media, la matriz de covarianza diagonal

y la probabilidad a priori asociados a se,phy .

Asimismo, los vectores de caracteŕısticas pertenecientes al espacio limpio y asociadas a cada
fonema se modelan iguamente mediante una GMM

pph(x) =
∑

sphx

p(x|sphx )p(s
ph
x ), (6.11)

p(x|sphx ) = N (x;μsphx ,Σsphx ), (6.12)

donde sphx hace referencia a la Gaussiana correspondiente al modelo del espacio limpio del
fonema ph, y μ

sphx
, Σ

sphx
, y p(sphx ) son el vector de media, la matriz de covarianza diagonal y

la probabilidad a priori asociados a sphx .

Finalmente, el vector de caracteŕısticas limpio se puede aproximar mediante una función lineal
del ruidoso, siendo además ésta dependiente del entorno básico y de las Gaussianas asociadas a
los distintos fonemas tanto para el espacio limpio como para el degradado. Esto, de un modo
matemático, puede expresarse del siguiente modo: x ≈ Ψ(yt, sphx , s

e,ph
y ) = yt − rsphx ,se,phy

,

donde r
sphx ,s

e,ph
y
es el vector de desplazamiento entre las tramas limpias y ruidosas asociado

a cada par de Gaussianas del mismo fonema, sphx y s
e,ph
y .
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A partir de las tres aproximaciones anteriores, la expresión (5.3) se transforma para la técnica
PD-MEMLIN de la siguiente manera

x̂t =

∫

X

∑

e

∑

ph

∑

se,phy

∑

sphx

Ψ(yt, s
ph
x , s

e,ph
y )p(x, sphx , e, s

e,ph
y , ph|yt)dx

= yt −
∑

e

∑

ph

∑

se,phy

∑

sphx

r
sphx ,s

e,ph
y
p(e|yt)p(ph|yt, e)p(s

e,ph
y |yt, e, ph)p(s

ph
x |yt, e, ph, s

e
y), (6.13)

donde p(e|yt) es la probabilidad a posteriori del entorno básico; p(ph|yt, e) es la probabilidad
a posteriori del fonema ph, dado el vector de caracteŕısticas ruidoso yt y el entorno básico e;
p(se,phy |yt, e, ph) es la probabilidad a posteriori de la Gaussiana dependiente del fonema del mo-
delo degradado se,phy , dado el vector de caracteŕısticas ruidoso yt, el entorno básico e y el fonema

ph. Finalmente, p(sphx |yt, e, ph, s
e,ph
y ) es el modelo de probabilidad entre Gaussianas, esto es, la

probabilidad a posteriori de la Gaussiana del modelo limpio asociada al fonema ph, sphx , dado el
vector de caracteŕısticas degradado, el entorno básico e, el fonema ph y la Gaussiana del modelo
del espacio ruidoso se,phy . Este último término, unido al vector de desplazamiento, r

sphx ,s
e,ph
y
, se

estiman haciendo uso de señal estéreo en un proceso de entrenamiento previo, mientras que el
resto de términos presentados se obtienen durante el proceso de normalización haciendo uso de las
expresiones (6.9) y (6.10).

La probabilidad a posteriori del entorno básico, p(e|yt), se calcula, de la misma manera que en
el método MEMLIN, iterativamente aplicando en este caso las expresiones (6.9) y (6.10)

p(e|yt) = β ∙ p(e|yt−1) + (1− β)

∑
ph pe,ph(yt)∑

e

∑
ph pe,ph(yt)

, (6.14)

donde se recuerda que β es la constante de memoria y que durante este trabajo se mantendrá fija,
adquiriendo el valor de 0.98. Por otra parte, p(e|y0) se considera uniforme para todos los entornos
básicos.

La probabilidad a posteriori del fonema ph, dado el vector de caracteŕısticas ruidoso, yt, y el
entorno básico e, esto es p(ph|yt, e), se puede estimar haciendo uso de las expresiones (6.9) y (6.10)

p(ph|yt, e) =
pe,ph(yt)∑
ph pe,ph(yt)

. (6.15)

Ya para acabar con los términos que se han de obtener en la fase de normalización, la proba-
bilidad a posteriori de la Gaussiana dependiente del fonema ph del modelo degradado asociado al
entorno básico e, se,phy , dado el vector de caracteŕısticas ruidoso yt, el entorno básico e y el fonema

ph, esto es p(se,phy |yt, e, ph), se calcula empleando (6.9) y (6.10) del siguiente modo

p(se,phy |yt, e, ph) =
p(yt|se,phy )p(se,phy )

∑
se,phy
p(yt|s

e,ph
y )p(se,phy )

. (6.16)

Tal y como se ha comentado anteriormente, hay dos variables que se deben estimar en el proceso
de entrenamiento previo con un corpus de señal estéreo, el vector de desplazamiento y el modelo de
probabilidad entre Gaussianas. En este caso el corpus de entrenamiento será independiente para ca-
da entorno básico y fonema: (XTre,ph,Y

Tr
e,ph) = {(x

Tr,e,ph
1 ,yTr,e,ph1 ); ...; (xTr,e,phte,ph

,yTr,e,phte,ph
); ...; (xTr,e,phTe,ph

,yTr,e,phTe,ph
)},

con te,ph ∈ [1, Te,ph]. Cabe destacar que la asignación de cada par de vectores de caracteŕısticas
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de un determinado entorno básico, e, a un fonema concreto, ph, se realiza a partir de un proceso
de segmentación forzada en términos de fonemas sobre la señal limpia mediante el algoritmo de
Viterbi. Aśı pues, a la hora de estimar el vector de desplazamiento r

sphx ,s
e,ph
y
, se sigue un proceso

similar al realizado para la técnica MEMLIN, obteniendo aquella expresión que minimiza el error
cuadrático medio dependiente del par de Gaussianas sphx y s

e,ph
y , y que se define como ξ

s
ph
x ,s

e,ph
y
del

siguiente modo

ξ
sphx ,s

e,ph
y
=
1

Te,ph

∑

te,ph

p(sphx |x
Tr,e,ph
te,ph

, e, ph)p(se,phy |yTr,e,phte,ph
, e, ph)

Tra[(xe,phte,ph −Ψ(yt, s
ph
x , s

e,ph
y ))(xTr,e,phte,ph

−Ψ(yt, s
ph
x , s

Tr,e,ph
y ))T ], (6.17)

r
sphx ,s

e,ph
y
= arg min
r
s
ph
x ,s

e,ph
y

(ξ
sphx ,s

e,ph
y
) =

∑
te,ph
p(sphx |x

Tr,e,ph
te,ph

, e, ph)p(se,phy |yTr,e,phte,ph
, e, ph)(yTr,e,phte,ph

− xTr,e,phte,ph
)

∑
te,ph
p(sphx |x

Tr,e,ph
te,ph

, e, ph)p(se,phy |yTr,e,phte,ph
, e, ph)

,

(6.18)

donde p(sphx |x
Tr,e,ph
te,ph

, e, ph) es la probabilidad a posteriori de la Gaussiana dependiente del fonema

ph del modelo limpio, sphx , dado el vector de caracteŕısticas limpio de corpus de entrenamiento

xTr,e,phte,ph
, el entorno básico e y el fonema ph. Dicho término se puede calcular a partir de las

expresiones (6.11) y (6.12) como (6.19). Por otra parte, el desarrollo teórico completo para obtener
(6.18) a partir de (6.17), que no deja de ser una extensión directa del presentado en el Anexo 5.5
para la técnica MEMLIN, se puede consultar en el Anexo 6.6 de este mismo Caṕıtulo.

p(sphx |x
Tr,e,ph
te,ph

, e, ph) =
p(xTr,e,phte,ph

|sphx )p(s
ph
x )

∑
sphx
p(xTr,e,phte,ph

|sphx )p(s
ph
x )
. (6.19)

El modelo de probabilidad entre Gaussianas, del mismo modo que ya se comentó para la técnica
MEMLIN, se puede simplificar eliminando la dependencia con respecto al vector de caracteŕısticas
ruidoso. Teniendo en cuenta esta aproximación, p(sphx |yt, e, s

e,ph
y , ph) ' p(sphx |e, s

e,ph
y , ph), y al igual

que para el método MEMLIN, el modelo de probabilidad entre Gaussianas se puede estimar de
dos maneras: mediante frecuencia relativa, solución hard, cuya expresión es

p(sphx |yt, e, s
e,ph
y , ph) ' p(sphx |s

e,ph
y , e, ph) =

CN (s
ph
x |s

e,ph
y )

N
se,phy

, (6.20)

donde CN (s
ph
x |s

e,ph
y ) es el número de veces que el par de Gaussianas más probable para el corpus

estéreo de entrenamiento es sphx y s
e,ph
y para el entorno básico e y el fonema ph. A su vez, N

se,phy

es el número de veces que la Gaussiana más probable para los vectores de caracteŕısticas ruidosos
del corpus estéreo de entrenamiento asociado al entorno básico e y el fonema ph es se,phy .

La segunda opción posible para estimar el modelo de probabilidad entre Gaussianas, solución
soft, precisa de las expresiones (6.9), (6.10), (6.11) y (6.12) y se calcula de la siguiente manera

p(sphx |yt, e, ph, s
e,ph
y ) ' p(sphx |s

e,ph
y , e) =

∑
te,ph
p(xTr,e,phte,ph

|sphx )p(y
Tr,e,ph
te,ph

|se,phy )p(sphx )p(s
e,ph
y )

∑
te,ph

∑
sphx
p(xTr,e,phte,ph

|sphx )p(y
Tr,e,ph
te,ph

|se,phy )p(sphx )p(s
e,ph
y )

.

(6.21)
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A la hora de estimar el modelo de probabilidad entre Gaussianas, es posible que no haya sufi-
cientes datos en el corpus de entrenamiento como para que la solución hard proporcione un modelo
suficientemente representativo para algunos fonemas, especialmente cuando éstos se modelan con
un número elevado de Gaussianas. Por ello en los distintos experimentos llevados a cabo con la
técnica PD-MEMLIN en este trabajo se hará siempre uso de la solución soft. Por otra parte, y
a modo de resumen, se incluye una representación gráfica del método PD-MEMLIN, Figura 6.1.
Obsérvese el rango de acción de los vectores de desplazamiento en este caso es bastante distinto
del de la técnica MEMLIN, ya que en el primer caso no se permite la proyección desde una deter-
minada Gaussiana del modelo ruidoso a cualquier otra que forme parte de la representación del
espacio limpio. De este modo se pretende reducir el impacto que una descompensación en el corpus
de entrenamiento puede generar, ya que de esta manera cada unidad fonética se puede forzar a
que esté represetado con el mismo número de Gaussianas, hecho que en otras técnicas como MEM-
LIN, P-MEMLIN o MEMHIN no se pod́ıa asegurar, y de hecho no suced́ıa puesto que el silencio
soĺıa representarse con un mayor número de componentes que cualquier otra unidad fonética. Por
otra parte, con este nuevo modelado de los espacios se pretende reducir el desajuste entre la señal
normalizada y los modelos acústicos que posteriormente se emplearán en decodificación.

Figura 6.1: Representación gráfica de la técnica PD-MEMLIN, donde r
s
ph
x ,s

ph
y
es el vector de desplazamiento

asociado al par de Gaussianas dependientes del fonema ph de los modelos limpio y del entorno básico ruidoso e: sphx
y se,phy , respectivamente.
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6.4. Técnica PD-MEMLIN con Fase de Entrenamiento “Cie-
ga”.

En muchas ocasiones, no es posible disponer de señal estéreo para llevar a cabo la fase de en-
trenamiento previa que se ha visto que es necesaria para los diversos algoritmos de normalización
de vectores de caracteŕısticas emṕıricos tratados hasta el momento. En dichos casos es preciso
desarrollar un procedimiento para obtener las distintas variables necesarias con un corpus de en-
trenamiento compuesto únicamente por señal ruidosa, dando lugar a las técnicas que se suelen
denominr “ciegas”. Aśı se definió por ejemplo la versión “ciega” del método RATZ [Moreno, 1996];
mientras que la correspondiente al algoritmo SPLICE no se ha desarrollado hasta la fecha.

Dado que la técnica MEMLIN se puede ver como una versión simplificada del algoritmo PD-
MEMLIN, a continuación se presenta el procedimiento de entrenamiento “ciego” desarrollado para
este último método cuando se dispone únicamente de un corpus de entrenamiento compuesto por
señal ruidosa. La obtención de las correspondientes expresiones para la técnica MEMLIN es inme-
diata considerando que los espacios limpio y ruidoso constan de un único fonema.

Se asume pues que se dispone de un corpus de entrenamiento compuesto por vectores de carac-
teŕısticas ruidosos para cada entorno básico e y fonema ph, (YTre,ph) = {(y

Tr,e,ph
1 ; ...;yTr,e,phte,ph

; ...;yTr,e,phTe,ph
},

con te,ph ∈ [1, Te,ph]. En este caso el fonema asociado a cada vector acústico se obtiene mediante
segmentación forzada en términos de fonema de la señal ruidosa a través del algoritmo de Viterbi.
Asimismo se dispone de las GMMs con las que se modelan los fonemas para los distintos entornos
básicos ruidosos, y para el espacio limpio (expresiones (6.9), (6.10), (6.11) y (6.12)). De este modo,
las únicas variables que se han de estimar son el vector de desplazamiento, r

sphx ,s
e,ph
y
, y el modelo

de probabilidad entre Gaussianas, que se sigue considerando independiente del vector de carac-
teŕısticas ruidoso, p(sphx |yt, s

e,ph
y , e, ph) ' p(sphx |s

e,ph
y , e, ph). Para ello se propone un procedimiento

de entrenamiento iterativo que consta de dos fases: una primera de inicialización y otra posterior
de ajuste.

Durante el proceso de inicialización se calculan en primera aproximación las dos variables
anteriormente comentadas, obteniéndose aśı p0(s

ph
x |s

e,ph
y , e, ph) y r0,sphx ,se,phy

. La expresión para

p0(s
ph
x |s

e,ph
y , e, ph) se calcula a partir de la distancia de Kullback-Liebler [Kullback and Leibler, 1951]

modificada a tal efecto, y que proporciona una medida de similitud entre las Gaussianas sphx y s
e,ph
y .

Dado que se pretende cuantificar cuan parecidas son sphx y s
e,ph
y sin tener en cuenta el efecto que

el ruido haya podido tener sobre ellas, en el cálculo de la distancia de Kullback-Liebler modificada
no se tendrán en cuenta los vectores de medias, puesto que se supone que es sobre ellos donde más
afecta el ruido que pudiera darse en los distintos entornos básicos. Aśı, la distancia de Kullback-
Liebler modificada, dKL(s

e,ph
y , sphx ), se calculará únicamente en términos de las probabilidades a

priori y las matrices de covarianza de las Gaussianas correspondientes del siguiente modo

dKL(s
e,ph
y , sphx ) =

p(se,phy )

2

∑

i

[log(
Σ
sphx
(i, i)

Σ
se,phy
(i, i)

) +
Σ
se,phy
(i, i)

Σ
sphx
(i, i)

− 1] + p(se,phy )log(
p(se,phy )

p(sphx )
), (6.22)

donde Σ
sphx
(i, i) y Σ

se,phy
(i, i) son el término ith-ésimo de las matrices de covarianzas diagonal de

las Gaussianas sphx y s
e,ph
y respectivamente. En el Anexo 6.7 de este mismo Caṕıtulo se puede

observar el desarrollo teórico para obtener la expresión de la distancia Kullback-Liebler para dos
Gausianas.
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Tal y como se puede apreciar, la distancia de Kullback-Liebler modificada no es simétrica ni
proporcional a la verosimilitud entre sphx y s

e,ph
y , que es lo que se pretende medir; por todo ello,

se define una nueva variable que tiene en cuenta estos dos hechos y que se denomina pseudo-
verosimilitud entre dos Gaussianas plKL(s

e,ph
y , sphx )

plKL(s
e,ph
y , sphx ) =

1

dKL(s
e,ph
y , sphx ) + dKL(s

ph
x , s

e,ph
y )

, (6.23)

Aśı pues, y con todo lo anterior, se estima finalmente p0(s
ph
x |s

e,ph
y , e, ph) de la siguiente manera

p0(s
ph
x |s

e,ph
y , e, ph) =

plKL(s
e,ph
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∑
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. (6.24)

Por otra parte, r0,sphx ,se,phy
se obtiene sustituyendo xTr,e,phte,ph

por μ
sphx
en (6.18)

r0,sphx ,se,phy
=

∑
te,ph
p(se,phy |yTr,e,phte,ph

, e, ph)(yTr,e,phte,ph
− μ

s
ph
x
)

∑
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p(se,phy |yTr,e,phte,ph

, e, ph)
. (6.25)

Llegados a este punto, y con el proceso de inicialización ya concluido, se repitieron los expe-
rimentos expuestos en la Sección 5.4 para comprobar la validez de dicho proceso en términos de
RAH. Aśı pues, se empleó la base de datos SpeechDat Car en español, parametrización UZ y mo-
delos acústicos fonéticos. Los vectores de caracteŕısticas, por su parte, se normalizaron haciendo
uso de la técnica PD-MEMLIN utilizando únicamente el proceso de inicialización “ciego” para
obtener los vectores de desplazamiento y el modelo de probabilidad entre Gaussianas. A su vez, y
por simplicidad, cada fonema se modeló con cuatro Gaussianas, tanto para el espacio limpio como
para cada uno de los entornos ruidosos básicos. Con todo lo anterior, la mejora media en términos
de WER, MIMP, obtenida fue de 20.2%; aún lejana, tal y como se verá más adelante, de la lograda
con la técnica PD-MEMLIN con proceso de entrenamiento con señal estéreo, pero indicativa del
correcto funcionamiento del proceso de inicialización de la fase de entrenamiento “ciega” propuesta.

Una vez calculado r0,sphx ,se,phy
, en la fase de ajuste posterior se obtiene r

sphx ,s
e,ph
y
de forma itera-

tiva mediante el algoritmo EM [Dempster et al., 1977]. En este caso, la correspondiente expresión
para la iteación m-ésima, r

m,sphx ,s
e,ph
y
, con m > 0, es (6.26). Cabe destacar que en el Anexo 6.8 de

este mismo Caṕıtulo se ha incluido el desarrollo teórico completo que da lugar a la expresión final
de r

sphx ,s
e,ph
y
tras aplicar el algoritmo EM.

r
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Una vez estimado el vector de desplazamiento en la fase de ajuste mediante el algoritmo EM,
se realizaron los mismos experimentos anteriormente comentados, normalizando los vectores de
caracteŕısticas ruidosos en este caso con la técnica PD-MEMLIN aplicando p0(s

ph
x |s

e,ph
y , e, ph) y

r
m,sphx ,s

e,ph
y
. Las correspondientes MIMPs fueron de 41.03% si m = 1, y 46.90% si m = 10. Con

esto se muestra el importante impacto que tiene la nueva estimación del vector de desplazamiento
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obtenida tras la aplicación del algoritmo EM.

A la hora de mejorar la estimación de p0(s
ph
x |s

e,ph
y , e, ph) en su correspondiente fase de ajuste,

se utiliza señal pseudo-estéreo. Dicha señal se obtiene normalizando los vectores de caracteŕısticas
ruidosos del corpus de entrenamiento mediante la técnica PD-MEMLIN utilizando para cada uno
de ellos únicamente aquellas variables del fonema estimado como correcto, p̂h, entendiendo por
fonema correcto aquél que proporciona la segmentación forzada realizada anteriormente mediante
el algoritmo de Viterbi sobre la señal ruidosa. De esta manera, los vectores acústicos limpios que
completan la señal de entrenamiento pseudo-estéreo, x̂Tr,e,ph

tphe
, se obtendrán como

x̂Tr,e,ph
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∑
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∑
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(6.28)

De esta manera, y una vez definida la señal de entrenamiento pseudo-estéreo (X̂Tre,ph,Y
Tr
e,ph) =

{(x̂Tr,e,ph1 ,yTr,e,ph1 ); ...; (x̂Tr,e,phte,ph
,yTr,e,phte,ph

); ...; (x̂Tr,e,phTe,ph
,yTr,e,phTe,ph

)}, se puede estimar una nueva ite-

ración para p(sphx |s
e,ph
y , e, ph) usando (6.20), o (6.21), según si emplea la decisión hard o soft res-

pectivamente. La utilización de señal pseudo-estéreo se puede aplicar iterativamente tantas veces
como se considere preciso.

Repitiendo el mismo experimento anteriormente comentado, y haciendo uso de una única ite-
ración del algoritmo EM para estimar r

sphx ,s
e,ph
y
, esto es, utilizando r1,sphx ,se,phy

como vector de

desplazamiento, y calculando p(sphx |s
e,ph
y , e, ph) con señal de entrenamiento pseudo-estéreo obte-

nida a partir de la aplicación de la técnica PD-MEMLIN con r0,sphx ,se,phy
y p0(s

ph
x |s

e,ph
y , e, ph), se

puede apreciar que se consigue una mejora media en términos de WER, MIMP, de 50.23%, lo que
certifica la potencia del uso de señal pseudo-estéreo. A ráız de este resultado se decidió usar la señal
pseudo-estéreo también para mejorar la estimación de r

sphx ,s
e,ph
y
. De este modo, si p(sphx |s

e,ph
y , e, ph)

se estima con tres iteraciones haciendo uso de señal pseudo-estéreo y, por otra parte, la primera
iteración del vector de desplazamiento obtenida mediante el algoritmo EM, r1,sphx ,se,phy

, se ajusta

con dos iteraciones adicionales con señal pseudo-estéreo, la MIMP para el experimento considerado
anteriormente alcanza el 58.68%, valor este muy cercano del que se obtendŕıa si se aplicara la fase
de entrenamiento con señal estéreo. Estos resultados muestran que la combinación del algoritmo
EM y el uso de señal pseudo-estéreo conjuntamente en la fase previa de entrenamiento pueden pro-
porcionar estimaciones de los vectores de desplazamiento y de los modelos de probabilidad entre
Gaussianas bastante satisfactorios. Tal y como ya se ha comentado, las expresiones de las variables
obtenidas en la fase de entrenamiento “ciega” expuestas en esta Sección se pueden generalizar para
la técnica MEMLIN considerando que los espacios limpio y los asociados a los distintos entornos
básicos están compuestos únicamente por un fonema.

A modo de resumen, en la Figura 6.2 se presenta el esquema gráfico de la fase de entrenamiento
“ciega” para la técnica PD-MEMLIN que se va a utilizar en este trabajo.

6.5. Resultados con la base de datos SpeechDat Car en es-
pañol.

La experimentación de las técnicas de normalización emṕıricas tratadas en las Secciones 6.1,
6.2, 6.3 y 6.4 del presente Caṕıtulo, esto es, P-MEMLIN, MEMHIN y PD-MEMLIN, esta última
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Figura 6.2: Representación gráfica del proceso de entrenamiento “ciego” de la técnica PD-MEMLIN que se va
a emplear en este trabajo. A partir del bloque “Inicialización r” se obtiene la primera estimación del modelo de

probabilidad entre Gaussian, p0(s
ph
x |s

e,ph
y , e, ph) (6.24), del mismo modo que “inicialización r” hace lo propio para

el vector de deplazamiento, r
0,s
ph
x ,s

e,ph
y

(6.25). Por su parte, el bloque “EM” proporciona la primera iteración de

ajuste para el vector de desplazamiento (6.26). La obtención de la señal pseudo-estéreo a partir de los vectores
de caracteŕısticas ruidosos se realiza mediante el sistema identificado como “Normalización forzada”, que hace uso
de la expresión (6.28). Finalmente, el bloque “Entrenamiento estéreo” obtiene los modelos de probabilidad entre
Gaussianas y los vectores de desplazamiento, si es el caso, haciendo uso de las señal pseudo-estéreo (6.21) (6.18).

utilizando fase de entrenamiento tanto con señal estéreo, como en su versión “ciega”, se realizó con
la base de datos SpeechDat Car en español. A la hora de realizar la fase de entrenamiento pre-
via para estimar los diversos parámetros necesarios para las distintas técnicas de normalización
y entornos básicos, esto es, los vectores de desplazamiento y los modelos de probabilidad entre
Gaussianas, se hará uso de los distintos corpora de entrenamiento correspondientes a cada entorno
básico, utilizando bien señal estéreo, bien únicamente los vectores acústicos ruidosos, según el caso.
Por otra parte, y una vez que se ha llevado a cabo la normalización de los vectores acústicos degra-
dados con las correspondientes técnicas, se aplicará el método CMS. Para esta experimentación se
utilizó la parametrización UZ y los modelos acústicos de las unidades fonéticas, pudiéndose, de este
modo, consultar los resultados de referencia correspondientes en la Tabla 4.3. Se puede apreciar
que todos los parámetros que definen la experimentación en este caso coinciden con los aplicados
en la Sección 5.4, de modo que los resultados son totalmente comparables. Asimismo la Figura 5.5
sigue siendo válida para explicar los tres pasos precisados para llevar a cabo la experimentación.

6.5.1. Resultados de las técnicas P-MEMLIN y MEMHIN

En la Tabla 6.1 se pueden apreciar los mejores resultados para las técnicas de normalización de
vectores de caracteŕısticas MEMLIN, cuyos resultados ya se presentaron en la Sección 5.4 y ahora
se repiten a modo de comparación, P-MEMLIN y MEMHIN. En todos los casos, junto al nombre
de la técnica, se incluye el número de componentes que conforman las GMMs con que se modelan
los entornos básicos ruidosos y el espacio limpio (se realizó un barrido con 4, 8, 16, 32, 64 y 128
componentes, cuyos resultados completos se incluyen entre los Anexos 6.9 y 5.6). Cabe destacar
que de aqúı en adelante para todas las técnicas tratadas en este Caṕıtulo, y mientras no se indique
lo contrario, el número de Gaussianas empleadas para modelar el espacio limpio será el mismo que
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Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK MEMLIN 128 2.30 7.46 4.62 6.39 8.77 5.40 8.16 6.05 70.22

CLK P-MEMLIN 128 2.30 7.80 4.90 5.89 8.39 5.71 7.48 6.02 70.47

CLK MEMHIN 128 2.21 7.89 5.17 6.02 8.29 5.56 7.82 6.05 70.22

Cuadro 6.1: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas de
normalización de vectores de caracteŕısticas MEMLIN, P-MEMLIN y MEMHIN en términos de WER (%).
Se presentan los resultados para los diferentes entornos básicos (E1,..., E7) utilizando la parametrización
UZ y modelos acústicos para las unidades fonéticas generados a partir del corpus de señal limpia (CLK
en la columna de Entrenamiento). La columna marcada como “Reconocimiento” hace referencia a la
señal empleada para reconocer, que será la ruidosa normalizada con las técnicas P-MEMLIN, MEMHIN
y MEMLIN, estos últimos resultados incluidos a modo de comparación. Junto al nombre de los diferentes
métodos aparece el número de Gaussianas con que se modelaron los correspondientes espacios (el limpio y
los asociados a los distintos entornos básicos). Se incluye igualmente el WER medio, MWER, aśı como la
mejora media, MIMP.

el utilizado para representar cada entorno básico. Asimismo se incluye en la Tabla, además del
WER medio, MWER, la mejora media de WER, MIMP, en tanto por ciento, que se calcula del
mismo modo que ya se explicó en el Caṕıtulo 5.4 (ver expresión (5.29)).

Por otra parte, y a pesar de que a simple vista ya se pueden intuir los resultados, es convenien-
te analizar mediante la prueba de hipótesis estad́ıstica z-test si el comportamiento de las técnicas
propuestas en este apartado, P-MEMLIN y MEMHIN, es estad́ısticamente diferente con respecto
al del algoritmo MEMLIN para la base de datos SpeechDat Car en español. De este modo, compa-
rando los métodos MEMLIN y P-MEMLIN, el valor del estad́ıstico W , w, es w = 0,0673 < 1,96,
por lo que la mejora que proporciona el algoritmo P-MEMLIN en este caso no se puede considerar
independiente de la base de datos con un intervalo de confianza del 95%. Asimismo, comparar
los mejores resultados para las técnicas MEMLIN y MEMHIN no tiene sentido alguno ya que
éstos son idénticos. De todas maneras, a la hora de valorar las conclusiones obtenidas mediante la
hipótesis estad́ıstica z-test, hay que tener en cuenta siempre las limitaciones de la propia prueba,
ya comentadas en la Sección 4.2.
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A la luz pues de los resultados presentados en la Tabla 6.1 se puede concluir que, teniendo en
cuenta únicamente los mejores resultados medios para las distintas técnicas y para todos y cada
uno de los entornos básicos, los métodos P-MEMLIN y MEMHIN no aportan ninguna mejora
significativamente estad́ıstica con respecto al algoritmo MEMLIN. Sin embargo, si se representa
la mejora media de WER para los métodos MEMLIN, P-MEMLIN y MEMHIN en función del
número de Gaussianas con que se modela cada entorno básico (Figura 6.3) se puede apreciar que
los dos últimos śı proporcionan un mejor comportamiento cuando el número de Gaussianas es
reducido. Aśı, por ejemplo, si se aplica la técnica MEMLIN modelando cada entorno básico con 4
Gaussianas se obtiene un MIMP de 42.56%, mientras que los algoritmos P-MEMLIN y MEMHIN
alcanzan, bajo las mismas condiciones, valores sensiblemente mejores, 51.53% y 49.84%, respec-
tivamente; aunque, eso śı, dicha mejora queda reducida a la mı́nima expresión cuando el número
de Gaussianas por entorno básico se eleva por encima de 8. Este comportamiento se debe a que la
compensación de la varianza de los vectores de caracteŕısticas, que es lo que pretenden las técnicas
P-MEMLIN y MEMHIN, se vuelve más importante cuando el modelado de los entornos básicos y el
espacio limpio se realiza con un número reducido de Gaussianas, lo que se debe a que en ese caso el
espacio modelado por cada Gaussiana es más variable y las transformaciones aprendidas en la fase
de entrenamiento son más sensibles a la diferencia de varianzas entre los vectores de caracteŕısticas
asociados a las correspondientes Gaussianas. En estas situaciones, un modelo más complejo de x
proporciona interesantes mejoras. Por otra parte, otro de los factores que puede hacer que técnicas
como P-MEMLIN o MEMHIN tengan un mejor comportamiento es el tipo de ruido, ya que, por
ejemplo, el ruido aditivo afecta en una mayor medida que otros a la varianza de los vectores de
caracteŕısticas, lo que se adecúa mejor a las caracteŕısticas de métodos como P-MEMLIN o MEM-
HIN antes que a las del algoritmo MEMLIN. Para certificar esta afirmación se realizó una serie
de experimentos haciendo uso de la base de datos SpeechDat Car en español comparando el com-
portamiento de los algoritmos MEMLIN y MEMHIN [Buera et al., 2004b] atendiendo a distintas
SNR. Aśı pues, en este caso los nuevos corpora ruidosos de entrenamiento y reconocimiento se
obuvieron añadiendo artificialmente ruido aditivo de veh́ıculo obtenido de la propia base de datos
a los correspondientes corpora limpios. Para este nuevo experimento se utilizó la parametrización
UZ, modelos acusticos de las unidades fonéticas y 8 ó 16 Gaussianas para modelar los entornos
básicos y el espacio limpio para ambas técnicas. En la Figura 6.4 se muestra el WER medio en
función de la SNR. Se puede apreciar que la técnica MEMHIN proporciona en todos los casos una
cierta mejora, siendo ésta más importante para las situaciones más adversas (SNR reducidas).

6.5.2. Resultados para la técnica PD-MEMLIN

A continuación se comparan los resultados obtenidos con las técnicas MEMLIN y PD-MEMLIN,
entrenando y empleando, en este último método, transformaciones para todos los 25 fonemas es-
pañoles más el silencio a pesar de que, para la tarea concreta de d́ıgitos empleada en esta expe-
rimentación, no son todos necesarios. En la Tabla 6.2 se incluyen los mejores resultados para los
dos métodos comparados en esta subsección, incluyendo, junto a sus respectivos nombres y en aras
de establecer una comparación justa, el correspondiente número de transformaciones por entorno
básico en log10, Transformations per basic Environment, TpE, que cada técnica debe calcular pa-
ra normalizar un vector de caracteŕısticas. Mediante este término se tiene una idea aproximada,
para el algoritmo en cuestión, del coste computacional por vector acústico normalizado, pues se
corresponde con el número de exponenciales que se han de evaluar. Aśı pues, el TpE se calcula,
suponiendo que cada fonema de los entornos básicos ruidosos y el espacio limpio se modelan con
el mismo número de Gaussianas, como

TpE = log10(nsphy nsphx nph), (6.29)
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Figura 6.4: Mejora media de WER (MIMP) en % en función de la SNR para las técnicas MEMLIN y MEMHIN.
En ambos casos se han modelado los entornos básicos con 8 ó 16 Gaussianas. La señal ruidosa procede de la base
de datos SpeechDat Car en español a la que se le ha añadido artificialmente ruido aditivo de veh́ıculo obtenido a
partir de la misma base de datos.

donde n
sphy
y n

sphx
son el número de Gaussianas del modelo ruidoso y limpio para el fonema ph,

respectivamente, y nph es el número de fonemas (nph = 1, para la técnica MEMLIN). En esta
experimentación se utiliza el mismo número de Gaussianas para modelar cada fonema del espacio
limpio y de cada entorno ruidoso básico, pudiéndo ser 2, 4, 8, 16 ó 32, y cuyos resultados completos
se incluyen en el Anexo 6.9

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK MEMLIN 4.21 2.30 7.46 4.62 6.39 8.77 5.40 8.16 6.05 70.22

CLK PD-MEMLIN 3.82 1.73 8.23 5.45 4.64 6.86 3.02 7.14 5.30 75.44

Cuadro 6.2: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas de
normalización de vectores de caracteŕısticas MEMLIN y PD-MEMLIN en términos de WER (%). Se
presentan los resultados para los diferentes entornos básicos (E1,..., E7) utilizando la parametrización UZ
y modelos acústicos para las unidades fonéticas generados a partir del corpus de señal limpia (CLK en
la columna de Entrenamiento). La columna marcada como “Reconocimiento” hace referencia a la señal
empleada para reconocer, que será la ruidosa normalizada con las técnicas PD-MEMLIN o MEMLIN, estos
últimos resultados incluidos a modo de comparación. Junto al nombre de los diferentes métodos aparece
el número de transformaciones por entorno básico en log10, TpE. Se incluye igualmente el WER medio,
MWER, aśı como la mejora media, MIMP.

A la luz de los resultados presentados en la Tabla 6.2 se puede asegurar que la técnica PD-
MEMLIN proporciona unos resultados medios, al menos para la combinación óptima de número
de Gaussianas tratada, superiores a los obtenidos por el algoritmo MEMLIN.

Por otra parte, y para determinar si se puede afirmar o no que los resultados anteriores son
estad́ısticamente significativos, se recurre a la prueba de hipótesis estad́ıstica z-test. En esta oca-
sión se comparan las técnicas MEMLIN y PD-MEMLIN bajo la base de datos, SpeechDat Car en
español. Se puede observar que el valor del estad́ıstico W , w, es w = 1,731 < 1,96, por lo que la
mejora del algoritmo en este caso no se puede considerar independiente de la base de datos con un
intervalo de confianza del 95%. Sin embargo, si se compararan los mejores resultados obtenidos
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por las técnicas SPLICE ME y PD-MEMLIN, se constata que w = 3,25 > 1,96, con lo que se puede
considerar que la diferencia de comportamiento de estas dos últimas técnicas es estad́ısticamente
significativa con un intervalo de confianza del 95%. De todos modos, se recuerda una vez más que
se han de considerar estos resultados con suma cautela dadas las limitaciones de la propia prueba,
ya comentadas en la Sección 4.2.
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Figura 6.5: Mejora media de WER en función de TpE en log10 con la base de datos SpeechDat Car en español
empleando las técnicas MEMLIN (ĺınea punteada con diamantes blancos) y PD-MEMLIN (ĺınea discontinua con
cuadrados blancos). Se presentan los resultados utilizando la parametrización UZ y modelos acústicos para las
unidades fonéticas generados a partir del corpus de señal limpia.

Asimismo, y para estudiar conjuntamente la tendencia del comportamiento de las técnicas
MEMLIN y PD-MEMLIN en función del número de transformaciones por entorno básico, TpE en
log10, se presenta la Figura 6.5. La tendencia observada demuestra que la técnica PD-MEMLIN
proporciona una significativa mejora relativa con respecto al algoritmo MEMLIN, independiente-
mente del número de transformaciones por entorno básico que se empleen. Por su parte, la Figura
6.6 muestra el histograma y el log-scattegram del primer coeficiente MFCC de los vectores de ca-
racteŕısticas de voz limpios del entorno básico E4 de la base de datos SpeechDat Car en español
y los correspondientes normalizados mediante el método PD-MEMLIN empleando 16 Gaussianas
por fonema. A partir de esta Figura se puede concluir que las transformaciones propuestas por el
algoritmo PD-MEMLIN solucionan el problema de la proyección de gran cantidad de vectores de
caracteŕısticas ruidosos hacia el silencio del espacio limpio, como aśı suced́ıa en la técnica MEM-
LIN (ver Figura 5.7.b), a la vez que se reduce la incertidumbre y se elimina buena parte de los
efectos que el entorno acústico introdućıa en los coeficientes de los vectores de caracteŕısticas (ver
Figura 5.7.a). Todo esto es consecuencia de que el algoritmo PD-MEMLIN reduce, como ya se
ha indicado, el espacio de proyección de los correspondientes vectores de desplazamiento a nivel
de fonema, produciendo unos vectores de caracteŕısticas normalizados que se adaptan mejor a los
modelos acústicos.

Para conocer el ĺımite de la técnica PD-MEMLIN, se llevó a cabo un nuevo experimento en el
que cada vector de caracteŕısticas se normalizó únicamente con las transformaciones propias del
correspondiente fonema “correcto”, p̂h, que se obtuvo mediante segmentación forzada en términos
de fonema de la señal limpia del corpus de reconocimiento a partir del algoritmo de Viterbi. A
esta pseudo-técnica, por comodidad en la nomenclatura, se le denomina KPD-MEMLIN, Known
PD-MEMLIN, y viene definida por la expresión
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Figura 6.6: Log-scattegram e histograma realizados entre el primer coeficiente MFCC de las tramas de voz de
la señal limpia (eje de abscisas) y la señal normalizada usando la técnica PD-MEMLIN con 16 Gaussianas por
fonema para cada entorno básico (a) (eje de ordenadas). Las representaciones se realizaron a partir del corpus de
reconocimiento del entorno básico E4 de la base de datos SpeechDat Car. La ĺınea en los log-scattegrams representa
la función x = y.

x̂t = yt −
∑

e

∑

se,p̂hy

∑

sp̂hx

r
sp̂hx ,s

e,p̂h
y
p(e|yt)p(s

e,p̂h
y |yt, e, p̂h)p(s

p̂h
x |yt, e, p̂h, s

e
y). (6.30)

Nótese que la expresión (6.30) es, conceptualmente, la misma que (6.28), que ya fue utilizada
en la fase de entrenamiento “ciega” desarrollada para la técnica PD-MEMLIN (Sección 6.4). En
la Tabla 6.3 se muestran, junto con los resultados de reconocimiento obtenidos con la señal limpia
(Entrenamiento CLK, Reconocimiento CLK), incluidos para comparar, los correspondientes tras
aplicar la técnica KPD-MEMLIN. Dicha experimentación se realizó con la base de datos Speech-
Dat Car en español haciendo uso de la parametrización UZ y modelos acústicos para las unidades
fonéticas generados a partir del corpus de entrenamiento de señal limpia (Entrenamiento CLK).
Por otra parte, las GMMs de los fonemas se compusieron con 16 componentes para los distintos
entornos básicos y el espacio limpio. Asimismo, y por completar el estudio de la pseudo-técnica
KPD-MEMLIN, también se incluyen los correspondientes log-scattegram e histograma. Ambos se
obtuvieron a partir del primer coeficiente MFCC de los vectores de caracteristicas limpios del
corpus de reconocimiento del entorno básico E4 y los correspondientes normalizados mediante la
técnica KPD-MEMLIN bajo las condiciones de experimentación consideradas anteriormente (Fi-
gura 6.7).

De la Tabla 6.3 y de la Figura 6.7 se puede constatar que la mejora media en WER propor-
cionada por la pseudo-técnica KPD-MEMLIN se acerca al 100% si se modela cada fonema con 16
Gaussianas; sin embargo, la incertidumbre del primer coeficiente MFCC de los vectores acústicos
normalizados del entorno básico E4 no se ha reducido considerablemente con respecto a la obtenida
con la técnica PD-MEMLIN bajo las mismas condiciones de experimentación (Figura 6.6). Esto
último es debido a que, en este caso, las normalizaciones proyectan los vectores de caracteŕısticas
ruidosos al espacio limpio a nivel de fonema, que ya tiene de por śı una cierta incertidumbre que
queda modelada mediante las varianzas de los modelos acústicos correspondientes. Este hecho pue-
de confirmarse mediante el estudio de la tasa media de fonemas correctos, Mean Correct Phoneme,
MCP. Para este propósito, se considera que el fonema correcto para cada vector acústico es aquel
dado por la segmentación forzada en términos de fonema de la señal limpia gracias al algoritmo de
Viterbi. A su vez, la tasa MCP se obtiene como la relación de fonemas correctamente reconocidos
haciendo uso de las GMMs con que se modelan dichas unidades pertenecientes al espacio limpio y
sin considerar modelo de lenguaje o vocabulario alguno. Los resultados de la tasa MCP obtenidos
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Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK CLK 1.90 2.64 1.81 1.75 1.62 0.64 0.35 1.75 –

CLK KPD-MEMLIN 3.82 0.96 2.57 2.52 1.75 2.10 1.27 1.02 1.84 99.37

Cuadro 6.3: Resultados con la base de datos SpeechDat Car en español para la pseudo-técnica de normali-
zación de vectores de caracteŕısticas KPD-MEMLIN en términos de WER (%). Se presentan los resultados
para los diferentes entornos básicos (E1,..., E7) utilizando la parametrización UZ y modelos acústicos para
las unidades fonéticas generados a partir del corpus de señal limpia (CLK en la columna de Entrenamien-
to). La columna marcada como “Reconocimiento” hace referencia a la señal empleada para reconocer,
que será la ruidosa normalizada con las pseudo-técnica KPD-MEMLIN. También se incluyen a modo de
comparación los resultados obtenidos con señal limpia (CLK en la columna de Reconocimiento). Junto al
nombre del método KPD-MEMLIN aparece el número de transformaciones por entorno básico en log10,
TpE. Se incluye igualmente el WER medio, MWER, aśı como la mejora media, MIMP.
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Figura 6.7: Log-scattegram e histograma realizados entre el primer coeficiente MFCC de las tramas de voz de la
señal limpia (eje de abscisas) y la señal normalizada usando la pseudo-técnica kPD-MEMLIN con 16 Gaussianas por
fonema para cada entorno básico (a) (eje de ordenadas). Las representaciones se realizaron a partir del corpus de
reconocimiento del entorno básico E4 de la base de datos SpeechDat Car. La ĺınea en los log-scattegrams representa
la función x = y.

con los algoritmos PD-MEMLIN y KPD-MEMLIN para los distintos entornos básicos del corpus
de reconocimiento se muestran en la Tabla 6.4. En ambas técnicas cada fonema se ha modelado
con 16 Gaussianas para todos los entornos básicos y el espacio limpio, pudiéndose apreciar como
la pseudo-técnica KPD-MEMLIN mejora, en media, los resultados del método PD-MEMLIN más
allá del 10%, a pesar de que, como ya se ha constatado anteriormente, la incertidumbre apenas se
ha visto reducida, por lo que se puede concluir que la proyección de los vectores de caracteŕısticas
a nivel de fonema correcto es sensiblemente más eficaz para el método KPD-MEMLIN que para el
algoritmo PD-MEMLIN.

A partir de las Tablas 6.3 y 6.4, se puede concluir que las transformaciones dependientes de
cada fonema consideradas para el método PD-MEMLIN son consistentes con respecto a los modelos
acústicos, ya que los vectores de caracteŕısticas se proyectan del espacio ruidoso al limpio a nivel
de fonemas. Asimismo, y gracias a los estudios realizados, se puede definir una futura ĺınea de
trabajo basada en dotar a la técnica PD-MEMLIN de una mejor estimación de la probabilidad a
posteriori del fonema ph, dado el vector de caracteŕısticas, yt, y el entorno básico e, p(ph|yt, e). Por
otra parte, también habŕıa que estudiar el comportamiento de la pseudo-técnica KPD-MEMLIN
en sistemas de vecrificación e identificación de locutor dependiente del texto en entornos acústicos
adversos, ya que, a priori, podŕıa proporcionar interesantes resultados. En este sentido ya se han
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MCP (%) E1 E2 E3 E4 E5 E6 E7 Mean

PD-MEMLIN 16-16 32.64 31.23 30.38 32.54 32.04 34.14 31.21 32.03

KPD-MEMLIN 16-16 37.68 40.15 39.87 43.06 45.15 48.35 50.28 42.42

Cuadro 6.4: Tasa media de fonemas correctos, Mean Correct Phoneme, MCP, en % para los vectores de
caracteŕısticas de voz normalizadas mediante las técnicas PD-MEMLIN y KPD-MEMLIN, que han sido
aplicadas al entorno básico E4 del corpus de reconocimiento de la base de datos SpeechDat Car en español.
Para ambos métodos se modelan los fonemas con 16 Gaussianas para todos los entornos básicos y el espacio
limpio.

realizado unas primeras pruebas preliminares [Buera et al., 2005d], llegándose a la conclusión de
que la proyección de los vectores de caracteŕısticas ruidosos a un espacio limpio genérico puede
eliminar parte de la especificidad propia de cada locutor lo que, de cara a tareas de verificación
e identificación de ocutor, no es deseable. A pesar de ello se obtuvieron importantes mejoras en
ambas tareas.

6.5.3. Resultados para la técnica PD-MEMLIN con fase de entrena-
miento “ciega”

A continuación se comparan los resultados obtenidos con las técnicas MEMLIN, PD-MEMLIN
y PD-MEMLIN con fase de entrenamiento “ciega”, definiéndose dicha fase a partir de la desarro-
llada en la Sección 6.4, esto es, tres iteraciones realizadas con señal pseudo-estéreo para estimar
p(sphx |s

e,ph
y , e, ph) y r

sphx ,s
e,ph
y
obtenida mediante dos iteraciones con señal pseudo-estéreo, una vez

que se ha calculado r1,sphx ,se,phy
con el algoritmo EM. Para realizar la correspondiente normalización

con la técnica PD-MEMLIN, independientemente de su fase de entrenamiento y al igual que la
subsección 6.5.2, se entrenaron y emplearon transformaciones para todos los 25 fonemas españoles
más el silencio. Por su parte, el número de Gaussianas con que se modelan los distintos fonemas
puede ser 2, 4, 8, 16 ó 32, y los correspondientes resultados completos se incluyen en el Anexo 6.9.
Nótese que las condiciones de la experimentación son las mismas que las definidas previamente
para la subsecciones 6.5.2 y 6.5.1, por lo que los resultados son totalmente comparables. En la
Tabla 6.5 se incluyen los mejores resultados para los tres métodos comparados en esta ocasión,
incluyendo, junto a sus respectivos nombres, el correspondiente número de transformaciones por
entorno básico en log10, TpE, que cada método tiene que calcular para normalizar un vector de
caracteŕısticas ruidoso.

Nuevamente se recurre a la prueba de hipótesis estad́ıstica z-test para determinar si se puede
afirmar o no que los mejores resultados presentados anteriormente son estad́ısticamente signifi-
cativos. En este caso, y dado que el comportamiento de la técnica estudiada en esta subsección
es algo más pobre que el alcanzado por el algoritmo PD-MEMLIN, no tiene sentido calcular el
correspondiente valor de w por cuanto se puede afirmar que será inferior a 1.731. Aśı, se puede ase-
verar que los métodos MEMLIN y PD-MEMLIN con fase de entrenamiento “ciega” no presenten
comportamientos estad́ısticamente diferentes independientemente de la base de datos, SpeechDat
Car en español con un intervalo de confianza del 95%. Por su parte, si se compara con la técnica
SPLICE ME se puede observar que w = 2,23 > 1,96, por lo que la mejora del algoritmo en este
caso śı se puede considerar independiente de la base de datos con el intervalo de confianza elegido.
Nuevamente se hace hincapié en que a la hora de valorar las conclusiones obtenidas mediante la
hipótesis estad́ıstica z-test, hay que tener presente siempre las limitaciones de la propia prueba, ya
comentadas en la Sección 4.2.
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Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK MEMLIN 4.21 2.30 7.46 4.62 6.39 8.77 5.40 8.16 6.05 70.22

CLK PD-MEMLIN 3.82 1.73 8.23 5.45 4.64 6.86 3.02 7.14 5.30 75.44

CLK PD-MEMLIN “ciego” 3.82 2.59 6.43 4.34 6.14 8.39 4.44 9.86 5.74 72.40

Cuadro 6.5: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas de
normalización de vectores de caracteŕısticas MEMLIN, PD-MEMLIN y PD-MEMLIN con fase de entrena-
miento “ciega” en términos de WER (%). Se presentan los resultados para los diferentes entornos básicos
(E1,..., E7) utilizando la parametrización UZ y modelos acústicos para las unidades fonéticas generados
a partir del corpus de señal limpia (CLK en la columna de Entrenamiento). La columna marcada como
“Reconocimiento” hace referencia a la señal empleada para reconocer, que será la ruidosa normalizada
con las técnicas PD-MEMLIN con fase de entrenamiento “ciega”, PD-MEMLIN o MEMLIN, estos últimos
resultados incluidos a modo de comparación. Junto al nombre de los diferentes métodos aparece el número
de transformaciones por entorno básico en log10, TpE. Se incluye igualmente el WER medio, MWER,
aśı como la mejora media, MIMP.

Asimismo, y para estudiar la tendencia del comportamiento de los distintos algoritmos consi-
derados en esta subsección, en la Figura 6.8 se representan las mejoras medias de WER corres-
pondientes en función de TpE. Los resultados muestran que la técnica PD-MEMLIN con fase de
entrenamiento “ciega” es capaz de proporcionar unos resultados similares, e incluso en algún caso
mejores, a los logrados por el método MEMLIN para los distintos valores de TpE estudiados, con
la ventaja añadida de que no es necesario disponer se señal estéreo para obtener los vectores de
desplazamiento y los modelos de probabilidad entre Gaussianas. Sin embargo, las mejoras obte-
nidas con esta técnica aún quedan lejos del mejor resultado alcanzado hasta el momento por la
técnica PD-MEMLIN con fase de entrenamiento con señal estéreo.
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Figura 6.8: Mejora media de WER en función de TpE en log10 con la base de datos SpeechDat Car en español
empleando las técnicas MEMLIN (ĺınea punteada con diamantes blancos), PD-MEMLIN (ĺınea discontinua con
cuadrados blancos) y PD-MEMLIN con fase de entrenamiento “ciega” (ĺınea continua con ćırculos blancos). Se
presentan los resultados utilizando la parametrización UZ y modelos acústicos para las unidades fonéticas generados
a partir del corpus de señal limpia.

A modo de resumen se incluyen en la Tabla 6.6 los resultados más significativos (MWER
y MIMP) de las distintas técnicas presentadas en este Caṕıtulo (P-MEMLIN, MEMHIN, PD-
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MEMLIN y PD-MEMLIN con fase de entrenamiento “ciega”), indicando a su vez el TpE requerido
en cada caso. Adicionalmente, y por completar la comparación, se han incluido los resultados
obtenidos con el método MEMLIN. Se puede observar que el algoritmo PD-MEMLIN obtiene
los mejores resultados con el menor TpE, mientras que la versión de la misma técnica con fase de
entrenamiento “ciega” alcanza, con el mismo TpE, un MWER menor que los obtenidos con técnicas
como P-MEMLIN, MEMHIN y MEMLIN, que śı empleaban señal estéreo en su correspondiente
fase de entrenamiento.

TpE MWER (%) MIMP (%)

MEMLIN 4.21 6.05 70.22

MEMHIN 4.21 6.05 70.22

P-MEMLIN 4.21 6.02 70.47

PD-MEMLIN 3.82 5.30 75.44

PD-MEMLIN “ciego” 3.82 5.74 72.40

Cuadro 6.6: Mejores resultados en términos de WER medio (MWER) y mejora media en WER (MIMP)
en % para los métodos MEMLIN, MEMHIN, P-MEMLIN, PD-MEMLIN y PD-MEMLIN con fase de
entrenamiento “ciega” (identificado como PD-MEMLIN “ciego”), indicando a su vez el TpE requerido en
cada caso.

6.6. Anexo C.

En este Anexo se incluye el desarrollo teórico necesario para estimar la matriz diagonal asociada
al término de pendiente y el vector que representa el término independiente del modelo de x,Asx,sey
y bsx,sye respectivamente, correspondiente a la técnica P-MEMLIN. Para ello se hace necesario el
empleo de señal de entrenamiento estéreo, (Xe,Ye) = {(xe1,y

e
1); ...; (x

e
te
,yete); ...; (x

e
Te
,yeTe)}, con

te ∈ [1, Te]; nótese que, por simplificar la notación, se ha eliminado el ı́ndice Tr que aparećıa en
la Sección 6.1 para indicar que se trata del corpus de entrenamiento. Aśı pues, Asx,sey y bsx,sye se
obtendrán igualando tanto la media como la desviación t́ıpica asociadas a cada par de Gaussianas,
sx y s

e
y, y correspondientes a los vectores de caracteŕısticas limpios y los obtenidos mediante el

modelo de x (Ψ(yt, sx, s
e
y) = Asx,seyyt − bsx,sey ). Este criterio se toma debido a que lo que se

pretende con esta técnica es acercar la pdf de los vectores de caracteŕısticas ruidosos asociada al
par de Gaussianas sx y s

e
y a la correspondiente de los vectores limpios. De este modo, las ecuaciones

que habrá que considerar son las siguientes

μxsx,sey = μ
Asx,seyy−bsx,sey
sx,sey

, (C.1)

√
Σxsx,sey =

√

Σ
Asx,seyy−bsx,sey
sx,sey

, (C.2)

donde el operador
√
• realiza la ráız cuadrada elemento a elemento de la matriz •. Además, hay

que tener en cuenta que el vector de medias y la matriz diagonal de covarianzas asociadas al par
de Gaussianas sx y s

e
y de una determinada variable z se definen del siguiente modo

μzsx,sey =

∑
te
p(sx|xete)p(s

e
y|y
e
te
)zete∑

te
p(sx|xete)p(s

e
y|y
e
te
)
, (C.3)
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Σzsx,sey = diag[

∑
te
p(sx|xete)p(s

e
y|y
e
te
)(zete − μ

z
sx,sey
)(zete − μ

z
sx,sey
)T

∑
te
p(sx|xete)p(s

e
y|y
e
te
)

], (C.4)

donde el operador diag[•] hace nulos todos los elementos de la matriz • distintos de la diagonal. Al
considerar que no hay dependencia alguna entre las componentes de los vectores de caracteŕısticas,
el sistema de ecuaciones compuesto por las expresiones (C.1) y (C.2) se puede ver como tantos
sistemas independiente de dos ecuaciones como componentes tengan los vectores de caracteŕısticas.
Aśı pues, dichas expresiones se pueden ver, sin perder generalidad y haciendo uso de (C.3) y (C.4),
del siguiente modo

μxsx,sey (i) = Asx,sey (i, i)μ
y
sx,sey
(i)− bsx,sey (i), (C.5)

√
Σxsx,sey (i, i) = Asx,sey (i, i)

√
Σysx,sey (i, i), (C.6)

donde i representa el ı́ndice de la componente correspondiente, ya sea para los vectores de medias
como para las matrices diagonales de las covarianzas. De este modo, y despejando conveniente-
mente, las expresiones finales para Asx,sey (i, i) y bsx,sye(i) son

bsx,sey (i) =

√
Σxsx,sey (i, i)

√
Σysx,sey (i, i)

μysx,sey (i)− μ
x
sx,sey
(i), (C.7)

Asx,sey (i, i) =

√
Σxsx,sey (i, i)

√
Σysx,sey (i, i)

, (C.8)

que coinciden elemento a elemento con las expresiones presentadas en (6.3) y (6.4), respectivamente.

6.7. Anexo D.

En este Anexo se incluye el desarrollo teórico necesario para estimar el correspondiente vector
de desplazamiento r

sphx ,s
e,ph
y
para la técnica PD-MEMLIN a partir de la minimización del error cua-

drático medio asociado a cada par de Gaussianas, sphx y s
e,ph
y , (ξ

sphx ,s
e,ph
y
). Para ello es necesario un

corpus de entrenamiento estéreo (Xe,ph,Ye,ph) = {(x
e,ph
1 ,ye,ph1 ); ...; (xe,phte,ph ,y

e,ph
te,ph
); ...; (xe,phTe,ph ,y

e,ph
Te,ph
)},

con te,ph ∈ [1, Te,ph]; nótese que, por simplificar la notación, se ha eliminado el ı́ndice Tr para indi-
car que se trata del corpus de entrenamiento, tal y como śı está recogido en la Sección 6.3. De este
modo, el error cuadrático medio asociado a cada par de Gaussianas, sphx y s

e,ph
y , para la técnica

PD-MEMLIN, ξ
sphx ,s

e,ph
y
, se define como

ξ
sphx ,s

e,ph
y
=
1

Te,ph

∑

te,ph

p(sx|x
e,ph
te,ph
, e)p(sey|y

e,ph
te,ph
, e)

×Tra[(xe,phte,ph −Ψ(y
e,ph
te,ph
, sphx , s

e,ph
y ))(xe,phte,ph −Ψ(y

e,ph
te,ph
, sphx , s

e,ph
y ))T ], (D.1)

donde Ψ(ye,phte,ph , s
ph
x , s

e,ph
y ) = ye,phte,ph − rsphx ,se,phy

. Teniendo en cuenta esto último, aśı como distintas

propiedades de cálculo matricial, se puede observar, antes de llevar a cabo la minimización de
ξ
sphx ,s

e,ph
y
, que
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(xe,phte −Ψ(ye,phte , s
ph
x , s

e,ph
y ))(xe,phte −Ψ(ye,phte,ph , s

ph
x , s

e,ph
y ))T = xe,phte,ph(rsphx ,se,phy

)T − xe,phte,ph(y
e,ph
te,ph
)T

+xe,phte,ph(y
e,ph
te,ph
)T − ye,phte,ph(rsphx ,se,phy

)T + ye,phte,ph(y
e,ph
te,ph
)T

−ye,phte,ph(x
e,ph
te,ph
)T + rT

sphx ,s
e,ph
y
(r
sphx ,s

e,ph
y
)T − r

sphx ,s
e,ph
y
(ye,phte,ph)

T

+r
sphx ,s

e,ph
y
(xe,phte,ph)

T .(D.2)

A la hora de estimar el vector de desplazamiento, r
sphx ,s

e,ph
y
, se procede a la minimización de la

expresión (D.1) con respecto a r
s
ph
x ,s

e,ph
y
haciendo uso de (D.2). Para ello es necesario

0 =
δξ
s
ph
x ,s

e,ph
y

δr
sphx ,s

e,ph
y

=
1

Te,ph

∑

te,ph

p(sphx |x
e,ph
te,ph
, e)p(se,phy |ye,phte,ph , e)

δ

δr
sphx ,s

e,ph
y

[Tra[xe,phte,ph(rsphx ,se,phy
)T − xe,phte,ph(y

e,ph
te,ph
)T + xe,phte,ph(y

e,ph
te,ph
)T

−ye,phte,ph(rsphx ,se,phy
)T + ye,phte,ph(y

e,ph
te,ph
)T − ye,phte,ph(x

e,ph
te,ph
)T

+rT
sphx ,s

e,ph
y
(r
sphx ,s

e,ph
y
)T − r

sphx ,s
e,ph
y
(ye,phte,ph)

T + r
sphx ,s

e,ph
y
(xe,phte,ph)

T ]]. (D.3)

O, lo que es lo mismo

0 =
1

Te,ph

∑

te,ph

p(sphx |x
e,ph
te,ph
, e)p(se,phy |ye,phte,ph , e)(x

e,ph
te,ph
− ye,phte,ph + 2rsphx ,se,phy

+ xe,phte,ph − y
e,ph
te,ph
). (D.4)

A partir de la expresión anterior, y tras despejar convenientemente, se obtiene finalmente la
expresión óptima deseada para r

sphx ,s
e,ph
y

r
sphx ,s

e,ph
y
=

∑
te,ph
p(sphx |x

e,ph
te,ph
, e)p(se,phy |ye,phte,ph , e)(y

e,ph
te,ph
− xe,phte,ph)

∑
te,ph
p(sphx |x

e,ph
te,ph
, e)p(se,phy |ye,phte,ph , e)

. (D.5)

6.8. Anexo E.

La distancia de Kullback Leibler, KL(p, q), es una medida de similitud entre dos funciones de
densidad de probabilidad, en este caso continuas y denominadas p y q, que se calcula del siguiente
modo

KL(p, q) =

∫

x

p(x)log(
p(x)

q(x)
)dx, (E.1)

donde se puede apreciar que p y q son pdfs de una variable vectorial, x, y que se suponen para
este estudio Gaussianas

p(x) =
cp

(2π)D/2|Σp|1/2
e−1/2(x−μp)

TΣ−1p (x−μp), (E.2)

q(x) =
cq

(2π)D/2|Σq|1/2
e−1/2(x−μq)

TΣ−1q (x−μq), (E.3)
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donde cp y cq son las probabiliades a priori de las Gaussianas correspondientes y μp, μq,Σp yΣq son
los vectores de medias y las matrices diagonales de covarianzas de las pdfs p y q, respectivamente.
Por último D es la dimensión delvector x. Si se evalúa el término logaŕıtmico de la expresión (E.1)
introdciendo (E.2) y (E.3) se tiene que

log(
p(x)

q(x)
) = log(

cp

cq
) +
1

2
log(
|Σq|
|Σp|
)−
1

2
((x− μp)

TΣ−1p (x− μp)− (x− μq)
TΣ−1q (x− μq)). (E.4)

Teniendo en cuenta que las matrices de covarianzas, Σp y Σq, son diagonales se tienen las
siguientes igualdades

|Σz| =
∏

i

Σz(i, i), (E.5)

(x− μz)
TΣ−1z (x− μz) =

∑

i

(x(i)− μz(i))2

Σz(i, i)
, (E.6)

donde z puede ser p o p, e i indica el coeficiente i-ésimo. Aśı pues, introduciendo (E.4), (E.5) y
(E.6) en la expresión (E.1), la distancia de Kullback Leibler adopta la forma siguiente

KL(p, q) = cplog(
cp

cq
) +
cp

2

∑

i

log(
Σq(i, i)

Σp(i, i)
)−
cp

2

×
∫

x

∏

i

(
1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i) )
∑

i

(
(x(i)− μp(i))2

Σp(i, i)
−
(x(i)− μq(i))2

Σq(i, i)
)dx. (E.7)

Dado que la integral de una Gaussiana, como toda pdf, a lo largo de su dominio es igual a la
unidad, la expresión (E.7), se puede simplificar del siguiente modo

KL(p, q) = cplog(
cp

cq
) +
cp

2

∑

i

log(
Σq(i, i)

Σp(i, i)
)−
cp

2

×
∑

i

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i) (
(x(i)− μp(i))2

Σp(i, i)
−
(x(i)− μq(i))2

Σq(i, i)
)dx(i). (E.8)

A continuación se trata separadamente la integral de la expresión anterior, que es ya unidimen-
sional, y a la que, por comodidad, se la denominará A. Aśı pues

A =

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i)
(x(i)− μp(i))2

Σp(i, i)
dx(i)

−
∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i)
(x(i)− μq(i))2

Σq(i, i)
dx(i) = B + C. (E.9)

Los dos términos que componen la expresión (E.9), y que, por simplificar la notación, se nom-
brarán a partir de este momento como B y C, respectivente, se calculan independientemente
haciendo uso de cálculo integral básico. Aśı, se puede observar que B, tras hacer un cambio de
variable y resolver por partes es

B =

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i)
(x(i)− μp(i))2

Σp(i, i)
dx(i) = 1. (E.10)
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A su vez, C se descompone en tres términos, D, E y F , tal y como se indica a continuación

C =

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i)
(x(i)− μq(i))2

Σq(i, i)
dx(i) =

−1
Σq(i, i)

(

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i) x(i)2dx(i)

−
∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i) 2x(i)μq(i)dx(i)

+

∫

x(i)

1

(2π)1/2Σp(i, i)
1/2
e
−1/2

(x(i)−μp(i))
2

Σp(i,i) μq(i)
2dx(i))

=
−1
Σq(i, i)

(D + E + F ). (E.11)

Las variables D, E y F se calculan haciendo uso de cálculo integral básico aplicando cambios
de variables y resolviendo por partes. De este modo se obtienen las siguientes expresiones finales

D = Σp(i, i) + μp(i), (E.12)

E = −2μp(i) + μq(i), (E.13)

F = μq(i)
2, (E.14)

Aśı pues, y teniendo en cuenta todo lo anterior, se obtiene finalmente la expresión para la
distancia de Kullback Leibler, KL(p, q), entre dos pdfs Gaussianas

KL(p, q) = cplog(
cp

cq
) +
cp

2

∑

i

(log(
Σq(i, i)

Σq(i, i)
) +
Σp(i, i)

Σq(i, i)
+
(μp(i)− μq(i))2

Σq(i, i)
− 1), (E.15)

que, como se puede apreciar, coincide con (6.22) cuando los vectores de medias de las dos Gaussianas
que componen las pdfs que se desean comparar son iguales.

6.9. Anexo F.

En este Anexo se presenta el desarrollo teórico necesario para estimar el vector de desplaza-
miento r

sphx ,s
e,ph
y
para el método PD-MEMLIN con fase de entrenamiento “ciega” haciendo uso del

algoritmo EM. Dicho algoritmo se aplica iterativamente en dos pasos, E y M: el paso E, Expec-
tation, estima el valor esperado de los parámetros que se pretenden estimar, mientras que el M
maximiza dicho valor esperado con respecto a la variable que se desea estimar.

Se considera pues, un corpus de entrenamiento constituido por vectores de caracteŕısticas ruido-
sos para cada fonema ph y entorno básico e,Yphe = {y

e,ph
1 ; ...;ye,phte,ph ; ...;y

e,ph
Te,ph
}, con te,ph ∈ [1, Te,ph],

donde el fonema correspondiente a cada vector acústico se ha determinado a partir de segmenta-
ción forzada a nivel de fonema de la señal ruidosa mediante el algoritmo de Viterbi. Apréciese que
se ha eliminado con respecto a la Sección 6.4 el supeŕındice Tr por simplificar la notación. Por
otra parte, se dispone de los modelos GMMs de los vectores de caracteŕısticas limpios y ruidosos
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para cada entorno y fonema: (6.9) (6.10), (6.11) y (6.12). Con todo ello se asume que la pdf de los
vectores de caracteŕısticas ruidosos, dado el par de Gaussianas sphx y s

e,ph
y , el entorno básico e y el

fonema ph es

p(ye,phte,ph |s
ph
x , s

e,ph
y , e, ph) = N (ye,phte,ph ;μsphx + rsphx ,se,phy

,Σ
se,phy
), (F.1)

de modo que se puede definir la función de log-verosimilitud para todo el corpus de entrenamiento
correspondiente a un determinado entorno básico e y fonema ph, L(Yphe )

ph
e , como

L(Yphe )
ph
e =

∑

te,ph

log
∑

se,phy

∑

sphx

p(sphx , s
e,ph
y |e, ph)N (ye,phte,ph ;μsphx + rsphx ,se,phy

,Σ
s
e,ph
y
), (F.2)

donde p(sphx , s
e,ph
y |e, ph) es la probabilidad conjunta del par de Gaussianas sphx y s

e,ph
y , dado el

entorno básico, e, y el fonema ph. A continuación se realiza el paso E, para lo que se define la
función auxiliar Q(φ, φnew)

ph
e , donde φ = {rsphx ,se,phy

} se corresponde con el vector de desplaza-
miento del que se disponga en cada iteración, esto es, el obtenido en la iteración precedente, y
φnew = {rnew,sphx ,se,phy

} será el nuevo vector de desplazamiento calculado

Q(φ, φnew)
ph
e =

∑

te,ph

∑

se,phy

∑

sphx

p(sphx , s
e,ph
y |ye,phte,ph , φ, e, ph)log(p(y

e,ph
te,ph
, sphx , s

e,ph
y |φnew, e, ph)), (F.3)

Si, por comodidad, se define la variable Ω = ye,phte,ph − μsphx − rnew,sphx ,se,phy
, y teniendo en cuenta

que p(ye,phte,ph , s
ph
x , s

e,ph
y |φnew, e, ph) = p(sphx , s

e,ph
y )p(ye,phte,ph |s

ph
x , s

e,ph
y φnew, e, ph) la expresión (F.3) se

transforma en

Q(φ, φnew)
ph
e = constant+

∑

te,ph

∑

se,phy

∑

sphx

p(sphx , s
e,ph
y |ye,phte,ph , φ, e, ph)(−

1

2
log|Σ

se,phy
| −
1

2
ΩTΣ

se,phy
Ω),

(F.4)
donde constant no afecta a la maximización que se realizará en el paso M. Aśı, y una vez finalizado
el paso E, en el paso M se procede a calcular el valor de r

new,sphx ,s
e,ph
y
derivando con respecto a

dicha variable la expresión (F.4), e igualando posteriormente a cero.

r
new,sphx ,s

e,ph
y
=
δ(Q(φ, φnew)

ph
e )

δ(r
new,sphx ,s

e,ph
y
)

=
∑

te,ph

p(sphx , s
e,ph
y |ye,phte,ph , φ, e, ph)

δ(− 12 log|Σse,phy
| − 12Ω

TΣ
se,phy
Ω)

δ(r
new,sphx

, se,phy )
= 0, (F.5)

δ(− 12 log|Σse,phy
| − 12Ω

TΣ
se,phy
Ω)

δ(r
new,sphx

, se,phy )
= Σ

se,phy
(ye,phte,ph − μsphx − rnew,sphx ,se,phy

), (F.6)

r
new,sphx ,s

e,ph
y
=

∑
te,ph
p(sphx , s

e,ph
y |ye,phte,ph , φ, e, ph)(y

e,ph
te,ph
− μ

sphx
)

∑
te,ph
p(sphx , s

e,ph
y |ye,phte,ph , φ, e, ph)

, (F.7)

donde p(sphx , s
e,ph
y |ye,phte,ph , φ, e, ph) se puede obtener mediante la siguiente aproximación

95



p(sphx , s
e,ph
y |ye,phte,ph , φ, e, ph) ' p(s

e,ph
y |ye,phte,ph , e, ph)p(s

ph
x |y

e,ph
te,ph
, se,phy , φ, e, ph)

= p(se,phy |ye,phte,ph , e, ph)
p(se,phy )p(ye,phte,ph |s

ph
x , s

e,ph
y , φ)

∑
s
ph
x
p(se,phy )p(ye,phte,ph |s

ph
x , s

e,ph
y , φ)

, (F.8)

que coincide con la expresión presentada en la Sección 6.4.

6.10. Anexo G.
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7

Mejoras en el Modelado de la Pro-
babilidad entre Gaussianas.

En el Caṕıtulo 5 se plantearon distintas ĺıneas de actuación para compensar algunas de las limi-
taciones observadas en la técnica MEMLIN. Una de ellas, mejorar el modelo de x, ya se ha tratado
convenientemente en el Caṕıtulo 6; ahora le toca el turno al término correspondiente a la probabi-
lidad entre Gaussianas, p(sx|yt, e, sey), término este de gran importancia puesto que determina, a
nivel de Gaussiana, el entorno de proyección del vector de caracteŕısticas ruidoso dentro del espacio
limpio y, por tanto, el nivel de incertidumbre en el que se puede mover el vector de caracteŕısticas
normalizado, que estará en función de las varianzas de las Gaussianas que modelan el espacio lim-
pio. Hasta el momento, y en los distintos métodos presentados en este trabajo, p(sx|yt, e, sey) se ha
aproximado siempre por p(sx|xt), eliminando por tanto la dependencia con el correspondiente vec-
tor de caracteŕısticas ruidoso. Esto no deja de ser una aproximación de compromiso ya que supone
que el vector de caracteŕısticas limpio asociado al correspondiente degradado ha sido generado por
una Gaussiana, sx, que únicamente depende de la Gaussiana sy, menospreciando, en cierto modo,
la capacidad degradativa de la aleatoriedad introducida por el ruido del entorno acústico concreto.

Para compensar las limitaciones mostradas por el modelado de la probabilidad entre Gaussia-
nas apreciado en las técnicas presentadas hasta el momento, se propone modelar mediante una
GMM los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas: sx y s

e
y, en

el caso de los métodos MEMLIN, P-MEMLIN o MEMHIN [Buera et al., 2006b], o sphx y s
e,ph
y si

se trata del algoritmo PD-MEMLIN [Buera et al., 2006a]. Estas GMMs se entrenan en la fase de
entrenamiento previa mediante señal estéreo y, del mismo modo que proporcionan una interesante
mejora en los resultados de RAH, también son responsables de incrementar el coste computacional
considerablemente. Sin embargo, tal y como se indicará a lo largo de este Caṕıtulo, esta limitación
puede ser minimizada si se reduce el número de pares de Gaussianas computadas.

En este Caṕıtulo se presenta primeramente (Sección 7.1) un estudio sobre los efectos, tanto cua-
litativos como cuantitativos, que el término de probabilidad entre Gaussianas posee en las técnicas
MEMLIN y PD-MEMLIN. A ráız de los resultados presentados no sólo se podrá afirmar que el
término en cuestión tiene una importancia capital, sino que además el margen de mejora en térmi-
nos de WER al que se puede aspirar es muy importante. Una vez demostradas las limitaciones de
la aproximación del modelo de probabilidad entre Gaussianas aplicada hasta el momento en las
técnicas MEMLIN y PD-MEMLIN, se procede a exponer la solución propuesta en este sentido: en
la Sección 7.2 se incluye el desarrollo teórico general precisado para obtener las distintas GMMs
que representan a los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas. La
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adaptación de las expresiones calculadas en la Sección anterior para las técnicas MEMLIN y PD-
MEMLIN se exponen en la Sección 7.3. Los resultados de RAH obtenidos tras la aplicación del
nuevo modelado de la probabilidad entre Gaussianas basado en GMMs para las técnicas MEMLIN
y PD-MEMLIN se obtuvieron, una vez más, con la base de datos SpeechDat Car en español, y se
incluyen en la Sección 7.4. En ella queda patente el buen comportamiento de las dos extensiones
propuestas, no sólo con respecto a los métodos emṕıricos basados en el criterio MMSE más uti-
lizados en la actualidad (CMN, RATZ y SPLICE), sino también si se comparan con la técnicas
MEMLIN y PD-MEMLIN.

7.1. El Efecto del Modelado de la Probabilidad entre Gaus-
sianas.

Desde un primer momento ya se pensó que el modelado de la probabilidad entre Gaussianas
en las técnicas de normalización de vectores de caracteŕısticas presentadas en este trabajo hasta
este momento (MEMLIN, P-MEMLIN, MEMHIN y PD-MEMLIN) pod́ıa desempeñar un papel
capital. En realidad, conceptualmente hablando, este término tiene la capacidad de determinar, a
nivel de Gaussiana, el entorno de proyección del vector de caracteŕısticas ruidoso dentro del espacio
limpio y, por tanto, el nivel de incertidumbre en el que se puede mover el vector de caracteŕısticas
normalizado, que estará en función de las varianzas de las Gaussianas que modelan el espacio lim-
pio. Esta suposición, sin embargo, sólo proporcionaba una cierta idea cualitativa de la importancia
del modelado de la probabilidad entre Gaussianas. Para certificarla, y además determinar cuanti-
tativamente cual impornte es dicho término, se realizaron sendos experimentos de RAH para las
técnicas MEMLIN y PD-MEMLIN.

Para ello se modificaron ambas técnicas de modo que el término de estudio, el modelo de la
probabilidad entre Gaussianas, se calculara a partir de la señal de reconocimiento limpia, esto es,
p(sx|yt, e, sey) ' p(sx|xt), para el caso del algoritmo MEMLIN y p(s

ph
x |yt, e, ph, s

e,ph
y ) ' p(sphx |xt),

si se trata del método PD-MEMLIN. De esta manera, el cálculo de las nuevas variables se reali-
zará haciendo uso de (5.7) y (5.8) o de (6.11) y (6.12), respectivamente.

p(sx|xt) =
p(sx)p(xt|sx)∑
sx
p(sx)p(xt|sx)

, (7.1)

p(sphx |xt) =
p(sphx )p(xt|s

ph
x )∑

sphx
p(sphx )p(xt|s

ph
x )
. (7.2)

Con este experimento, tanto más alejado de la realidad conforme mayor sea el número de
Gaussianas con que se modele el espacio limpio, se pretende conocer el ĺımite de los métodos
MEMLIN y PD-MEMLIN al que se puede aspirar cuando el modelado de la probabilidad entre
Gaussianas es óptimo. Aśı pues los resultados de RAH para las dos técnicas modificadas se pueden
observar en la Tabla 7.1, donde se han incluido además, a modo de comparación, los resultados
ya obtenidos cuando se reconoce la señal limpia (Entrenamiento CLK, Reconocimiento CLK) y
ruidosa (Entrenamiento CLK, Reconocimiento HF). Asimismo se introducen los resultados de WER
medio (MWER) y mejora media de WER (MIMP). En la experimentación se ha utilizado la base de
datos SpeechDat Car en español, parametrización UZ y modelos acústicos para unidades fonéticas.
Por otra parte, para el caso de la modificación sobre la técnica MEMLIN se han empleado 128
Gaussianas para modelar el espacio limpio y cada entorno básico; sin embargo, para el algoritmo
modificado PD-MEMLIN se han utilizado 16 Gaussianas para componer los distintos modelos
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Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK CLK 1.90 2.64 1.81 1.75 1.62 0.64 0.35 1.75

CLK HF 5.91 14.49 14.55 20.17 21.07 16.19 35.71 16.21

CLK MEMLIN 128 1.63 3.52 1.82 1.50 2.29 0.79 0.35 1.99 98.36

CLK PD-MEMLIN 16 1.25 3.78 2.66 2.13 3.53 1.27 1.36 2.50 94.83

Cuadro 7.1: Resultados en términos de WER (%) con la base de datos SpeechDat Car para las técnicas
MEMLIN y PD-MEMLIN cuando se emplea señal limpia para determinar el modelado de la probabilidad
entre Gaussianas. Se presentan los resultados para los diferentes entornos básicos (E1,..., E7) utilizando la
parametrización UZ y modelos acústicos para las unidades fonéticas generados a partir del corpus de señal
limpia (CLK en la columna de Entrenamiento). “Reconocimiento” hace referencia a la señal empleada
para RAH: limpia (CLK), ruidosa (HF) y normalizada tras aplicar las técnicas modificadas MEMLIN y
PD-MEMLIN. En estas dos últimas se incluye, junto al nombre identificador de los métodos, el número
de Gaussianas empleadas para modelar, bien los espacios (limpio y los entornos básicos), bien los distintos
fonemas.

GMM de cada fonema. Nótese que la experimentación propuesta posee los mismos parámetros que
los empleados en las Secciones 5.4 y 6.5, por lo que los resultados son totalmente comparables.
Tal y como se puede apreciar en la Tabla 7.1, el margen de mejora que puede proporcionar

el término de modelado de la probabilidad entre Gaussianas es muy elevado, tanto que permite
acercarse a la normalización perfecta (100% de MIMP). De este modo se certifica, ya de un modo
cuantitativo, la suposición que sobre la importancia de este término ya se teńıa desde un primer
momento. Por otra parte, el hecho de que los resultados obtenidos con la variación de la técnica
MEMLIN sean algo superiores a los alcanzados con la modificación del algoritmo PD-MEMLIN
se debe a que en este último caso hay otro término que influye de un modo importante y que en
este caso no se está optimizando: la probabilidad a posteriori del fonema ph, dado el vector de
caracteŕısticas ruidoso yt y el entorno básico e, p(ph|yt, e), tal y como ya quedó reflejado en la
Sección 6.5 al presentarse la pseudo-técnica KPD-MEMLIN.

Por otra parte, también se presentan en la Figura 7.1 los histogramas y log-scattegrams obte-
nidos a partir del primer coeficiente MFCC de los vectores de caracteŕısticas de voz de la señal
limpia y la normalizada mediante las dos extensiones propuestas anteriormente para los algoritmos
MEMLIN y PD-MEMLIN. Dichas representaciones se han obtenido a partir de las señales del
corpus de reconocimiento del entorno básico E4 de la base de datos SpeechDat Car en español.
Asimismo, en las Figuras 7.1.a, y a modo de comparación, se vuelven a incluir las representaciones
correspondientes obtenidas a partir de la señal limpia y la ruidosa, pudiéndose apreciar en este
caso el efecto, tanto en términos de pdf (Figura 7.1.a.1) como de incertidumbre (Figura 7.1.a.2),
que el entorno acústico produce en los coeficientes de la señal limpia. A su vez en las Figuras 7.1.b
se presentan las gráficas obtenidas tras aplicar la técnica MEMLIN modificada, incluyendo los his-
togramas de la señal limpia y la normalizada (Figura 7.1.b.1) y el correspondiente log-scattegram
(Figura 7.1.b.2). Si se comparan estas representaciones con las obtenidas con la técnica MEMLIN
convencional (Figuras 5.7.b), se puede constatar una mejor aproximación del histograma normali-
zado con respecto al de la señal limpia, aśı como una importante reducción de la incertidumbre. Por
último, en las Figuras 7.1.c se incluyen las gráficas obtenidas con la modificación de la técnica PD-
MEMLIN; se incluyen tanto los histogramas de la señal limpia y la normalizada (Figura 7.1.c.1),
como el correspondiente log-scattegram (Figura 7.1.c.2). Si se comparan estas representaciones con
las obtenidas con la técnica PD-MEMLIN convencional (Figuras 6.6.b), se puede observar una
mejor aproximación del histograma normalizado con respecto al de la señal limpia, aśı como una
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Figura 7.1: Log-scattegrams e histogramas realizados entre el primer coeficiente MFCC de las tramas de voz de la
señal limpia (eje de abscisas) y la señal ruidosa (a) (eje de ordenadas), o normalizada usando la técnica MEMLIN con
128 Gaussianas por entorno básico (b) (eje de ordenadas) cuando se emplea señal limpia para calcular el modelado
de la probabilidad entre Gaussianas. En la figura (c) se representa el log-scattegram y el histograma obtenidos a
partir de la señal normalizada con la técnica PD-MEMLIN con 16 Gaussianas por fonema y entorno básico cuando
se emplea señal limpia para calcular el modelado de la probabilidad entre Gaussianas. Todas las representaciones
se realizaron a partir del corpus de reconocimiento del entorno básico E4 de la base de datos SpeechDat Car en
español. La ĺınea en los log-scattegrams representa la función x = y.

importante reducción de la incertidumbre.

Con todo lo anterior se puede concluir, ya definitivamente, que la potencialidad de las técnicas
MEMLIN y PD-MEMLIN es tal, que podŕıa llegar a alcanzar resultados de RAH con la señal
normalizada propios de la señal limpia, hecho este que no siempre es posible decir de otras técnicas
de normalización. Sin embargo, todo esto pasa por mejorar considerablemente el modelado de la
probabilidad entre Gaussianas. A continuación se presenta la solución propuesta, que consiste en
modelar los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas, sx y s

e
y para

la técnica MEMLIN, o sphx y s
e,ph
y si se trata del algoritmo PD-MEMLIN, mediante GMMs.

7.2. Modelado de la Probabilidad entre Gaussianas basado
en GMMs.

Tal y como se ha comentado anteriormente, para mejorar el modelado de la probabilidad entre
Gaussianas, hasta ahora aproximado siempre mediante una expresión independiente del vector de
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caracteŕısticas ruidoso, se propone hacer uso de GMMs, de modo que representen a dichos vectores
de caracteŕısticas degradados asociados a cada par de Gaussianas de los modelos de los entor-
nos básicos y el espacio limpio (sx y s

e
y para las técnicas MEMLIN, P-MEMLIN y MEMHIN o

se,phx y se,phy para el caso del algoritmo PD-MEMLIN). A continuación, y de cara a simplificar la
notación del desarrollo teórico que se va a exponer para estimar los parámetros que definen las
correspondientes GMMs asociadas al modelado de la probabilidad entre Gaussianas, se conside-
rará únicamente un entorno básico y un fonema, de modo que se eliminarán esas dependencias.
Esto no resta generalidad alguna puesto que cada entorno básico y fonema se pueden tratar in-
dependientemente considerando que, tal y como se ha venido haciendo en caṕıtulos precedentes
(Secciones 6.3 y 5.3), cada vector de caracteŕısticas del corpus de entrenamiento se puede etiquetar
como perteneciente a un entorno básico y fonema concretos.

Sea pues la GMM que modela los vectores de caracteŕısticas ruidosos asociada al par de Gaus-
sianas de los espacios limpio y degradado sx y sy, y compuesta por C

′′′ componentes (se considera
que los vectores de caracteŕısticas degradados asociados a los distintos pares de Gaussianas se
representan con el mismo número de componentes)

p(yt|sx, sy) =
C′′′∑

s′y=1

p(yt|sx, sy, s
′
y)p(s

′
y|sx, sy), (7.3)

p(yt|sx, sy, s
′
y) = N (yt;μsx,sy,s′y ,Σsx,sy,s′y ), (7.4)

donde μsx,sy,s′y , Σsx,sy,s′y , y p(s
′
y|sx, sy) son el vector de medias, la matriz diagonal de covarianzas

y la probabilidad a priori asociados a la componente s′y del modelo de probabilidad propuesto
para el par de Gaussianas sx y sy. Para obtener las estimaciones de estos tres parámetros se hace
uso del criterio de máxima verosimitud, ML; para lo cual se define previamente una función de
verosimitud a partir de los parámetros dadas las observaciones, que en este caso se corresponden
con los vectores de caracteŕısticas ruidosos, y posteriormente se maximiza dicha función con res-
pecto a cada uno de los tres parámetros que definen la GMM. Este proceso, dado que no tiene
generalmente una solución directa sencilla, se suele llevar a cabo a partir del uso del algoritmo EM
[Dempster et al., 1977] tal y como se indica a continuación.

Dado un corpus de entrenamiento compuesto por señal estéreo (X,Y) = {(x1,y1), ...(xt,yt)..., (xT ,yT )}
con t ∈ [1, T ], y donde se han eliminado las dependencias del entorno básico y los fonemas tal y
como se ha explicado con anterioridad, del mismo modo que el supeŕındice Tr, que aparećıa en
otras secciones para denotar la pertenencia de los distintos vectores de caracteŕısticas al corpus
de entrenamiento, y que en esta ocasión no aparece por simplificar la notación. Por otra parte, se
asume, además del modelo de probabilidad entre Gaussianas para los vectores de caracteŕısticas
ruidosos y cuyas variables se pretenden estimar, (7.3) y (7.4), que los vectores de caracteŕısticas
ruidosos se pueden modelar mediante una GMM de C ′ componentes, identificadas como sy, (5.13)
y (5.14), aśı como que los vectores de caracteŕısticas limpios quedan representados mediante una
GMM de C componentes, sx, (5.7) y (5.8). Nótese que estas dos últimas aproximaciones ya se han
tenido en cuenta en las distintas técnicas de normalización previamente presentadas. Para finalizar,
y por completar académicamente el problema, también se considerará una GMM de C ′′ compo-
nentes, identificadas como s′x, y que modela la probabilidad entre Gaussianas para los vectores de
caracteŕısticas limpios.

Con todo lo anterior, cada yt se puede ver como un vector de caracteŕısticas etiquetado de modo
incompleto (missing o incomplete data), que, para completarlo (complete data), son necesarios dos
vectores indicadores, a saber, wt ∈ {0, 1}C

′
, que poseerá un uno en la posición correspondiente a
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la Gaussiana sy que ha generado yt y ceros en el resto de las C
′ posiciones (W = {w1, ...,wT });

por su parte, el segundo vector indicador es zy,t ∈ {0, 1}C
′′′
, que estará compuesto por un uno en

la posición correspondiente a la Gaussiana s′y del modelo de probabilidad entre Gaussianas que
genera yt y ceros en el resto de las C

′′′ posiciones (Zy = {zy,1, ..., zy,T }). Asimismo, cada vector
de caracteŕısticas limpio xt se puede ver igualente como un vector etiquetado de modo incompleto
que precisaŕıa de dos nuevos vectores indicadores para completarlo; el primero de ellos es en este
caso vt ∈ {0, 1}C , que incluiŕıa un uno en aquella posición correspondiente a la Gaussiana sx
que ha generado xt y ceros en el resto de las C posiciones (V = {v1, ...,vT }), mientras que el
segundo vector indicador seŕıa zx,t ∈ {0, 1}C

′′
, que estaŕıa compuesto por un uno en la posición

correspondiente a la Gaussiana s′x del modelo de probabilidad entre Gaussianas que genera xt y
ceros en el resto de las C ′′ posiciones (Zx = {zx,1, ..., zx,T }). Aśı pues, la pdf de los datos completos
se puede ver como

p(x,y,v,w, zx, zy) ' p(v,w, zx)p(x|v,w, zx)×

p(v,w, zy)p(y|v,w, zy), (7.5)

donde se ha supuesto que x e y son independientes, del mismo modo que x y zy, e y y zx. Dado que
los cuatro vectores indicadores considerados (v, w, zx y zy) se corresponden con multinomiales,
la pdf de los datos completos (7.5) se puede expresar como (7.6), donde vsx , wsy , zy,s′y y zx,s′x
son las componentes de los vectores v, w, zx y zy asociadas a las Gaussianas sx, sy, s

′
y y s

′
x

respectivamente.

p(x,y,v,w, zx, zy) '∏
sx

∏
sy

∏
s′x
[p(vsx = 1, wsy = 1, zx,s′x = 1)p(x|vsx = 1, wsy = 1, zx,s′x = 1)]

vsxwsy zx,s′x×
∏
sx

∏
sy

∏
s′y
[p(vsx = 1, wsy = 1, zy,s′y = 1)p(y|vsx = 1, wsy = 1, zy,s′y = 1)]

vsxwsy zy,s′y .
(7.6)

El algoritmo EM, tal y como ya se ha indicado en alguna ocasión, es una técnica iterativa que
consta de dos pasos. En el primero de ellos, llamado E, Expectation, se estima el valor esperado
de la función de log-verosimilitud de los datos completos con respecto a los vectores indicadores
y dados los datos incompletos. Por otra parte, en el segundo paso, o M, Maximization, se obtie-
nen los parámetros deseados, en este caso los que definen el modelado de la probabilidad entre
Gaussianas. Para esto último se maximiza con respecto a dichos parámetros la expresión del valor
esperado obtenido en el paso E. Ambos procesos se repiten tantas veces como sea necesario, pu-
diéndose demostrar que en cada iteración se incrementa la log-verosimilitud de los datos a la vez
que se garantiza la convergencia del método a un máximo local de la función de log-verosimilitud
[Dempster et al., 1977] [Wu, 1983]. A continuación se trata cada uno de los pasos por separado.

7.2.1. El paso E.

A la hora de evaluar el paso E, se define inicialmente la función de log-verosimilitud considerando
los datos completos, esto es, y para este caso concreto, los vectores de caracteŕısticas estéreos,
limpios X y ruidosos Y, y los vectores indicadores: V, W, Zx y Zy, L(Θ|X,Y,V,W,Zx,Zy),
donde Θ incluye todos los parámetros de la GMM de la probabilidad entre Gaussianas que se
pretenden estimar (p(yt|sx, sy, s′y), μsx,sy,s′y y Σsx,sy,s′y ).

L(Θ|X,Y,V,W,Zx,Zy) =
∑
t log(p(xt,yt,vt,wt, zx,t, zy,t|Θ)) =∑

t

∑
sx

∑
sy

∑
s′x
vsxwsyzx,s′x [log(p(vsx = 1, wsy = 1, zx,s′x = 1)) + log(p(xt|vsx = 1, wsy = 1, zx,s′x = 1))]+∑

t

∑
sx

∑
sy

∑
s′y
vsxwsyzy,s′y [log(p(vsx = 1, wsy = 1, zy,s′y = 1)) + log(p(yt|vsx = 1, wsy = 1, zy,s′y = 1))],

(7.7)
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donde, si se considera que vsx y wsy son independientes, se tiene que

p(vsx = 1, wsy = 1, zx,s′x = 1) '
p(vsx = 1)p(wsy = 1)p(zx,s′x = 1|vsx = 1, wsy = 1) = PsxPsyPsxsys′x ,

(7.8)

p(vsx = 1, wsy = 1, zy,s′y = 1) '
p(vsx = 1)p(wsy = 1)p(zy,s′y = 1|vsx = 1, wsy = 1) = PsxPsyPsxsys′y ,

(7.9)

siendo Psx y Psy las probabilidades a priori de las componentes sx y sy, respectivamente; mientras
que Psxsys′x y Psxsys′y son, por su parte, las probabilidades a priori de las Gaussianas s

′
x y s

′
y, de las

GMMs asociadas al par sx y sy, respectivamente. El problema, llegado a este punto, es determinar
las Gaussianas de los distintos modelos que generan los datos incompletos; para ello se consideran
como constantes los parámetros del modelado de probabilidad entre Gaussianas para la iteración
k-ésima, Θ(k), siendo k la iteración previa. Asimismo se hace uso de la función Q(Θ|Θ(k)), que
está relacionada con la función de log-verosimilitud, y que se define del siguiente modo Q(Θ|Θ(k)) =
E[log(p(X,Y,V,W,Zx,Zy|Θ))|X,Y,Θ(k)], donde el operador E[•] representa el valor esperado
de •. Considerando esto último se puede observar que

Q(Θ|Θ(k)) =∑
t

∑
sx

∑
sy

∑
s′x
(vsxwsyzxs′x)

(k)[log(PsxPsyPsxsys′x) + log(p(xt|vsx = 1, wsy = 1, zxs′x = 1))]+∑
t

∑
sx

∑
sy

∑
s′y
(vsxwsyzs′y )

(k)[log(PsxPsyPsxsys′y ) + log(p(yt|vsx = 1, wsy = 1, zys′y = 1))].

(7.10)

(vsxwsyzxs′x)
(k) = E[vsxwsyzxs′x |xt,yt,Θ

(k)] '
E[vsx |xt]E[wsy |yt]E[zxs′x |xt, vsx , wsy ,Θ

(k)] = AB(k),
(7.11)

(vsxwsyzys′y )
(k) = E[vsxwsyzys′y |xt,yt,Θ

(k)] '
E[vsx |xt]E[wsy |yt]E[zys′y |yt, vsx , wsy ,Θ

(k)] = AC(k),
(7.12)

donde se ha considerado que vsx y wsy son independientes, del mismo modo que vsx e yt, wsy
y xt, y zxsx e yt. Se asume igualmente que la esperanza de las Gaussianas vsx y wsy , dados
los vectores de caracteŕısticas xt e yt no dependen del modelo de probabilidad entre Gaussianas
propuesto. Por otra parte, E[zs′y |yt, vsx , wsy ,Θ

(k)] se estima haciendo uso de las expresiones (7.3)
y (7.4), dando lugar a (7.13); mientras, E[vsx |xt] y E[wsy |yt], se pueden obtener a partir de las
GMMs que representan tanto el espacio limpio (5.7) y (5.8), como el ruidoso (5.13) y (5.14),
respectivamente, de manera similar a la que se ha obtenido (7.13); sin embargo, en este trabajo
a la hora de estimar estas dos variables se ha adoptado una decisión hard, esto es, tomarán el
valor 1 si las Gaussianas sx o sy son respectivamente las más probables, ó 0 en cualquier otro caso.
Por último, E[zs′x |xt, vsx , wsy ,Θ

(k)] se podŕıa estimar del mismo modo que E[zs′y |yt, vsx , wsy ,Θ
(k)]

para el hipotético modelado de la probabilidad entre Gaussianas para los vectores de caracteŕısticas
limpios, pero no es necesario hacerlo ya que para el desarrollo teórico que se pretende resulta
intrascendente.

E[zs′y |yt, vsx , wsy ,Θ
(k)] =

p(s′y|sx, sy)
(k)N (yt|μ

(k)
sx,sy,s′y

,Σ
(k)
sx,sy,s′y

)
∑
s′y
p(s′y|sx, sy)(k)N (yt|μ

(k)
sx,sy,s′y

,Σ
(k)
sx,sy,s′y

)
. (7.13)

7.2.2. El paso M.

Para obtener las estimaciones de máxima verosimilitud para los distintos parámetros que de-
finen el modelo de la probabilidad entre Gaussianas considerado, se maximiza, como ya se hab́ıa
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indicado con anterioridad, la función Q(Θ|Θ(k)) con respecto a ellos, dando lugar de ese modo a
las correspondientes expresiones para la iteración (k + 1).

Estimación de la probabilidad a priori de la Gaussiana s′y del modelado de la proba-
bilidad entre Gaussianas.

Para realizar la maximización de la probabilidad a priori de la Gaussiana s′y del modelado
de la probabilidad entre las Gaussianas sx y sy, se debe tener en cuenta la restricción de que
las probabilidades a priori han de sumar la unidad, por lo que se hace necesario introducir el
multiplicador de Lagrange λsxsy . Aśı pues, la función que se debe maximizar en este caso es

L(Θ, λsxsy ) = Q(Θ|Θ
(k))−

∑

sx

∑

sy

λsxsy
∑

s′y

[Psxsys′y − 1], (7.14)

donde λsxsy son los correspondientes multiplicadore de Lagrange. De este modo, a la hora de
obtener las probabilidades a priori óptimas, Psxsys′y , es preciso maximizar la función L(Θ, λsxsy )
con respecto a dichas probabilidades y los multiplicadores de Lagrange. Para el primero de los
casos se tiene

δL(Θ, λsxsy )

δPsxsys′y
|Θ=Θk+1 =

∑

t

(vsxwsyzys′y )
(k)

P k+1sxsys′y

− λsxsy = 0, (7.15)

P
(k+1)
sxsys′y

=
1

λsxsy

∑

t

(vsxwsyzys′y )
(k). (7.16)

Si ahora se maximiza la función L(Θ, λsxsy ) con respecto a los multiplicadores de Lagrange se
obtienen las siguientes expresiones

δL(Θ, λsxsy )

δλsxsy
|Θ=Θk+1 = −

∑

s′y

P
(k+1)
sxsys′y

+ 1 = 0, (7.17)

∑

s′y

P
(k+1)
sxsys′y

= 1. (7.18)

A partir de las expresiones anteriores (7.16) y (7.18), se puede obtener la estimación final para
la probabilidad a priori de la Gaussiana s′y del modelo de probabilidad entre Gaussianas sx y sy,
que será

p(s′y|sx, sy)
(k+1) =

∑
t(vsxwsyzs′y )

(k)

∑
t

∑
s′y
(vsxwsyzs′y )

(k)
=

∑
tAC

(k)

∑
t

∑
s′y
AC(k)

, (7.19)

donde debe recordarse que (vsxwsyzys′y )
(k) = AC(k).

Estimación del vector de medias de la Gaussiana s′y del modelado de la probabilidad
entre Gaussianas.

Para estimar los vectores de medias de la Gaussiana s′y del modelado de la probabilidad entre las
Gaussianas sx y sy, se deberá maximizar con respecto a dicho vector de medias, μsx,sy,s′y , la función

siguiente L(Θ) = Q(Θ|Θ(k)). Teniendo en cuenta que dicho vector de medias aparece únicamente
en el segundo término aditivo de (7.10), se puede observar que la maximización requerida es
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δQ(Θ|Θ(k))
δμsxsys′y

|Θ=Θk+1 = 0 =
∑
t (vsxwsyzys′y )

(k) δ
δμsxsys′y

|Θ=Θk+1 [log(p(yt|vsx = 1, wsy = 1, zs′y = 1))] =
∑
t (vsxwsyzys′y )

(k) δ
δμsxsys′y

|Θ=Θk+1 [−
1
2 (yt − μsxsys′y )

TΣ−1sxsys′y (yt − μsxsys′y )],

(7.20)

donde se ha hecho uso de

p(yt|vsx = 1, wsy = 1, zys′y = 1) =
1

(2π)d/2|Σsx,sy,s′y |
1/2 e

− 12 (yt−μsx,sy,s′y )
TΣ−1

sx,sy,s
′
y
(yt−μsx,sy,s′y ),

(7.21)
donde d es la dimensión de los vectores de caracteŕısticas. Mediante propiedades del cálculo ma-
tricial, y teniendo en cuenta que la matriz de covarianza es diagonal, se puede observar que

(yt − μsxsys′y )
TΣ−1sxsys′y (yt − μsxsys′y ) = Tr[(yt − μsxsys′y )

TΣ−1sxsys′y (yt − μsxsys′y )] =

Tr[Σ−1sxsys′yytyt
T ]− Tr[Σ−1sxsys′yytμsxsys′y

T ]−

Tr[Σ−1sxsys′yμsxsys
′
y
yt
T ] + Tr[Σ−1sxsys′yμsxsys

′
y
μsxsys′y

T ].

(7.22)

δ
δμsxsys′y

|Θ=Θk+1 [−
1
2 (yt − μsxsys′y )

TΣ−1sxsys′y (yt − μsxsys′y )] =

− 12 [−Σ
−1
sxsys′y

yt −Σ
−1
sxsys′y

T
yt + (Σ

−1
sxsys′y

+Σ−1sxsys′y
T
)μsxsys′y ] =

− 12 [−2Σ
−1
sxsys′y

yt + 2Σ
−1
sxsys′y

μsxsys′y ].

(7.23)

Con todo lo anterior, e introduciendo la expresión (7.23) en (7.20), se tiene finalmente que

δQ(Θ|Θ(k))
δμsxsys′y

|Θ=Θk+1 = 0 =
∑
t (vsxwsyzys′y )

(k)[−Σ−1sxsys′yyt +Σ
−1
sxsys′y

μsxsys′y
(k+1)],

(7.24)

μ
(k+1)
sx,sy,s′y

=

∑
t(vsxwsyzs′y )

(k)yt
∑
t(vsxwsyzs′y )

(k)
. (7.25)

Estimación de la matriz de covarianzas de la Gaussiana s′y del modelado de la proba-
bilidad entre Gaussianas.

Para estimar las matrices diagonales de covarianzas de la Gaussiana s′y del modelado de la
probabilidad entre las Gaussianas sx y sy, se deberá maximizar con respecto a dicha matriz de
covarianzas, Σsx,sy,s′y , la función siguiente L(Θ) = Q(Θ|Θ

(k)). Teniendo en cuenta que Σsx,sy,s′y
aparece únicamente en el segundo término aditivo de la expresión (7.10), se puede observar que la
maximización requerida, aplicando (7.21), es

δQ(Θ|Θ(k))
δΣsxsys′y

|Θ=Θk+1 = 0 =
∑
t (vsxwsyzys′y )

(k) δ
δΣsxsys′y

|Θ=Θk+1 [log(p(yt|vsx = 1, wsy = 1, zs′y = 1))] =
∑
t (vsxwsyzys′y )

(k) δ
δΣsxsys′y

|Θ=Θk+1 [−
1
2 (yt − μsxsys′y )

TΣ−1sxsys′y (yt − μsxsys′y )].

(7.26)

Mediante propiedades del cálculo matricial, y teniendo en cuenta que la matriz de covarianza
es diagonal, aśı como la expresión (7.22), se puede observar que
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δ
δΣsxsys′y

|Θ=Θk+1 [−
1
2 (yt − μsxsys′y )

TΣ−1sxsys′y (yt − μsxsys′y )] =

− 12 [Σ
(k+1)
sxsys′y

−1
−Σ(k+1)sxsys′y

−1
(yt − μsxsys′y )(yt − μsxsys′y )

T
Σ
(k+1)
sxsys′y

−1
].

(7.27)

Con todo lo anterior, y llevando la expresión (7.27) a (7.26), se tiene finalmente que

Σ
(k+1)
sx,sy,s′y

= 1∑
t(vsxwsy zs′y

)(k)
×

∑
t(vsxwsyzs′y )

(k)(yt − μ
(k)
sx,sy,s′y

)(yt − μ
(k)
sx,sy,s′y

)T .
(7.28)

Obsérvese que si se mantienen todas las aproximaciones consideradas hasta el momento, y los
vectores de caracteŕısticas ruidosos se modelan en (7.3) con la misma pdf uniforme para todos
los pares de Gaussianas sx y sy en vez de mediante Gaussianas, la expresión para el modelo
de probabilidad cruzada que se debeŕıa emplear en la fase de normalización coincidiŕıa con (5.27).
Aśı pues, se puede decir que el modelo de probabilidad entre Gaussianas propuesto en este Caṕıtulo
no deja de ser una generalización del que ya se hab́ıa considerado en Caṕıtulos precedentes.

7.3. Aplicación del modelado de probabilidad entre Gaus-
sianas basado en GMMs a las técnicas MEMLIN y PD-
MEMLIN.

Hasta el moemnto simplemente se ha propuesto un modelo basado en GMMs para representar
los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas, sx y sy. Sin embargo,
no se ha indicado como aplicar este nuevo modelado a las técnicas de normalización de vectores
de caracteŕısticas propuestas en este trabajo. Llegado a este punto, se podŕıan considerar todas
ellas: MEMLIN, P-MEMLIN, MEMHIN y PD-MEMLIN. Pero, y dado que hasta el momento los
mejores resultados en cuanto a tasas de reconocimiento se han obtenido con las técnicas MEMLIN
y PD-MEMLIN, a continuación se incluyen únicamente las extensiones de ambos métodos para
incluir el nuevo modelado de la probabilidad entre Gaussianas. No obstante, la aplicación para los
algoritmos P-MEMLIN y MEMHIN es directa a partir de la desarrollada para el método MEMLIN.

7.3.1. Extensión para la técnica MEMLIN

Para extender el método MEMLIN incluyendo el modelado de la probabilidad entre Gaussianas
basado en GMMs es necesario, tal y como ya se adelantó, estimar los parámetros del mismo para
cada entorno básico, e [Buera et al., 2006b]. Esto se realiza de modo independiente para cada uno
de ellos, de manera que las expresiones (7.19), (7.25) y (7.28) se evalúan con la correspondiente
señal estéreo del corpus de entrenamiento de cada entorno básico, obtiéndose el consiguiente modelo

p(yt|sx, s
e
y, e) =

∑

s′y

p(yt|sx, s
e
y, s
′
y, e)p(s

′
y|sx, s

e
y, e), (7.29)

p(yt|sx, s
e
y, s
′
y, e) = N (yt;μsx,sey,s′y ,Σsx,sey,s′y ), (7.30)

donde μsx,sey,s′y , Σsx,sey,s′y , y p(s
′
y|sx, s

e
y) son el vector de medias, la matriz diagonal de covarianzas y

la probabilidad a priori asociados a la componente s′y del modelo de probabilidad entre Gaussianas
propuesto para sx y s

e
y. Con todo ello la nueva estimación de p(sx|yt, e, s

e
y) se calcula del siguiente

modo
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p(sx|yt, e, s
e
y) =

p(yt|sx, sey, e)∑
sx
p(yt|sx, sey, e)

. (7.31)

Nótese que en este caso se ha eliminado la aproximación p(sx|yt, e, sey) ' p(sx|e, s
e
y) considerada

en el Caṕıtulo 5. Por otra parte, si se desease realizar la correspodiente extensión para incluir el
modelado de la probabilidad entre Gaussianas basado en GMMs en los métodos P-MEMLIN o
MEMHIN, ésta seŕıa exactamente la misma que la recientemente expuesta para la técnica MEM-
LIN.

7.3.2. Extensión para la técnica PD-MEMLIN

Para extender el método PD-MEMLIN incluyendo el modelado de la probabilidad entre Gaus-
sianas basado en GMMs es necesario estimar los parámetros de la misma para cada entorno básico,
e, y fonema, ph [Buera et al., 2006a]. Esto se lleva a cabo de modo independiente, de manera que
las expresiones (7.19), (7.25) y (7.28) se evalúan con la correspondiente señal estéreo del corpus de
entrenamiento de cada entorno básico y fonema. Haciendo esto, se obtiene el siguiente modelo

p(yt|s
ph
x , s

e,ph
y , e, ph) =

∑

s′y

p(yt|s
ph
x , s

e,ph
y , s′y, e, ph)p(s

′
y|s
ph
x , s

e,ph
y , e, ph), (7.32)

p(yt|s
ph
x , s

e,ph
y , s′y, e, ph) = N (yt;μsphx ,se,phy ,s′y

,Σ
sphx ,s

e,ph
y ,s′y

), (7.33)

donde μ
sphx ,s

e,ph
y ,s′y

, Σ
sphx ,s

e,ph
y ,s′y

, y p(s′y|s
ph
x , s

e,ph
y ) son el vector de medias, la matriz diagonal de

covarianzas y la probabilidad a priori asociados a la componente s′y del modelo de probabilidad entre

Gaussianas propuesto para sphx y s
e,ph
y . Con todo ello la nueva estimación de p(sphx |yt, e, ph, s

e,ph
y )

se calcula del siguiente modo

p(sphx |yt, e, ph, s
e,ph
y ) =

p(yt|sphx , s
e,ph
y , e, ph)

∑
sphx
p(yt|s

ph
x , s

e,ph
y , e, ph)

. (7.34)

Nótese que en este caso se ha eliminado nuevamente la aproximación p(sphx |yt, e, ph, s
e,ph
y ) '

p(sphx |e, ph, s
e,ph
y ).

7.4. Resultados con la base de datos SpeechDat Car en es-
pañol.

La experimentación realizada con las técnicas de normalización emṕıricas MEMLIN y PD-
MEMLIN aplicando el nuevo modelado de la probabilidad entre Gaussianas basado en GMMs se
realizó con la base de datos SpeechDat Car en español. A la hora de obtener los distintos compo-
nentes de las correspondientes funciones del modelado de x, eto es, los vectores de desplazamiento,
aśı como los parámetros de las GMMs que componen el modelo de la probabilidad entre Gaussia-
nas, se hará uso del corpus de entrenamiento correspondiente a cada entorno básico y fonema, esto
último sólo para el caso de la técnica PD-MEMLIN. Por otra parte, y una vez que se ha llevado
a cabo la normalización de los vectores acústicos degradados con las correspondientes técnicas,
se aplicará el método CMS. Para toda esta experimentación se utilizó la parametrización UZ y
modelos acústicos de unidades fonéticas, de modo que los resultados de referencia se pueden con-
sultar en la Sección 4.3. Se puede apreciar igualmente que todos los parámetros que definen los
experimentos en este caso coinciden con los aplicados en las Secciones 5.4 y 6.5, de manera que los
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resultados son totalmente comparables. Asimismo la Figura 5.5 sigue siendo válida para explicar
los tres pasos precisados para llevar a cabo la experimentación.

7.4.1. Resultados para la técnica MEMLIN con modelado de la proba-
bilidad entre Gaussianas basado en GMMs.

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK MEMLIN 128 2.30 7.46 4.62 6.39 8.77 5.40 8.16 6.05 70.22

CLK MEMLIN MP 128-2 2.01 6.43 3.92 5.76 6.48 4.13 4.42 4.86 78.48

Cuadro 7.2: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas de
normalización de vectores de caracteŕısticas MEMLIN y MEMLIN con Modelado de la Probabilidad entre
Gaussianas basado en GMMs (MEMLIN MP) en términos de WER (%). Se presentan los resultados para
los diferentes entornos básicos (E1,..., E7) utilizando la parametrización UZ y modelos acústicos para las
unidades fonéticas generados a partir del corpus de señal limpia (CLK en la columna de Entrenamiento).
La columna marcada como “Reconocimiento” hace referencia a la señal empleada para reconocer, que
será la ruidosa normalizada con las técnicas MEMLIN y MEMLIN MP, estos primeros resultados incluidos
a modo de comparación. Junto al nombre de los diferentes métodos aparece el número de Gaussianas con
que se modelaron los correspondientes espacios (el limpio y los asociados a los distintos entornos básicos),
incluyendo además para el caso del método MEMLIN MP el número de componentes de las GMMs que
constituyen el modelado de la probabilidad entre Gaussianas. Se presenta igualmente el WER medio,
MWER, aśı como la mejora media, MIMP.

En la Tabla 7.2 se pueden apreciar los mejores resultados de RAH para la técnica de norma-
lización de vectores de caracteŕısticas MEMLIN con Modelado de Probabilidad entre Gaussianas
basado en GMMs, que se ha identificado como MEMLIN MP; asimismo se incluyen también, a
modo de comparación, los resultados correspondientes obtenidos con el método MEMLIN y que
ya fueron introducidos en la Sección 5.4. En ambos casos, junto al nombre de la técnica, MEMLIN
y MEMLIN MP, se incluye el número de componentes que conforman las GMMs necesarias para
obtener los correspondientes resultados en cada caso: el primer valor, 128 en este caso, se corres-
ponde con el número de componentes empleadas para modelar los espacios limpio y el asociado a
cada entorno básico (se realizó un barrido con 4, 8, 16, 32, 64 y 128 Gaussianas, cuyos resultados
completos se pueden apreciar en los Anexos 5.6 y 7.5). El segundo valor para MEMLIN MP, 2, es
el número de componentes con que se modela la señal ruidosa asociada a cada par de Gaussianas,
sx y s

e
y, (se realizó un barrido con 1, 2 y 4 componentes y, por cuestiones de coste computacional,

se decidió emplear únicamente 2). Cabe destacar que de aqúı en adelante para todas las técnicas
tratadas en este Caṕıtulo, y mientras no se indique lo contrario, el número de Gaussianas emplea-
das para modelar el espacio limpio será el mismo que el utilizado para representar cada entorno
básico. Asimismo se incluye en la Tabla 7.2, además del WER medio, MWER, la mejora media de
WER, MIMP, en tanto por ciento, que se calcula a partir de la expresión (5.29) como se indica en
el Caṕıtulo 5.4.

Por otra parte, es conveniente analizar mediante la prueba de hipótesis estad́ıstica z-test si
el comportamiento de la técnica MEMLIN MP, es estad́ısticamente diferente con respecto al del
algoritmo MEMLIN para la base de datos SpeechDat Car en español. De este modo, el valor del
estad́ıstico W , w, es w = 2,8 > 1,96, por lo que la mejora que proporciona el algoritmo MEMLIN
MP en este caso śı se puede considerar independiente de la base de datos con un intervalo de
confianza del 95%. De todas maneras, a la hora de valorar las conclusiones obtenidas mediante la
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Figura 7.2: Mejora media de WER con la base de datos SpeechDat Car en español empleando las técnicas
MEMLIN (ĺınea punteada con diamantes blancos) y MEMLIN con modelado de la probabilidad entre Gaussianas
basado en GMMs, MEMLIN PM, (ĺınea discontinua con cuadrados blancos). Se presentan los resultados utilizando
la parametrización UZ y modelos acústicos para las unidades fonéticas generados a partir del corpus de señal limpia

hipótesis estad́ıstica z-test, hay que tener en cuenta siempre las limitaciones de la propia prueba,
ya comentadas en la Sección 4.2.

La Figura 7.2 muestra la mejora media en términos de WER (MIMP) en % para las técnicas
MEMLIN y MEMLIN MP cuando se vaŕıa el número de Gaussianas con que se modela el espacio
limpio y los distintos entornos básicos. Para el caso del método MEMLIN MP, y por cuestiones de
no incrementar excesivamente el coste computacional, la probabilidad entre Gaussianas se repre-
senta mediante dos componentes para cada par de Gaussianas, sx y s

e
y. Se puede apreciar como

en todos los casos se produce una importante mejora en los resultados cuando se incluye el nuevo
modelado de la probabilidad entre Gaussianas; aśı, cuando se representan los entornos básicos con
4 Gaussianas, la mejora media se incrementa desde 42.56% hasta 63.39%, mientras que si se mo-
delan los entornos básicos con 128 componentes, el aumento se produce desde 70.22% hasta 78.48%.

Como resumen, y a la luz pues de los resultados presentados en las Tablas 5.1 y 7.2 se puede
concluir que, teniendo en cuenta únicamente los mejores resultados para las distintas técnicas y
para todos y cada uno de los entornos, la introducción del modelado de la probabilidad entre Gaus-
sianas basado en GMMs a la técnica MEMLIN aporta una mejora estad́ısticamente significativa
con respecto al propio algoritmo MEMLIN, mejorando asimismo claramente el comportamiento de
métodos como SPLICE con selección de modelos de entorno o IRATZ. Cabe destacar del mismo
modo que la mejora alcanzada es más acusada cuando el número de componentes con que se mo-
dela el espacio limpio o los entornos básicos es reducido, tal y como queda patente en la Figura
7.2.

Sin embargo, y aunque la mejora al incluir el modelado de la probabilidad entre Gaussianas
basado en GMMs es clara para cualquier número de componentes con que se representen los
entornos básicos, el coste computacional en este caso es mucho mayor puesto que se debe evaluar
un número más elevado de scores de Gaussianas por entorno básico y vector de caracteŕısticas
ruidoso, nG, lo que es, a la postre, el término más gravoso computacionalmente hablando del
proceso de normalización. De hecho, en este caso nG será
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nG = nsey (1 + nsx × ns′ye), (7.35)

donde nsey es el número de Gaussianas con que se modela cada entorno básico, nsx es el número de
componentes con que se constituye la GMM que representa el espacio limpio y finalmente ns′ye es
el número de Gaussianas con que se representan los vectores de caracteŕısticas ruidosos asociados
a cada par de Gaussianas sx y s

e
y. Se puede observa como la diferencia con respecto al algoritmo

MEMLIN (nG = nsey ) puede llegar a ser muy importante. Para reducir el coste computacional de la
técnica MEMLIN MP se propone evaluar en el proceso de normalización únicamente aquellos pares
de Gaussianas, sx y s

e
y, más probables para cada vector de caracteŕısticas. Para ello, primeramente

se determinan aquellas Gaussianas, n′sey , de los modelos de cada entorno básico con mayor score

haciendo uso de las expresiones (5.19) y (5.20). Posteriormente se elige para cada una de ellas
aquellas del modelo limpio más probables, n′sx , mediante (5.27) o (5.28), atendiendo al tipo de
solución, hard o soft respectivamente. De este modo el número final de scores que se han de
evaluar para cada vector de caracteŕısticas y entorno básico en la fase de normalización pasa a ser

nG = nsey + n
′
sey
× n′sx × ns′ye , (7.36)

En la Tabla 7.3 se muestran los resultados para la técnica MEMLIN MP para distintos valores
de n′sey y n

′
sx
, siendo en todos los casos ns′ye = 2. Adicionalmente, junto al nombre de la técnica se

añade el número de Gaussianas con que se han modelado el espacio limpio y los entornos básicos.
Se puede observar como, si bien la disminución del número de componentes evaluadas, nG, reduce
ligeramente las prestaciones del método, los resultados obtenidos siguen siendo satisfactorios, a la
vez que se minimiza el coste computacional hasta en un factor 15.

n′sey n′sx MWER MIMP

MEMLIN MP 4 4 4 7.04 63.40

MEMLIN MP 8 4 4 6.87 64.40

MEMLIN MP 16 8 8 5.67 72.87

MEMLIN MP 32 8 8 5.62 73.23

MEMLIN MP 64 16 16 5.44 74.46

MEMLIN MP 128 32 32 5.11 76.77

Cuadro 7.3: Resultados medios (MWER y MIMP) con la base de datos SpeechDat Car en español para la
técnica de normalización de vectores de caracteŕısticas MEMLIN MP en términos de WER (%), cuando
se reduce el número de Gaussianas evaluadas en el proceso de normalización (n′sey y n

′
sx). Se presentan los

resultados utilizando la parametrización UZ y modelos acústicos para las unidades fonéticas generados a
partir del corpus de entrenamiento de la señal limpia. Junto al nombre del método aparece el número de
Gaussianas con que se modelaron los correspondientes espacios (el limpio y los asociados a los distintos
entornos básicos). El número de componentes de las GMMs que constituyen el modelado de la probabilidad
entre Gaussianas es, en todos los casos, 2.

7.4.2. Resultados para la técnica PD-MEMLIN con modelado de la pro-
babilidad entre Gaussianas basado en GMMs.

A continuación se comparan los resultados obtenidos con las técnicas PD-MEMLIN y PD-
MEMLIN con Modelado de la Probabilidad entre Gaussianas basado en GMMs, que se identi-
ficará en lo sucesivo como PD-MEMLIN MP. Para realizar la correspondiente normalización se

110



entrenaron y emplearon transformaciones para los 25 fonemas españoles más el silencio a pesar de
que, como ya se ha indicado, para esta tarea concreta de d́ıgitos no todos los fonemas son necesarios.

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK PD-MEMLIN 16 1.73 8.23 5.45 4.64 6.86 3.02 7.14 5.30 75.44

CLK PD-MEMLIN MP 16-2 1.92 7.46 5.31 5.14 5.82 3.81 4.08 4.97 77.72

Cuadro 7.4: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas de
normalización de vectores de caracteŕısticas PD-MEMLIN y PD-MEMLIN con Modelado de la Probabili-
dad entre Gaussianas basado en GMMs (PD-MEMLIN MP) en términos de WER (%). Se presentan los
resultados para los diferentes entornos básicos (E1,..., E7) utilizando la parametrización UZ y modelos
acústicos para las unidades fonéticas generados a partir del corpus de señal limpia (CLK en la columna de
Entrenamiento). La columna marcada como “Reconocimiento” hace referencia a la señal empleada para
reconocer, que será la ruidosa normalizada con las técnicas PD-MEMLIN y PD-MEMLIN MP, estos pri-
meros resultados incluidos a modo de comparación. Junto al nombre de los diferentes métodos aparece el
número de Gaussianas con que se modelaron los correspondientes espacios (el limpio y los asociados a los
distintos entornos básicos), incluyendo además para el caso del método PD-MEMLIN MP el número de
componentes de las GMMs que constituyen el modelado de la probabilidad entre Gaussianas. Se presenta
igualmente el WER medio, MWER, aśı como la mejora media, MIMP.

En la Tabla 7.4 se pueden apreciar los mejores resultados para las técnicas de normalización de
vectores de caracteŕısticas PD-MEMLIN (ya incluidos en la Sección 6.5) y PD-MEMLIN MP. En
ambos casos, junto al nombre de la técnica se incluye el número de componentes que conforman
las GMMs necesarias para obtener los correspondientes resultados en cada caso: el primer valor, 16
para ambas técnicas, se corresponde con el número de Gaussianas empleadas para modelar cada
fonema de los espacios limpio y de los entornos básicos (se realizó un barrido con 2, 4, 8, 16 y
32 componentes, cuyos resultado completos se pueden observar en los Anexos 6.10 y 7.5). Por su
parte, el segundo valor que acompaña al nombre de la técnica PD-MEMLIN MP (2) es el número
de componentes con que se modela la señal ruidosa asociada a cada par de Gaussianas de cada
fonema, sphx y s

e,ph
y . Asimismo se incluye en la Tabla, además del WER medio, MWER, la mejora

media de WER, MIMP, en tanto por ciento, que se calcula a partir de la expresión (5.29), ya
presentada en el Caṕıtulo 5.4.

A la luz de los resultados presentados en la Tabla 7.4 se puede asegurar que la técnica PD-
MEMLIN MP proporciona unos resultados, al menos para la mejor combinación tratada de número
de Gaussianas, superiores que los alcanzados por el algoritmo PD-MEMLIN.

Por otra parte, es conveniente analizar mediante la prueba de hipótesis estad́ıstica z-test si
el comportamiento de la técnica PD-MEMLIN MP, es estad́ısticamente diferente con respecto al
del algoritmo PD-MEMLIN para la base de datos SpeechDat Car en español. De este modo, el
valor del estad́ıstico W , w, es w = 0,8 < 1,96, por lo que la mejora que proporciona el algoritmo
PD-MEMLIN MP en este caso no se puede considerar independiente de la base de datos con un
intervalo de confianza del 95% con respecto a la técnica PD-MEMLIN. Sin embargo, si se reali-
za la comparación entre los algoritmos PD-MEMLIN MP y MEMLIN, el valor del estad́ıstico es
w = 2,53 > 1,96, de modo que en este caso śı hay una diferencia de comportamiento estad́ıstica-
mente significativo con un intervalo de confianza del 95%. De todas maneras, a la hora de valorar
las conclusiones obtenidas mediante la hipótesis estad́ıstica z-test, hay que tener en cuenta siempre
las limitaciones de la propia prueba, ya comentadas en la Sección 4.2.
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Figura 7.3: Mejora media de WER con la base de datos SpeechDat Car en español empleando las técnicas PD-
MEMLIN (ĺınea punteada con diamantes blancos) y PD-MEMLIN con modelado de la probabilidad entre Gaussianas
basado en GMMs, MEMLIN PM, (ĺınea discontinua con cuadrados blancos). Se presentan los resultados utilizando
la parametrización UZ y modelos acústicos para las unidades fonéticas generados a partir del corpus de señal limpia

Para estudiar la tendencia del comportamiento de las técnicas PD-MEMLIN y PD-MEMLIN
MP en función del número de transformaciones por entorno básico, TpE en log10, se presenta la
Figura 7.3, en la que se muestra la mejora media en términos de WER (MIMP) en % para am-
bas técnicas. En todos los casos, la GMM asociada a la probabilidad entre Gaussianas se modela
mediante dos componentes para cada par de Gaussianas y fonema, sphx y s

e,ph
y . Se puede apreciar

como para todos los TpE estudiados se produce una cierta mejora en los resultados cuando se
incluye el nuevo modelado de la probabilidad entre Gaussianas, aśı, cuando se modela cada fonema
con 2 componentes, se incrementa la mejora media desde 65.72% hasta 70.94%, mientras que si
los fonemas se representan con 32 Gaussianas, la mejora aumenta desde 75.44% hasta 76.76%.

Aśı pues, y a la luz de los resultados presentados en las Tablas 5.1 y 7.4, se puede concluir
que, teniendo en cuenta únicamente los mejores resultados para las distintas técnicas y para todos
y cada uno de los entornos, la introducción del modelado de la probabilidad entre Gaussianas
basado en GMMs a la técnica PD-MEMLIN aporta una cierta mejora con respecto al algoritmo
PD-MEMLIN, proporcionando igualmente mejores resultados con respecto a métodos como SPLI-
CE con selección de modelos de entorno o IRATZ.

Sin embargo, y aunque la mejora al incluir el modelado de la probabilidad entre Gaussianas
basado en GMMs es clara para cualquier número de transformaciones por entorno básico, TpE, el
coste computacional es, como suced́ıa con el método MEMLIN MP, mucho mayor puesto que se
debe evaluar un número más elevado de scores de Gaussianas por vector de caracteŕısticas ruidoso
en la fase de normalización, nG, lo que, a la postre, supone el mayor coste computacional de dicha
fase. Aśı pues, en este caso nG será

nG = nph × nse,phy
(1 + n

sphx
× ns′ye,ph), (7.37)

donde ns′ye,ph es el número de componentes con que se modelan los vectores de caracteŕısticas

ruidosos asociados a cada par de Gaussianas sphx y s
e,ph
y . A su vez, se recuerda que nph es el

número de fonemas, n
se,phy

es el número de Gaussianas con que se modela cada fonema ph del

entorno básico e y, finalmente, n
sphx
se corresponde con el número de componentes con que se
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representa cada fonema ph en el espacio limpio. Se puede apreciar como el número de scores
que se han de evaluar por entorno básico y vector de carcateŕısticas en la fase de normalización
puede llegar a ser, en este caso, mucho mayor que el necesitado para el algoritmo PD-MEMLIN
(nG = nph × nse,phy

). Para reducir el coste computacional se propone evaluar en el proceso de

normalización únicamente aquellos pares de Gaussianas, sphx y s
e,ph
y , más probables para cada

vector de caracteŕısticas. Para ello, primeramente se calculan los n′ph fonemas más probables para
cada entorno básico mediante (6.9) y (6.10). Una vez seleccionados los fonemas más probables, y
haciendo uso de las mismas expresiones, se eligen las n′

se,phy
Gaussianas de los modelos de cada

fonema seleccionado y entorno básico con mayor score. Finalmente se toma para cada una de las
componentes de las GMMs ruidosas seleccionadas, aquellas del modelo limpio más probables, n′

s
ph
x
,

haciendo uso de (6.20) o (6.21), atendiendo al tipo de solución, hard o soft respectivamente. De
este modo el número final de scores por entorno básico que se han de evaluar para cada vector de
caracteŕısticas en la fase de normalización es

nG = nph × nse,phy
+ n′ph × n

′
se,phy

× n′
sphx
× ns′ye , (7.38)

En la Tabla 7.5 se muestran los resultados para la técnica PD-MEMLIN PM para distintos va-
lores de n′ph, n

′
se,phy

y n′
sphx
, siendo en todos los casos ns′ye,ph = 2. Junto al nombre del algoritmo se

añade el número de Gaussianas con que se ha modelado los distintos fonemas para el espacio limpio
y los entornos básicos. Se puede observar como, si bien la disminución del número de componentes
calculadas reduce ligeramente las prestaciones del método, los resultados obtenidos siguen siendo
satisfactorios reduciendo llegando a reducir el coste computacional hasta en un factor 4.38.

n′ph n′
s
e,ph
y

n′
s
ph
x

MWER MIMP

PD-MEMLIN MP 2 8 2 2 6.00 70.58

PD-MEMLIN MP 4 8 4 4 5.58 73.49

PD-MEMLIN MP 8 8 6 6 5.39 74.82

PD-MEMLIN MP 16 13 12 12 5.04 77.25

PD-MEMLIN MP 32 13 25 25 5.02 77.36

Cuadro 7.5: Resultados medios (MWER y MIMP) con la base de datos SpeechDat Car en español para
la técnica de normalización de vectores de caracteŕısticas PD-MEMLIN MP en términos de WER (%),
cuando se reduce el número de Gaussianas evaluadas en el proceso de normalización (n′ph, n

′
s
e,ph
y
y n′

s
ph
x
). Se

presentan los resultados utilizando la parametrización UZ y modelos acústicos para las unidades fonéticas
generados a partir del corpus de entrenamiento de la señal limpia. Junto al nombre del método aparece el
número de Gaussianas con que se modelaron los correspondientes espacios (el limpio y los asociados a los
distintos entornos básicos). El número de componentes de las GMMs que constituyen el modelado de la
probabilidad entre Gaussianas es, en todos los casos, 2.

Si se comparan los resultados obtenidos con las técnicas MEMLIN MP y PD-MEMLIN MP, se
puede constatar que el segundo de los métodos proporciona una ligera mejora relativa con respecto
al algoritmo MEMLIN MP. Adicionalmente, y por completar la comparación, se ha incluido la
Figura 7.4, que muestra los histogramas y log-scattegrams del primer coeficiente MFCC de los vec-
tores de caracteŕısticas de voz limpios del entorno básico E4 de la base de datos SpeechDat Car en
español y los correspondientes normalizados mediante los métodos MEMLIN MP y PD-MEMLIN
MP. Para el primer caso se emplean 128 Gaussianas por entorno básico, mientras que la técnica
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Figura 7.4: Log-scattegrams e histogramas realizados entre el primer coeficiente MFCC de las tramas de voz de la
señal limpia (eje de abscisas) y la señal ruidosa (a) (eje de ordenadas), o normalizada usando la técnica MEMLIN
MP con 128 Gaussianas por entorno básico (b) (eje de ordenadas). En la figura (c) se representa el log-scattegram
y el histograma obtenidos a partir de la señal normalizada con la técnica PD-MEMLIN MP con 16 Gaussianas por
entorno básico y fonema. Las GMMs que componen el modelo de probabilidad entre Gaussianas para ambas técnicas
están compuestas por 2 componentes. Todas las representaciones se realizaron a partir del corpus de reconocimiento
del entorno básico E4 de la base de datos SpeechDat Car en español. La ĺınea en los log-scattegrams representa la
función x = y.

PD-MEMLIN MP se llevó a cabo haciendo uso de 16 componentes por fonema y entorno básico
(las combinaciones que mejores resultados en términos de WER han proporcionado en cada caso).
Ciertamente, y a nivel visual, no hay grandes diferencias con las representaciones ya incluidas para
los métodos MEMLIN (Figura 5.7) y PD-MEMLIN (Figura 6.6). Aśı pues, teniendo en cuenta
todos los resultados presentados en esta Sección, se puede concluir que el nuevo modelado entre
Gaussianas basado en GMMs propuesto proporciona una importante mejora de comportamiento
en términos de WER, a costa, eso śı, de un mayor incremento del coste computacional. Sin em-
bargo, este último inconveniente se ve minimizado si se reduce el número de pares de Gaussianas
computadas, sin que eso suponga un elevado coste en las tasas de reconocimiento.
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7.5. Anexo H.
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8

Técnicas h́ıbridas de normalización
de vectores de caracteŕısticas y adap-
tación de modelos acústicos.

En el Caṕıtulo 3 se presentó una taxonomı́a formal de los distintos métodos empleados a la hora
de dotar de robustez a los sistemas de RAH. En ella se distingúıa principalmente entre dos grandes
ĺıneas de actuación: las técnicas de normalización de vectores de caracteŕısticas y los algoritmos
de adaptación de modelos acústicos. En el primero de los casos se proyectan los vectores acústicos
de espacio ruidoso al de referencia, que normalmente coincide con el limpio; mientras que en la
segunda ĺınea de actuación son los modelos acústicos que representan al espacio de referencia los
que se acercan estad́ısticamente a las condiciones de los vectores acústicos ruidosos. Igualmente se
consideraron en dicho Caṕıtulo las ventajas e inconvenientes que ambas filosof́ıas poseen, siendo en
algunos casos complementarias. Basándose en estas caracteŕısticas, aśı como en la incapacidad de
que las técnicas de normalización de vectores acústicos proporcionen una transformación perfecta
debido a la naturaleza aleatoria del ruido, surge la idea de combinar ambos tipos de algoritmos,
definiéndose aśı las soluciones h́ıbridas [Sankar and Lee, 1996].

Si se hace un repaso a los métodos presentados hasta el momento en este trabajo y se analizan
aquellos cuyos comportamientos han resultados más satisfactorios, se puede comprobar que en to-
dos ellos, PD-MEMLIN, MEMLIN MP y PD-MEMLIN MP, se propone una transformación lineal
con término dependiente unitario, de modo que, si bien se compensa eficazmente el desplazamien-
to de los vectores de caracteŕısticas producido por el entorno acústico, tal y como se ha podido
constatar a partir de los correspondientes histogramas y scattegrams presentados en Caṕıtulos an-
teriores, no hace lo propio con otros efectos, como por ejemplo las rotaciones, deformaciones estas
que pueden producirse, entre otras causas, por la variabilidad inter-locutor.

Para tratar de solucionar conjuntamente las alteraciones anteriormente consideradas: tanto el
desplazamiento de los vectores de caracteŕısticas, como la rotación de los mismos, en este Caṕıtulo
se propone el uso de técnicas h́ıbridas, de modo que con el método de normalización correspon-
diente, que en general puede ser cualquiera de los presentados previamente en este trabajo, se
pretende compensar el desplazamiento de los vectores de caracteŕısticas, cosa que ya ha quedado
demostrada a partir de los log-scattegrams e histogramas obtenidos a partir de los distintos experi-
mentos realizados; mientras que por otra parte, con la técnica de adaptación de modelos acústicos
se busca modificar el modelado del espacio limpio proyectándolo sobre el normalizado, entendiendo
por espacio normalizado aquél que representa a los vectores acústicos ruidosos compensados con
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la técnica de normalización correspondiente; con ello se pretende reducir de un modo estad́ıstico
aquellos desajustes de los vectores de caracteŕısticas que la técnica de normalización no ha con-
siderado. Esta segunda fase puede ser supervisada, si se precisan las trascripciones de los datos
empleados para reestimar los modelos acústicos, o no supervisadas, si no son necesarias.

A modo esquema conceptual se incluye la Figura 8.1, en la que se presenta la filosof́ıa que
conjuntamente siguen las distintas técnicas h́ıbridas consideradas en este Caṕıtulo. En la parte de
la izquierda de la misma se aprecia el efecto de la compensación producida por la técnica de nor-
malización correspondiente, que desplaza los vectores de caracteŕısticas ruidosos hacia el espacio
normalizado, que, en general, no coincide con el de referencia. Por su parte, el efecto de la técnica
de adaptación de modelos acústicos se muestra en la parte de la derecha de la Figura, en la que se
observa como se modifica el modelado del espacio de referencia al proyectarlo sobre el normalizado.

Figura 8.1: Representación gráfica de las técnicas h́ıbridas propuestas en este Caṕıtulo. La parte izquierda está dedi-
cada a la normalización de los vectores de caracteŕısticas, cuya misión es proyectar los ruidosos desde un determinado
entorno básico a un espacio normalizado que, por las limitaciones del método en cuestión, no coincide con el limpio.
La parte derecha está dedicada a la transformación de los modelos acústicos, que los acerca desde el espacio de
referencia al normalizado.

Ya se ha indicado que cualquiera de las técnicas de normalización de vectores de caracteŕısti-
cas presentada en este trabajo puede formar parte, como primera fase, de los distintos algoritmos
h́ıbridos incluidos en este Caṕıtulo. Por otra parte, para la segunda fase, compuesta por el método
de adaptación de modelos acústicos, se propone emplear dos posibles ĺıneas de trabajo, según si
éstos son supervisados o no. Aśı, para la segunda opción se desarrollaron diversas técnicas basadas
en matrices de rotación dependientes de GMMs (técnicas h́ıbridas a partir del cálculo de matrices
de rotación dependientes de GMMs), de modo que a cada vector acústico normalizado se le asig-
nará una de dichas matrices en el proceso de decodificación mediante la optimización del criterio
ML. Como segunda ĺınea de trabajo a la hora de definir técnicas h́ıbridas, se presenta asimismo
la posibilidad, si se posee la suficiente cantidad de datos, de estimar de modo supervisado unos
nuevos modelos acústicos asociados al espacio normalizado tras compensar convenientemente el
corpus de entrenamiento ruidoso de que se disponga.

Este Caṕıtulo se organiza del siguiente modo: en la Sección 8.1 se presentan las distintas
técnicas h́ıbridas no supervisadas basadas en el cálculo de matrices de rotación dependientes de
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GMMs. Por su parte, las técnicas h́ıbridas supervisadas, en las que se generan nuevos modelos
acústicos mediante el corpus de entrenamiento ruidoso compensado, se introducen en la Sección
8.2. Finalmente los resultados obtenidos con los distintos algoritmos a partir de la base de datos
SpeechDat Car en español se incluyen en la Sección 8.3.

8.1. Técnicas Hı́bridas no Supervisadas Basadas en Matri-
ces de Rotación.

A la hora de compensar conjuntamente tanto el desplazamiento como la rotación de los vectores
de caracteŕısticas se puede recurrir, como una posible solución, a actuar sobre los modelos acústicos
del espacio de referencia tras considerar un modelado de los vectores acústicos limpios, x, semejante
a los planteados hasta el momento para las distintas técnicas de normalización introducidas en este
trabajo. De hecho, y bajo ciertas circunstancias, algunos métodos de normalización de vectores de
caracteŕısticas se pueden ver como algoritmos de adaptación de modelos acústicos. Aśı por ejemplo
se da con la técnica MEMLIN: sea un modelado acústico compuesto por HMMs a cuyos estados
les corresponde GMMs como pdfs asociadas; a su vez, la estimación de la trama limpia, según el
método MEMLIN, se obtiene como x̂t = yt−ut, donde ut es el vector de desplazamiento final para
el instante de tiempo t. Finalmente, y tal y como se ha venido realizando hasta el momento, la
decodificación del vector compensado, x̂t, se lleva a cabo con los modelos acústicos limpios; lo que
es matemáticamente idéntico a reconocer el vector ruidoso, yt, con los modelos acústicos limpios
adaptados, entendiendo por adaptación en este caso a modificar todos los vectores de medias de las
distintas Gaussianas, sumándoles el vector ut. Esta equiparación entre técnicas de compensación de
vectores de caracteŕısticas y métodos de adaptación de modelos acústicos no es única, pudiéndose
decir lo mismo de métodos como RATZ, SPLICE, PD-MEMLIN..., y, en general, de todos aquellos
que propongan como compensación únicamente la adición de un vector de desplazamiento.

Sin embargo, el utilizar una transformación basada únicamente en un vector de desplazamiento
como la anterior hace inviable compensar cualquier tipo de rotación sobre los vectores de carac-
teŕısticas, por lo que es necesario plantear un nuevo modelo de degradación algo más complejo que
incluya, al menos, un término multiplicativo. En ese sentido, el más sencillo posible consistiŕıa en
yt = Atxt+gt, donde At es la matriz de rotación para el instante de tiempo t y gt es el vector de
desplazamiento entre el vector de caracteŕısticas ruidoso y el correspondiente limpio rotado. Nótese
que la expresión propuesta es similar a la considerada para la técnica P-MEMLIN en la Seccion
6.1, aunque en este caso no se restringe que la matriz de rotación deba ser diagonal. El suponer
un modelo como el anterior implica considerar que los vectores de medias, μy,t, y las matrices
de covarianza, Σy,t asociados a los vectores de caracteŕısticas ruidosos en el instante de tiempo t
son, con respecto a los consiguientes parámetros asociados a los vectores acústicos limpios, μx y
Σx respectivamente, μy,t = Atμx + gt y Σy,t = At

TΣxAt. Lamentablemente, para este caso no
es posible definir una equiparación como la tratada anteriormente, ya que decodificar los vectores
de caracteŕısticas normalizados con los modelos acústicos limpios y hacer lo propio con los vec-
tores degradados y los modelos acústicos compuestos por μy,t y Σy,t no proporciona los mismos
resultados. Esto es debido a que, si bien el exponente de las distintas Gaussianas computadas es
idéntico, no lo es el término multiplicativo de la exponencial, que en el primer caso incluirá la
expresión |Σx| y en el segundo |At

TΣxAt|, produciéndose por tanto un desajuste que hace más
recomendable de cara a RAH el uso de la segunda de las opciones, esto es, reconocer los vectores
de caracteŕısticas ruidosos haciendo uso de los modelos acústicos adaptados, aunque para ello haya
que pagar un mayor coste computacional. Obsérvese que esta solución es idéntica a decodificar
los vectores acústicos normalizados, x̂t = yt − gt, con los modelos acústicos adaptados haciendo
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uso únicamente de la matriz de rotación At: μx̂,t = Atμx y Σx̂,t = At
TΣxAt. De este modo se

independiza el efecto compensatorio del vector de desplazamiento con el de la matriz de rotación.
A este tipo de técnicas h́ıbridas se les va a denominar basadas en matrices de rotación.

Nótese por otra parte que, para el ejemplo anterior, en el que la normalización de los vectores
de caracteŕısticas se lleva a cabo únicamente mediante un vector de desplazamiento, la técnica
h́ıbrida se puede ver, desde un punto de vista conceptual, no como una combinación de una técnica
de normalización con una de adaptación de modelos acústicos, sino como un nuevo algoritmo de
adaptación de modelos acústicos on line. Sin embargo, y a pesar de ello, en este trabajo se les
seguirá denominando técnicas h́ıbridas y como tales se tratarán.

A modo de resumen se incluye la Figura 8.2, en la que se reproducen los distintos pasos que se
han de seguir para evaluar una técnica h́ıbrida basada en matrices de rotación. Adviértase que, en
previsión de emplear técnicas de normalización de vectores de caracteŕısticas como las planteadas
en este trabajo, se ha incluido un bloque de entrenamiento para las mismas que, en principio y
en un caso general, no siempre seŕıa necesario. En el bloque denominado “Estimación de matriz”
se obtiene un conjunto de matrices de rotación, Ai, a partir del cual se elegirá posteriormente
At para cada instante de tiempo t, esto último ya en la fase de decodificación mediante el vector
de caracteŕısticas normalizado. El bloque identificado como “Normalización” incluye la técnica de
compensación de vectores de caracteŕısticas empleada en el método h́ıbrido.

Figura 8.2: Esquema gráfico de las técnicas h́ıbridas basadas en matrices de rotación. Se incluye tanto la fase
de entrenamiento como la de decodificación. La primera de ellas está compuesta por tres bloques: “Entrenamiento
normalización”, que se ha incluido en previsión de utilizar técnicas de normalización de vectores de caracteŕısticas
que la precisen. Por su parte, el sistema de “Normalización” proporciona las señales limpias estimadas a partir
de las correspondientes degradadas. Finalmente el bloque “Estimación de matriz” calcula un conjunto de matrices
de rotación, una de las cuales será seleccionada por cada vector de caracteŕısticas limpio estimado en la fase de
decodificación en el bloque “Decodificador”.
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8.1.1. Técnicas Hı́bridas a Partir del Cálculo de Matrices de Rotación
Dependientes de GMMs.

En esta Sección, dejando a un lado la primera fase de la técnica h́ıbrida constituida por la nor-
malización de los vectores de caracteŕısticas, que ya ha sido tratada convenientemente en Caṕıtulos
anteriores, se propone obtener un conjunto de matrices de rotación dependientes de los distintos
pares de Gaussianas con que se modelan los espacios normalizado y limpio, aplicando una filo-
sof́ıa similar a la empleada en las distintas técnicas de normalización de vectores de caracteŕısticas
presentadas en este trabajo. Una vez obtenido el conjunto de posibles matrices de rotación se selec-
ciona para cada vector acústico normalizado que se pretenda decodificar aquélla, At, que maximice
el criterio ML.

Dado que para ello se sigue un esquema similar al utilizado para múltiples de las técnicas de
normalización presentadas en este trabajo, de modo que se precisa de tres aproximaciones

Suponiendo que la técnica de normalización seleccionada independiza los vectores compen-
sados, x̂t, de los entornos básicos, e, se puede considerar que el consiguiente espacio norma-
lizado generado es lo suficientemente homogéneo como para modelarse mediante una mezcla
de Gaussianas independiente de posibles nuevos entornos básicos

p(x̂t) =
∑

sx̂

p(x̂t|sx̂)p(sx̂), (8.1)

p(x̂t|sx̂) = N (x̂t;μsx̂ ,Σsx̂), (8.2)

donde sx̂ hace referencia a la correspondiente Gaussiana del modelo normalizado, mientras
que μsx̂ , Σsx̂ , y p(sx̂) son el vector media, la matriz diagonal de covarianzas y la probabilidad
a priori asociados a sx̂.

Los vectores de caracteŕısticas limpios se modelan mediante una GMM tal y como se indica
en las expresiones (5.7) y (5.8).

Para finalizar, dado el par de Gaussianas sx y sx̂, el vector de caracteŕısticas normalizado
se aproxima mediante una función lineal multiplicativa del vector de caracteŕısticas limpio
dependiente del par de Gaussianas sx y sx̂: x̂t ≈ Asx,sx̂xt, donde Asx,sx̂ es la matriz de
rotación entre las tramas x̂t y xt asociada al par de Gaussianas sx y sx̂.

De cara a estimar la matriz de rotación Asx,sx̂ , se hace uso de señal estéreo en una fase

de entrenamiento previa: (XTr, X̂Tr) = {(xTr1 , x̂
Tr
1 ); ...; (x

Tr
t , x̂

Tr
t ); ...; (x

Tr
T , x̂

Tr
T )}, con t ∈ [1, T ],

donde X̂Tr se obtiene tras aplicar la correspondiente técnica de normalización a los vectores de
caracteŕısticas ruidosos que componen YTr, que es, a su vez, la concatenación de los distintos
vectores acústicos degradados de los diferentes entornos básicos, e, del corpus de entrenamiento,
YTr,e. Aśı pues, a la hora de estimar las correspondientes matrices de rotación para los pares de
componentes sx y sx̂, se minimiza con respecto a Asx,sx̂ el error cuadrático medio, ξsx,sx̂ , asociado
a cada par de Gaussianas sx y sx̂, y que se define como (8.3), obteniéndose finalmente la expresión
(8.4)
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donde p(sx|xTrt ) es la probabilidad a posteriori de la Gaussiana del modelo limpio, sx, dado el
vector de caracteŕısticas limpio del corpus de entrenamiento, xTrt ; mientras que p(sx̂|x̂

Tr
t ) es la

probabilidad a posteriori de la componente del modelo normalizado sx̂, dado el vector acústico del
corpus de entrenamiento normalizado x̂Trt . Dichas probabilidades se estiman haciendo uso de las
expresiones (5.7) y (5.8), para el primero de los casos (8.5), y (8.1) y (8.2) para el segundo (8.6).
En el Anexo 8.4 en este mismo Caṕıtulo se puede consultar el desarrollo teórico completo para
obtener la expresión (8.4) a partir de (8.3).

p(sx|x
Tr
t ) =

p(xTrt |sx)p(sx)∑
sx
p(xTrt |sx)p(sx)

, (8.5)

p(sx̂|x̂
Tr
t ) =

p(x̂Trt |sx̂)p(sx̂)∑
sx̂
p(x̂Trt |sx̂)p(sx̂)

. (8.6)

Tal y como ya se ha indicado previamente, a partir del conjunto de matrices de rotación Asx,sx̂ ,
se ha de seleccionar para cada vector de caracteŕısticas normalizado, x̂t, aquélla, At, que maxi-
mice el criterio ML en la fase de decodificación. Para ello se generan unos modelos extendidos
del mismo modo que se realiza para el método augMented stAte space acousTic modEl, MATE,
[Miguel et al., 2005] [Miguel et al., 2006], cuya principal motivación consiste en encontrar una serie
de modelos acústicos que sean capaces de representar la variabilidad inter-locutor basándose en el
algoritmo VTLN, Vocal Tract Length Normalization, [Lee and Rose, 1998]. Aśı pues, a continua-
ción se indica cómo se ha de llevar a cabo tanto la extensión de los modelos acústicos, aśı como
la generalización que es preciso proponer para el proceso de decodificación, ya que la elección del
modelo extendido o, lo que es equivalente, At, para cada vector de caracteŕısticas normalizado que
se pretende reconocer se realiza en ese momento a partir del algoritmo ML.

Considerando que los modelos acústicos del espacio referencia están compuestos por HMMs,
cada estado se expande a partir de las distintas matrices de rotación Asx,sx̂ . De este modo, un
estado original q (q ∈ [1, Q]) se transformará en tantos nuevos como pares de Gaussianas sx sx̂
haya, N , y vendrán identificados por las variables (q, n), n ∈ [1, N ]. Por su parte, los parámetros
que componen las pdfs asociadas a cada uno de los estados expandidos se generarán a partir de los
de la pdf del estado original q haciendo uso de las correspondientes matrices de rotación, Asx,sx̂ ,
incluyendo de este modo en ellos la deformación propia de la rotación. Aśı, asumiendo que las
distintas pdfs de los modelos acústicos del espacio de referencia están compuestas por GMMs, una
componente sq del estado original q, N (xt;μsq ,Σsq ), donde μsq y Σsq son el vector de medias
y la matriz de covarianza de la correspondiente Gaussiana, se transformará, para el estado ex-
tendido (q, n), en la componente sq,n del siguiente modo: N (xt;Anμsq ,AnΣsqA

T
n ). En cuanto a

las probabilidades a priori de las distintas componentes expandidas, éstas quedan inalteradas con
respecto a las de las correspondientes Gaussianas del estado inicial q (p(sq,n) = p(sq)). Ya para
finalizar, las probabilidades de transición entre estados expandidos, Π, que se definen como (8.7),
se pueden estimar a partir del algoritmo EM [Miguel et al., 2006], aunque en los experimentos que
se desarrollarán en este trabajo no se va a realizar de este modo, considerándolas equiprobables
entre cualquier par de estados. Sin emabrgo, śı se pretende tratar este término en futuros trabajos
ya que, en el fondo, supone aprender la evolución temporal de los pares de Gaussianas, en este caso
representantes de los espacios limpio y normalizado, y esto, al menos a priori y tras unas pruebas
preliminares, parece que podŕıa proporcionar una interesante mejora.

Π = {πq′,n′,q,n}
Q,N,Q,N
q′=1,n′=1,q=1,n=1, (8.7)
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donde πq′,n′,q,n es la probabilidad de transición del estado (q
′, n′) al (q, n).

Obsérvese que, desde el punto de vista de la generación de los vectores de caracteŕısticas, los
nuevos modelos acústicos expandidos pueden verse como un proceso de producción de los mismos
muy flexible, por cuanto se pueden obtener secuencias de vectores acústicos generadas tras consi-
derar distintos grados de rotación.

Una vez que se han expandido los estados de los modelos acústicos del espacio de referencia,
de modo que, como ya se ha comentado, por cada uno asociado a estos últimos se obtienen N
nuevos correspondientes a las distintas matrices de rotación, es necesario adaptar el algoritmo de
decodificación. Esto es debido a que es en dicho proceso, tal y como ya se ha adelantado, donde
se pretende estimar, de entre las N diferentes matrices Asx,sx̂ , la correspondiente a cada vector
de caracteŕısticas normalizado que se pretende decodificar para el instante de tiempo t, At. De
este modo, la variable φq,n(t), que es el score del estado (q, n) para el instante de tiempo t dado
el vector de caracteŕısticas wt, y que constituye la base para ejecutar el algoritmo de Viterbi, se
calculará como

φq,n(t) = arg max
n′,q′

(φq′,n′(t− 1) ∙ πq′,n′,q,n ∙ p(wt|n, q)), (8.8)

donde p(wt|n, q) es el score del vector de caracteŕısticas wt, dado el estado extendido (q, n),
(p(wt|n, q) =

∑
sq,n
N (wt;Anμsq ,AnΣsqA

T
n )p(sq,n)). Se puede observar como la expresión recur-

siva anterior es similar a la expuesta en [Miguel et al., 2005], aunque, en este caso, la introducción
de la deformación propia de la rotación se produce en los modelos acústicos en lugar de en los
vectores de caracteŕısticas, lo que no es exactamente lo mismo tal y como se ha indicado anterior-
mente, ya que al transformar las matrices de covarianzas se incluye indirectamente la normalización
Jacobiana en el modelo [Pitz and Ney, 2005], hecho este que no se hubiera producido si únicamente
se normalizaran los vectores de caracteŕısticas, generando por tanto un cierto desajuste.

Aśı pues, y a modo de resumen, se puede decir que las técnicas h́ıbridas a partir del cálculo
de matrices de rotación dependientes de GMMs, tras estimar una serie de matrices, Asx,sx̂ , que
modelan la variabilidad rotacional, selecciona para cada vector de caracteŕısticas normalizado que
se pretende decodificar aquélla, At, que maximiza el criterio ML. Adviértase que el hecho de elegir
dicho criterio no es gratuito, ya que, a fin de cuentas, los sistemas de RAH se basan en él.

Tal y como se ha presentado teóricamente la base de las técnicas h́ıbridas basadas en el cálcu-
lo de matrices de rotación dependientes de GMMs, el método de normalización previo necesario
podŕıa ser genérico, ya que el algoritmo final es independiente de él. Sin embargo, en la experi-
mentación propuesta para este trabajo se han empleado únicamente los algoritmos MEMLIN y
MEMLIN MP, dando lugar a sendas técnicas h́ıbridas.

Cabe destacar que este tipo de técnicas h́ıbridas posee la importante ventaja de que modifica
los modelos acústicos de un modo no supervisado e independiente de la tarea de reconocimiento;
condicionantes estos dif́ıcilmente asumibles en muchos casos cuando se emplean técnicas básicas
de adaptación de modelos acústicos como MAP, MLLR...
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8.2. Técnicas Hı́bridas Supervisadas Basadas en Reentrena-
miento.

A la hora de conjugar las técnicas de normalización de vectores de caracteŕısticas con las de
adaptación de modelos acústicos, además de la opción comentada anteriormente, esto es, los algo-
ritmos h́ıbridos basados en el cálculo de matrices de rotación dependientes de GMMs, la solución
más directa, aśı como la que más recursos precisa, consiste en decodificar los vectores acústicos
ruidosos compensados mediante el método de normalización elegido para la ocasión haciendo uso
de los correspondientes modelos acústicos representantes del espacio normalizado y reentrenados de
forma supervisada. El fundamento de este tipo de fusión es el mismo que el de la opción anterior-
mente comentada, esto es: considerar que la normalización propuesta, sea cual sea, no es perfecta,
de modo que a pesar de que trate de proyectar los vectores acústicos ruidosos desde un cierto
entorno básico hasta el espacio de referencia (normalmente el limpio), esto no se da a la perfección,
surgiendo de este modo un nuevo espacio pseudo-limpio, al que se denomina normalizado, y que por
tanto no queda perfectamente representado con los modelos acústicos de referencia. Para evitar este
desajuste y obtener los consiguientes modelos acústicos que representen adecuadamente el nuevo
espacio de proyección, se propone, en este caso, transformar los modelos acústicos de referencia a
partir de la señal del corpus de entrenamiento ruidoso previamente normalizada; nótese que dicha
compensación ha de ser la misma con que posteriormente se transformará la señal que se pretenda
decodificar. La diferencia de esta nueva solución con respecto a la mostrada anteriormente consiste
en que los nuevos modelos acústicos se obtienen de modo supervisado haciendo uso de las técnicas
clásicas de entrenamiento. De este modo, si el corpus de entrenamiento ruidoso es suficientemente
amplio, se puede emplear el algoritmo ML, pero si éste no es el caso se tendŕıa que recurrir a
técnicas clásicas de adaptación de modelos acústicos como MAP, MLLR..., según las necesidades
de la aplicación y las limitaciones de los datos disponibles. En este trabajo se decidió emplear el
algoritmo ML.

A modo de resumen se incluye la Figura 8.3, en la que se reflejan los distintos procesos que se
han de seguir para llevar a cabo la experimentación con las técnicas h́ıbridas supervisadas basadas
en reentrenamiento. Del mimso modo que en la Sección 8.1, y en previsión de emplear técnicas
de normalización de vectores de caracteŕısticas que precisen de una fase previa de entrenamiento,
se ha incluido un bloque para la misma que, en principio y en un caso general, no siempre seŕıa
necesario. En el bloque denominado “Adaptación HMM” se obtienen los nuevos modelos acústicos
(HMM del espacio normalizado) a partir de los de referencia mediante el algoritmo correspondiente,
y que, posteriormente y ya en la fase de decodificación, se emplearán para reconocer los vectores
de caracteŕısticas ruidosos normalizados.

Al igual que en la sección anterior, el esquema propuesto para las técnicas h́ıbridas supervisadas
basadas en reentrenamiento es independiente del método de normalización aplicado, pudiéndose ser
éste cualquiera. Sin embargo, en este trabajo se han empleado únicamente los algoritmos MEMLIN
y MEMLIN MP.

8.3. Resultados con la Base de Datos SpeechDat Car en
Español.

La experimentación comparativa de las técnicas h́ıbridas tratadas en las Secciones 8.1 y 8.2 se
llevó a cabo con la base de datos SpeechDat Car en español, utilizándose los corpora de entrena-
miento de los diversos entornos básicos previamente definidos para realizar los distintos procesos
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Figura 8.3: Esquema gráfico de las técnicas h́ıbridas supervisadas basadas en reentrenamiento. Se incluye tanto la
fase de entrenamiento como la de decodificación. La primera de ellas está compuesta por tres bloques: “Entrenamiento
normalización”, que se ha incluido en previsión de utilizar técnicas de normalización de vectores de caracteŕısticas
que la precisen. Por su parte, el sistema de “Normalización” proporciona las señales limpias estimadas a partir de
las correspondientes degradadas. Finalmente el bloque “Adaptación HMM” calcula los nuevos modelos acústicos
asociados al espacio normalizado a partir de los limpios y de la señal del corpus de entrenamiento degradado previa
compensación. Dichos modelos se emplean finalmente para reconocer los vectores de caracteŕısticas normalizados en
el bloque de “Decodificación”.

de entrenamiento, necesarios en esta ocasión tanto para las técnicas de normalización de vectores
de caracteŕısticas seleccionadas, como para generar los nuevos modelos acústicos. Por otra par-
te, en todas las experimentaciones propuestas en esta Sección se aplicará en última instancia el
método CMS a los vectores de acústicos que se pretendan reconocer, teniéndolo también esto en
cuenta, como es natural, a la hora de obtener los distintos modelos acústicos adaptados. Asimismo
se empleará la parametrización estándar ETSI y modelos acústicos de palabras, pudiéndose, de
este modo, consultar los resultados de referencia correspondientes en la Tabla 4.4. Por otra parte,
y en aras de establecer comparaciones de un modo más justo, todas las técnicas de normalización
de vectores de caracteŕısticas se aplicarán únicamente sobre los coeficientes estáticos de los mis-
mos, tal y como hasta ahora se ha venido realizando, calculando las correspondientes derivadas
posteriormente.

8.3.1. Resultados de las técnicas h́ıbridas a partir del cálculo de matrices
de rotación dependientes de GMMs.

Antes de presentar los resultados obtenidos tras aplicar las técnicas h́ıbridas a partir del cálculo
de matrices de rotación dependientes de GMMs es recomendable revisar, de cara a completar los
parámetros que definen la experimentación, la Figura 8.2, donde se indican los dos pasos que com-
ponen el algoritmo. Aśı, primeramente, y en una fase de entrenamiento previo (“Entrenamiento”),
se estiman los vectores de desplazamiento, rsx,sey , y el modelado de la probabilidad entre Gaus-
sianas, p(sx|yt, e, sey), necesarios para las técnicas MEMLIN y MEMLIN MP, para lo que, tal y
como se ha comentado en las Secciones 5.3 y 7.3, se hace uso de los vectores de caracetŕısticas
del corpus de entrenamiento estéreo de la base de datos. En caso de la técnica MEMLIN MP la
correspondiente GMM con que se modelan los vectores de caracteŕısticas ruidosos para cada par de
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Gaussianas sx s
e
y, se genera con dos componentes. Asimismo, y en la misma fase de entrenamiento,

se calculan, como ya se indicó en la Seccion 8.1, las matrices de rotación, Asx,sx̂ , haciendo uso
de los vectores de caracteŕısticas completos, esto es, considerando los coeficientes dinámicos y tras
evaluar la técnica CMS. En lo sucesivo, y salvo que se indique lo contrario, se calcularán siempre
16 matrices Asx,sx̂ , que provienen de modelar el espacio limpio y normalizado con 4 componentes.
El segundo paso, denominado “Decodificación”, consiste en reconocer las tramas compensadas con
el algoritmo MEMLIN haciendo uso de los modelos expandidos construidos a partir de los modelos
acústicos limpios y las distintas matrices de rotación Asx,sx̂ .

Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK SPLICE ME 64 2.48 6.52 3.92 7.64 9.06 5.08 12.93 6.25 74.08

CLK MEMLIN 128 2.00 6.26 3.78 7.27 8.48 5.24 11.90 5.89 75.79

CLK MEMLIN MP 64 1.81 4.80 1.82 5.76 6.01 3.81 6.80 4.23 83.89

CLK-Asx,sx̂ MEMLIN 64 2.19 3.95 2.10 3.26 3.24 1.90 2.38 2.86 90.54

CLK-Asx,sx̂ MEMLIN MP 64 1.91 3.86 1.68 2.88 2.96 1.27 2.04 2.54 92.07

Cuadro 8.1: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas SPLICE
ME, MEMLIN, MEMLIN MP y las técnicas h́ıbridas a partir del cálculo de matrices de rotación depen-
dientes de GMMs basadas en los algoritmos de compensación MEMLIN y MEMLIN MP en términos de
WER (%). Se presentan los resultados para los diferentes entornos básicos (E1,..., E7) utilizando la pa-
rametrización estándar ETSI y modelos acústicos para las palabras del vocabulario (d́ıgitos) generados a
partir del corpus de señal limpia (CLK en la columna de “Entrenamiento”), o extendidos a partir de los
anteriores haciendo uso de 16 matrices de rotación Asx,sx̂ , (CLK-Asx,sx̂ en la columna de “Entrenamien-
to”). La columna marcada como “Reconocimiento” hace referencia a la señal empleada para reconocer, que
será la ruidosa normalizada con la técnica SPLICE ME, MEMLIN o MEMLIN MP. Junto al nombre de los
diferentes métodos aparece el número de Gaussianas con que se modelaron los correspondientes espacios
para la fase de normalización (el limpio y los asociados a los distintos entornos básicos). Por su parte, para
el método MEMLIN MP se modelan los vectores de caracteŕısticas asociados a cada par de Gaussianas
sx y s

e
y con dos componentes. Se incluye igualmente el WER medio, MWER, aśı como la mejora media,

MIMP.

En la Tabla 8.1 se pueden apreciar los mejores resultados para las técnicas SPLICE ME (“En-
trenamiento” CLK, “Reconocimiento” SPLICE ME), MEMLIN (“Entrenamiento” CLK, “Recono-
cimiento” MEMLIN), MEMLIN MP (“Entrenamiento” CLK, “Reconocimiento” MEMLIN MP) y
las técnicas h́ıbridas a partir del cálculo de matrices de rotación dependientes de GMMs basadas
en los algoritmos MEMLIN y MEMLIN MP (“Entrenamiento” CLK-Asx,sx̂ , “Reconocimiento”
MEMLIN o MEMLIN MP, respectivamente). Los tres primeros experimentos se incluyen a modo
de comparación, puesto que, bajo estas condiciones concretas de experimentación, no se hab́ıan
presentado aún las correspondientes tasas de RAH. En todos los casos, junto al nombre de la
técnica de normalización de vectores de caracteŕısticas, se incluye el número de componentes que
conforman las GMMs con que se modelan los entornos básicos ruidosos y el espacio limpio (se
realizó un barrido con 4, 8, 16, 32, 64 y 128 componentes). En cuanto a los métodos h́ıbridos, los
modelos acústicos expandidos se construirán a partir de los limpios haciendo uso de las correspon-
dientes matrices de rotación Asx,sx̂ . Asimismo se incluye en la Tabla 8.1, además del WER medio,
MWER, la mejora media de WER, MIMP, en tanto por ciento, y calculadas del mismo modo que
ya se explicó en el Caṕıtulo 5.4 (ver expresión (5.29)).

Por otra parte, y para determinar si se puede afirmar o no que los resultados anteriores son
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estad́ısticamente significativos, se recurre a la prueba de hipótesis estad́ıstica z-test. En esta ocasión
se comparan las técnicas MEMLIN y MEMLIN MP con sus respectivas versiones h́ıbridas basadas
en el cálculo de matrices de rotación dependientes de GMMs bajo la base de datos SpeechDat Car
en español. Se puede observar que el valor del estad́ıstico W , w, para el primero de los casos es
w = 7,91 > 1,96, por lo que la mejora del algoritmo h́ıbrido asociado a la técnica MEMLIN en esta
Subsección se puede considerar independiente de la base de datos con un intervalo de confianza del
95%. Por otra parte, para el segundo de los casos, en el que se cotejan los resultados obtenidos con
la técnica MEMLIN MP y su correspondiente algoritmo h́ıbrido, se tiene que w = 4,99 > 1,96, con
lo que se puede considerar igualmente que la diferencia de comportamiento de estas dos últimas
técnicas es estad́ısticamente significativa con un intervalo de confianza del 95%. De todos modos
es conveniente recordar, igual que se ha venido haciendo hasta el momento, que estos resultados
se han de considerar con cautela dadas las limitaciones de la propia prueba, ya comentadas en la
Sección 4.2.

A la luz pues de los resultados presentados en la Tabla 8.1 se puede concluir que, teniendo en
cuenta únicamente los mejores resultados medios para las distintas técnicas comparadas y para
todos y cada uno de los entornos básicos, los métodos h́ıbridos a partir del cálculo de matrices de
rotación dependientes de GMMs aportan una importante y estad́ısticamente significativa mejora
con respecto a los resultados obtenidos con los algoritmos SPLICE ME, MEMLIN y MEMLIN
MP. Y no sólo eso, sino que además su comportamiento es más satisfactorio que el obtenido tras
reconocer la señal ruidosa con modelos acústicos entrenados bajo las mismas condiciones: MWER
de 4.63% (“Entrenamiento” HF, “Reconocimiento” HF en la Tabla 4.4) y MWER de 3.42% (“En-
trenamiento” HF†, “Reconocimiento” HF en la Tabla 4.4). Todo ello teniendo en cuenta que en
este caso se están adaptando los modelos acústicos de un modo no supervisado y tras estimar
únicamente 16 matrices de rotación, lo que supone calcular muchos menos datos que en el caso del
reentrenamiento.

Llegados a este punto se podŕıa pensar que las técnicas h́ıbridas a partir del cálculo de matri-
ces de rotación dependientes de GMMs son similares, conceptualmente hablando, al algoritmo de
adaptación de modelos acústicos MLLR, en el que se puede considerar que se modifican las medias
y varianzas del modelado acústico mediante un vector de desplazamiento y una matriz de rotación.
Para comparar las prestaciones de las dos técnicas de un modo justo, esto es, no supervisado, se
adaptaron los modelos limpios mediante el algoritmo MLLR, proyectándolos sobre el espacio rui-
doso haciendo uso de las trascripciones provinientes de reconocer la señal ruidosa con los modelos
acústicos limpios. Bajo esas condiciones de experimentación la técnica MLLR obtiene una mejora
media de 78.77%, aún lejana del 92.07% lograda con la técnica h́ıbrida a partir del cálculo de
matrices de rotación dependientes de GMMs haciendo uso de el método MEMLIN MP.

Asimismo, si se considera la mejora media de WER para los métodos anteriormente comentados
en función del número de Gaussianas con que se modela cada entorno básico (Figura 8.4), se puede
apreciar que la mejora de comportamiento observado en la Tabla 8.1 es extensible a cualquier
número de componentes, de modo que, por ejemplo, si se aplica la técnica MEMLIN modelando
cada entorno básico con 4 Gaussianas se obtiene un MIMP de 62.57%, mientras que los algoritmos
h́ıbridos a partir del cálculo de matrices de rotación dependientes de GMMs haciendo uso de los
métodos MEMLIN y MEMLIN MP alcanzan, bajo las mismas condiciones, unos valores sensible-
mente mayores, 83.55% y 88.49%, respectivamente. Del mismo modo, resulta interesante hacer
notar que en este tipo de técnicas h́ıbridas, los resultados son menos dependientes del número de
Gaussianas con que se modelan los entornos básicos, de modo que con un número reducido de las
mismas ya se pueden alcanzar importantes mejoras.
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Figura 8.4: Mejora media de WER tras aplicar las técnicas SPLICE ME (ĺınea punteada con diamantes blancos),
MEMLIN (ĺınea discontinua con cuadrados blancos), MEMLIN MP (ĺınea discontinua con ćırculos blancos), la
técnica h́ıbrida a partir del cálculo de matrices de rotación dependientes de GMMs y basada en el algoritmo
MEMLIN, identificada como “MEMLIN A” (ĺınea continua con cuadrados blancos), y, ya por último, la técnica
h́ıbrida a partir del cálculo de matrices de rotación dependientes de GMMs y basada en el algoritmo MEMLIN MP
y nombrada como “MEMLIN MP A” (ĺınea continua con ćırculos blancos). En todos los casos se representan en
función del número de Gaussianas por entorno básico empleado.

8.3.2. Resultados de las técnicas h́ıbridas supervisadas basadas en reen-
trenamiento.

Paso previo a la presentación de los resultados de RAH obtenidos al decodificar los vectores
de caracteŕısticas normalizados aplicando modelos acústicos reentrenados de modo supervisado, es
recomendable revisar la Figura 8.3, donde se indican los distintos pasos que se han de seguir a tal
efecto. Aśı, primeramente es necesario, en una fase de entrenamiento previa, estimar, si es que fuera
preciso, los diversos parámetros necesarios para la técnica de normalización seleccionada, para lo
que, en general y para las técnicas presentadas en este trabajo, se hace uso de un corpus de entre-
namiento estéreo. Asimismo, y todav́ıa en la misma fase de entrenamiento, se estiman los modelos
acústicos que representan al espacio normalizado a partir de los vectores de caracteŕıstias ruidosos
del corpus de entrenamiento, previamente compensados. Ya por último, y en el segundo paso, que
se identifica en la Figura 8.3 como “Decodificación”, se normalizan los vectores de caracteŕısticas
ruidosos, reconociéndolos posteriormente con los modelos acústicos adaptados. A continuación se
presentan los resultados de RAH obtenidos en función de la técnica de normalización empleada,
que podrá ser MEMLIN o MEMLIN MP.

En la Tabla 8.2 se pueden apreciar los mejores resultados cuando se seleccionan como técnicas
de normalización los algoritmos MEMLIN y MEMLIN MP, (“Entrenamiento” HF MEMLIN, “Re-
conocimiento” MEMLIN y “Entrenamiento” HF MEMLIN MP, “Reconocimiento” MEMLIN MP,
respectivamente). Asimismo, y a modo de comparación, se vuelven a incluir los resultados alcan-
zados cuando se reconoce la señal limpia con modelos acústicos limpios (“Entrenamiento” CLK,
“Reconocimiento” CLK), la señal ruidosa con modelos acústicos generados a partir de todo el cor-
pus de entrenamiento ruidoso (“Entrenamiento” HF, “Reconocimiento” HF), y la señal ruidosa con
modelos acústicos espećıficos para cada entorno básico (“Entrenamiento” †HF, “Reconocimiento”
HF). Del mismo modo, alĺı donde fuera procedente, junto al nombre de la técnica de normalización
empleada, se incluye el número de componentes que conforman las GMMs con que se modelan
los entornos básicos ruidosos y el espacio limpio (se realizó un barrido con 4, 8, 16, 32, 64 y 128
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Entrenamiento Reconocimiento E1 E2 E3 E4 E5 E6 E7 MWER (%) MIMP (%)

CLK CLK 0.95 2.32 0.70 0.25 0.57 0.32 0.00 0.91 –

HF HF 3.81 6.86 3.50 3.76 4.96 4.44 3.06 4.63 81.93

† HF HF 1.14 4.37 1.68 2.13 2.10 2.06 23.13 3.42 87.91

HF MEMLIN 64 HF MEMLIN 64 0.57 3.09 1.26 2.51 1.43 1.27 0.34 1.67 96.33

HF MEMLIN MP 128 HF MEMLIN MP 128 0.57 2.83 0.98 2.01 1.43 1.11 0.00 1.47 97.27

Cuadro 8.2: Mejores resultados con la base de datos SpeechDat Car en español para las técnicas h́ıbridas
supervisadas basadas en reentrenamiento a partir de los algoritmos MEMLIN y MEMLIN MP en términos
de WER (%). Se presentan los resultados para los diferentes entornos básicos (E1,..., E7) utilizando la
parametrización estándar ETSI y modelos acústicos para las palabras del vocabulario (d́ıgitos) adaptados
al espacio normalizado a partir del corpus de entrenamiento de señal ruidosa previamente compensado con
la correspondiente técnica (HF MEMLIN o HF MEMLIN MP según corresponda en la columna de “En-
trenamiento”). La columna identificada como “Reconocimiento” hace referencia a la señal empleada para
decodificar, que será la ruidosa normalizada con la técnica MEMLIN o MEMLIN MP. Junto al nombre de
los diferentes métodos aparece el número de Gaussianas con que se modelaron los correspondientes espacios
(el limpio y los asociados a los distintos entornos básicos). Adicionalmente se emplean 2 componentes para
modelar los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas sx y s

e
y (modelado

de la probabilidad entre Gaussianas basado en GMMs para la técnica MEMLIN MP). A modo de com-
paración se presentan nuevamente los resultados de RAH alcanzados cuando se reconoce la señal limpia
con modelos acústicos limpios (“Entrenamiento” CLK, “Reconocimiento” CLK), o la señal ruidosa con
modelos acústicos generados con todo el corpus de entrenamiento degradado, o bien con modelos acústi-
cos espećıficos para cada entorno básico (“Entrenamiento” HF, “Reconocimiento” HF, o “Entrenamiento”
†HF, “Reconocimiento” HF, respectivamente). Se incluye igualmente el WER medio, MWER, aśı como la
mejora media, MIMP.

componentes). Adicionalmente, y por completar los parámetros que definen la experimentación,
se emplean 2 componentes para modelar los vectores de caracteŕısticas ruidosos asociados a cada
par de Gaussianas: sx y s

e
y, (modelado de la probabilidad entre Gaussianas basado en GMMs para

la técnica MEMLIN MP). Asimismo se incluye en la Tabla 8.2, además del WER medio, MWER,
la mejora media de WER, MIMP, en tanto por ciento, que se calcula del mismo modo que ya se
explicó en el Sección 5.4 (ver expresión (5.29)).

A pesar de que ya se pueden intuir los resultados, resulta conveniente, al igual que se ha venido
haciendo hasta el momento, y de cara a determinar si se puede afirmar o no que los resultados
anteriores son estad́ısticamente significativos, realizar la prueba de hipótesis estad́ıstica z-test para
los mismos. En esta ocasión se comparan las técnicas MEMLIN y MEMLIN MP con sus respectivas
versiones h́ıbridas supervisadas basadas en reentrenamiento bajo la base de datos SpeechDat Car
en español. Se puede observar que el valor del estad́ıstico W , w, para el primero de los casos es
w = 11,81 > 1,96, por lo que en esta ocasión la mejora del algoritmo h́ıbrido supervisado asociado
a la técnica MEMLIN se puede considerar independiente de la base de datos con un intervalo de
confianza del 95%. Del mismo modo para el segundo de los casos, en el que se cotejan los resultados
obtenidos con la técnica MEMLIN MP y su correspondiente algoritmo h́ıbrido supervisado basado
en reentrenamiento, se tiene que w = 8,56 > 1,96, con lo que se puede considerar del mismo modo
que para el caso anterior que la diferencia de comportamiento de estas dos últimas técnicas es es-
tad́ısticamente significativa con un intervalo de confianza del 95%. De todos modos es conveniente
recordar que estos resultados se han de tratar con la debida cautela dadas las limitaciones de la
propia prueba, ya comentadas en la Sección 4.2.
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A partir de los resultados presentados en la Tabla 8.2 se puede concluir que, teniendo en cuenta
únicamente los mejores resultados medios para los distintos casos y para todos y cada uno de los
entornos básicos, decodificar los vectores de caracteŕısticas normalizados con las técnicas MEMLIN
y MEMLIN MP haciendo uso de modelos acústicos que representen los correspondientes espacios
normalizados y obtenidos de modo supervisado (técnicas h́ıbridas supervisadas basadas en reen-
trenamiento) aporta, para los dos casos que se han tratado, una importante y estad́ısticamente
significativa mejora con respecto a reconocer las señales compensadas con los modelos acústicos
limpios. De la misma manera la comparación es igualmente satisfactoria si se comparan los resul-
tados alcanzados cuando las señales degradadas se decodifican con modelos acústicos generados
con todo el corpus de entrenamiento degradado (“Entrenamiento” HF, “Reconocimiento” HF) o
espećıficamente para cada entorno básico (“Entrenamiento” † HF, “Reconocimiento” HF). Esto
es debido a que tras compensar la señal ruidosa, el espacio generado es mucho más compacto y
homogéneo, haciendo que el entrenamiento sea más satisfactorio que si se realizara directamente
sobre el entorno ruidoso, siempre mucho más heterogéneo. Asimismo, si se estudian los resultados
logrados cuando se vaŕıa el número de Gaussianas con que se modela cada entorno básico para
las técnicas de normalización (al igual que para los casos anteriores se realizó un barrido con 4,
8, 16, 2, 64 y 128 componentes), se puede constatar que no difieren de un modo estad́ısticamente
significativo. Aśı, por ejemplo, si la técnica MEMLIN se aplica con 4 Gaussianas se obtiene un
MIMP de 94.63%, mientras que si se consideran modelos con el mismo número de componentes
para el método MEMLIN MP, el MIMP alcanzado es 95.14%. Es por esta falta de significancia
entre los resultados obtenidos por lo que no se ha incluido en esta ocasión una gráfica alusiva en
la que se incluyeran las mejoras medias (MIMP) para distintos números de Gaussianas con que se
modelaran los entornos básicos.

8.4. Anexo I.

En este Anexo se incluye el desarrollo teórico necesario para estimar las matrices de rotación
Asx,sx̂ con que se representa la proyección lineal entre los datos de un espacio fuente, que en general
se corresponde con el limpio, y los correspondientes al espacio objetivo, que en este caso se construye
a partir de los vectores de caracteŕısticas del espacio ruidoso normalizados mediante algún tipo
de técnica de compensación de vectores de caracteŕısticas. Sea pues un corpus de entrenamiento
estéreo (X, X̂) = {(x1, x̂1); ...; (xt, x̂t); ...; (xT , x̂T )}, con t ∈ [1, T ]; nótese que, por simplificar la
notación se ha eliminado el ı́ndice Tr para indicar que se trata del corpus de entrenamiento, tal
y como śı estaba recogido en la Sección 8.1.1. De este modo, el error cuadrático medio asociado a
cada par de Gaussianas para la técnica propuesta, ξsx,sx̂ , se define como

ξsx,sx̂ =
1

T

∑

t

p(sx|xt)p(sx̂|x̂t)Tra[(x̂t −Asx,sx̂xt)(x̂t −Asx,sx̂xt)
T ]. (I.1)

Teniendo en cuenta ciertas propiedades del cálculo matricial, se puede observar, antes de llevar
a cabo la minimización de ξsx,sx̂ , que

(x̂t −Asx,sx̂xt)(x̂t −Asx,sx̂xt)
T = x̂t(x̂t)

T − x̂t(xt)
T (Asx,sx̂)

T

−Asx,sx̂xt(x̂t)
T +Asx,sx̂xt(xt)

T (Asx,sx̂)
T . (I.2)

A la hora de estimar la matriz de rotación Asx,sx̂ se procede a la minimización de la expresión
(I.1) con respecto a Asx,sx̂ haciendo uso de (I.2)
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0 =
δξsx,sx̂
δAsx,sx̂

=
1

T

∑

t

p(sx|xt)p(sx̂|x̂t)

δ

δAsx,sx̂
[Tra[x̂t(x̂t)

T − x̂t(xt)
T (Asx,sx̂)

T

−Asx,sx̂xt(x̂t)
T +Asx,sx̂xt(xt)

T (Asx,sx̂)
T ]]. (I.3)

O, lo que es lo mismo

0 =
1

T

∑

t

p(sx|xt)p(sx̂|x̂t)(−x̂t(xt)
T − x̂t(xt)

T +Asx,sx̂xt(xt)
T +Asx,sx̂xt(xt)

T ). (I.4)

Finalmente, se obtiene la expresión óptima para Asx,sx̂ despejando convenientemente

Asx,sx̂ =
∑

t

p(sx|xt)p(sx̂|x̂t)x̂t(xt)
T [
∑

t

p(sx|xt)p(sx̂|x̂t)xt(xt)
T ]−1, (I.5)

que coincide con la expresión (8.4) presentada en la Sección 8.1.1

8.5. Anexo K.

130



9

Resultados con la base de datos Auro-
ra2

Tal y como ya se ha adelantado en el Caṕıtulo 4, si bien la base de datos SpeechDat Car pro-
porciona, a nivel de RAH, unos resultados más interesantes por cuanto se ha grabado en ambientes
hostiles reales, el corpus Aurora2 posee la intangible ventaja de ser prácticamente considerado en
la actualidad como un estándar de facto a la hora de comparar distintas técnicas de robustez. De
esta manera resulta, a pesar de sus limitaciones y de cara a presentar resultados a la comunidad
cient́ıfica, muy útil incluir siempre la experimentación con esta base de datos.

De cara a realizar posteriores análisis de los resultados obtenidos a lo largo de la experimenta-
ción, resulta conveniente recordar brevemente ciertos aspectos del corpus Aurora2. De este modo,
conviene recordar que se generó a partir de la base de datos de d́ıgitos aislados y conectados en
inglés TIDigits, a la que se le añadió artificialmente tanto distintos tipos de ruidos aditivos con
diferentes SNRs (20dB, 15dB, 10dB, 5dB, 0dB y -5dB), como, en algunos casos, distorsión convolu-
cional, de modo que con ello se busca simular algunos de los escenarios más caracteŕısticos propios
del área de las telecomunicaciones, a saber: metro subway, muchedumbre babble, coche car, salón
de exhibiciones exhibition hall, restaurante restaurant, calle street, aeropuerto airport y estación
de tren train station.

A pesar de que la experimentación completa t́ıpica comprende, como se puede apreciar en la
Sección 4.3, de dos apartados, según si el corpus de entrenamiento consta únicamente de señal
limpia (clean training) o de una combinación de limpia y degradada (multicondition training),
en los experimentos que se van a llevar a cabo en este Caṕıtulo únicamente se tendrá en cuenta
la primera de las opciones puesto que se ha desestimado la posibilidad de emplear el corpus de
entrenamiento multi-condición para generar supervisadamente nuevos modelos acústicos, aunque
śı se usará como la parte degradada de la base de datos estéreo que se precisa para estimar los
distintos parámetros de las técnicas correspondientes.

Por su parte, cabe recordar asimismo que los tres sets en que se haya dividido el corpus de
reconocimiento responden, en cierto modo, a otras tantas situaciones que, en conjunto, pueden dar
una idea aproximada del comportamiento general de las técnicas que se pretendan comparar. Aśı,
el set A comprende la distorsión convolucional y los mismos tipos de ruidos, no aśı las SNRs, que
aparecen en el corpus de entrenamiento multi-condición, con lo que puede dar una idea aproxima-
da de hasta que punto los algoritmos comparados responden bien ante degradaciones observadas
previamente. El set B, por el contrario, está compuesto por los tipos de ruido aditivo que no se
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encuentran representados en el corpus de entrenamiento multi-condición, no aśı la distorsión convo-
lucional, que es la misma; de esta manera se pueden extraer conclusiones acerca de la eficiencia de
las distintas técnicas comparadas ante ruidos aditivos no observados en la fase de entrenamiento.
Por último, el set C consta de un escenario presente en el corpus de entrenamiento multi-codición
y otro que no lo está, aunque en ambos casos se ha aplicado una distorsión convolucional distinta
de la considerada en el corpus de entrenamiento multi-condición, de modo que con este set se
puede analizar el comportamiento de las distintas técnicas que se pretendan comparar ante una
distorsión convolucional no vista previamente y a la que, en uno de los casos, se le ha añadido un
ruido aditivo tampoco considerado con anterioridad.

Este Caṕıtulo se articula en tres Secciones, tantas como técnicas seleccionadas de cara a com-
pletar la experimentación con la base de datos Aurora2. Para tal fin se se eligieron los métodos
quizás más representativos de entre los presentados en este trabajo, a saber, MEMLIN, MEMLIN
CPGMM y la técnica h́ıbrida basada en el algoritmo MEMLIN CPGMM haciendo uso de matrices
de rotación dependientes de GMMs.

9.1. Resultados con la técnica MEMLIN sobre base de datos
Aurora2.

Para llevar a cabo la experimentación sobre la base de datos Aurora2, no sólo ya para la técnica
MEMLIN, sino para todas aquellas que precisan de una fase de entrenamiento previa con señal
estéreo, se suele recurrir para tal efecto al corpus de entrenamiento multi-condición, de modo que
se consideran 24 entornos básicos, que se corresponden con los cuatro tipos de ruido del set A:
subway, babble, car y exhibition hall y 6 SNRs: clean, 20dB, 15dB, 10dB, 5dB y 0dB. Del mis-
mo modo que para los experimentos realizados con el corpus SpeechDat Car en español, una vez
normalizados los 13 coeficientes estáticos de los correspondientes vectores de caracteŕısticas se cal-
cularán las correspondientes derivadas y se aplicará el algoritmo CMS. En esta ocasión se utiliza la
parametrización estándar ETSI, el modelado de lenguaje está compuesto por cualquier secuencia
de d́ıgitos y los modelos acústicos se construyen para cada palabras de vocabulario a partir de la
estructura que se puede consultar en la Sección 4.3. Aśı pues, los resultados de referencia se pueden
consultar en la Tabla 4.3.

En la Tabla 9.1 se presentan, del modo t́ıpico en que se suele hacer, los correspondientes re-
sultados, tanto en términos de exactitud por palabra como majora relativa, obtenidos tras aplicar
la técnica de compensación MEMLIN cuando, aplicando las condiciones de experientación ante-
riormente comentadas, se modelan tanto los 24 entornos básicos como el espacio limpio con 128
Gaussianas (se realizó un barrido para distintos números de componentes: 8, 16, 32, 64 y 128, cuyos
resultados completos se pueden observar en el Apéndice 9.4 de este mismo Caṕıtulo). Cabe desta-
car que, de aqúı en adelante, para las distintas técnicas que se van a comparar en este Caṕıtulo, y
mientras no se indique lo contrario, el número de Gaussianas empleadas para modelar el espacio
limpio será el mismo que el utilizado para representar cada entorno básico.

A la luz pues de los valores presentados en las Tablas 9.1 y 4.3 se puede concluir que, teniendo
en cuenta únicamente los mejores resultados para la técnica MEMLIN, el método se comporta en
general de un modo bastante satisfactorio, obteniendo una mejora media final del 62.23%. Ahora
bien, si se hace un estudio algo más espećıfico de cada set de reconocimiento, se puede observar
que, el set A alcanza, en media, las mejores tasas de acierto en palabra con respecto al resto de set.
Esto es algo que no debe sorprender puesto que los tipos de ruido tratados hab́ıan sido previamente
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Figura 9.1: Exatitud por palabra, word accuracy, y mejoras relativas obtenidas para los distintos sets (A, B y
C) de la base de datos Aurora2 utilizando la técnica de normalización de vectores de caracteŕısticas MEMLIN,
modelando cada uno de los entornos básicos con 128 Gaussianas. Se ha empleado la parametrización estándar ETSI
y modelos acústicos de palabras generados a partir de la señal limpia, clean training.

considerados en el corpus de entrenamiento multi-condición. Por su parte, y no lejos de los resulta-
dos alcanzados con el set A, se encuentran los logrados con el set B, lo que permite concluir que, el
algoritmo MEMLIN es capaz de proporcionar un interesante comportamiento aun ante señales de
entornos ruidosos no observados con anterioridad, siempre y cuando, eso śı, los que formen parte
del corpus de entrenamiento sean próximos. Esto es debido al gran número de Gaussianas con que
se modela el espacio ruidoso global y que hace que, a la postre, cada vector de caracteŕısticas que
se pretenda normalizar, siempre y cuando no esté fuera del ámbito de las mismas, pueda ser repre-
sentada por alguna de las correspondientes a otro entorno básico. Sin embargo, no se puede decir lo
mismo de los resultados presentados para el set C, que son sensiblemente menos satisfactorios (me-
jora media del 39.67%), lo que viene a indicar que la técnica MEMLIN es mucho más sensible ante
distorsiones convolucionales que ante ruidos aditivos no observados en el proceso de entrenamiento.

A la hora de observar como se comporta el algoritmo MEMLIN cuando se incrementa el número
de Gaussianas con que se modelan los distintos entornos básicos, en la Figura 9.2 se muestra la
mejora media cuando se realiza el siguiente barrido para el correspondiente número de componentes:
4, 8, 16, 32, 64 y 128. Se puede apreciar como, a pesar de la mejora de las prestaciones conforme
se incrementa el número de componentes, ésta no llega en ningún momento a los niveles que se
hab́ıan alcanzado con la base de datos SpeechDat Car en español, algo lógico por otra parte si se
tiene en cuenta que la primera es algo más compleja.
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Figura 9.2: Mejoras medias de la exatitud por palabra, word accuracy, obtenidas para los distintos sets (A, B
y C) de la base de datos Aurora2 utilizando la técnica de normalización de vectores de caracteŕısticas MEMLIN
empleando distinto número de componentes para modelar los entornos básicos. Se ha empleado la parametrización
estándar ETSI y modelos acústicos de palabras generados a partir de la señal limpia, clean training.

9.2. Resultados con la técnica MEMLIN CPGMM sobre ba-
se de datos Aurora2.

9.3. Resultados con la técnica h́ıbrida MEMLIN CPGMM a
partir del cálculo de matrices de rotación dependientes
de GMMs sobre base de datos Aurora2.

9.4. Anexo L.
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10

Conclusiones y Ĺıneas Futuras de
Trabajo.

Durante los algo más de cuatro años que se han necesitado para completar este trabajo, a la
vez que se iban completando los distintos objetivos marcados desde un principio, finalizando aśı las
diversas tareas en que se dividió la tesis, se pońıan las bases, tanto conceptuales como teóricas, para
los siguientes pasos. De esta manera, utilizando como apoyo las conclusiones, estudios y resultados
de todo el trabajo anterior se fueron desarrollando las distintas técnicas propuestas en esta tesis,
aśı como las ĺıneas de actuación futuras sobre las que seguir desarrollando soluciones para hacer
más robusto el RAH ante cualquier tipo de efecto producido por elentorno acústico.

Aśı pues, el presente Caṕıtulo se halla dividido en dos grandes unidades. De esta manera, en
la Sección 10.1 se presentan las distintas conclusiones que, a lo largo del desarrollo del trabajo, se
fueron observando y que, como ya se ha indicado, sirvieron posteriormente como punto de partida
para estudios posteriores. Por su parte, en la Sección 10.2 se hace hincapié en aquellas debilidades
de las técnicas propuestas que, aun observadas y constatadas durante el desarrollo de las mismas,
no se trataron por cualquier causa, dejándo abiertas las puertas para futuras investigaciones.

10.1. Conclusiones.

SER MÁS EXPLÍCITO CON LO QUE SE HIZO EN CADA TÉCNICA
MIRAR LAS CONCLUSIONES INCLUIDAS EN CADA CAPÍTULO.
RELLENAR CADA PÁRRAFO.

El que las prestaciones de los sistemas de RAH decaen ante entornos acústicos adversos es algo
que, no por menos sabido, debe dejarse de constatar; no tanto por la afirmación en śı sino por
llegar a entender hasta que punto y de que manera afecta el entorno acústico a los vectores de ca-
racteŕısticas con los que posteriormente se reconocerá. En este sentido en el Caṕıtulo 4 y sucesivos
se presentan los resultados de RAH, aśı como distintos histogramas y log-scattegrams obtenidos
a partir de las señales ruidosas de las bases de datos SpeechDat Car en español y Aurora2. De
todo lo anterior se ha podido comprobar que el ruido propio del entorno acústico produce serias
alteraciones tanto en la media como en la varianza de los componentes de los vectores acústicos,
introduciendo además una gran incertidumbre, consecuencia de la aleatoriedad del ruido y que
supone el mayor reto para las técnicas de normalización de vectores de caracteŕısticas.
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Una vez analizado el problema que se pretende compensar, en el Caṕıtulo 5 se estudiaron las
técnicas de normalización emṕıricas más empleadas en la actualidad: CMS, SPLICE y RATZ, pre-
sentando un desarrollo teórico conjunto con el que pudo comprobar que la única diferencia entre
ellas reside en la aplicación de ciertas aproximaciones. De la misma manera se concluyó, de mo-
do experimental, que las transformaciones propuestas en los tres casos no son todo lo espećıficas
que debeŕıan si se pretende compensar el efecto de la aleatoriedad del ruido. Teniendo en cuenta
este hecho se desarrollo el algoritmo MEMLIN, que proporcionó un mejor comportamiento que
los métodos anteriores debido a la utilización de vectores de transformación asociados a pares de
Gaussianas, cosa que permite reducir el rango de proyección de los vectores acústicos degradados
a nivel de componente y no de espacio, como suced́ıa en las técnicas consideradas hasta la fe-
cha. Aśı, se obtuvo una mejora media para la base de datos SpeechDat Car en español de 70.22%,
ligeramente superior que las alcanzadas con las técnicas IRATZ (61.84%) y SPLICE ME (65.39%).

Tras un análisis en profundidad de la técnica MEMLIN, se detectaron dos grandes ĺıneas de
actuación que acabaron por proporcionar importantes mejoras a nivel de tasas de RAH, a saber:
el modelado del vector de caracteŕısticas limpio, que en la técnica MEMLIN se supońıa lineal con
término dependiente unitario, y el modelado de la probabilidad entre Gaussianas, que, en un prin-
cipio, se consideraba independiente del vector acústico degradado.

El considerar que el modelo de degradación del vector acústico limpio es lineal con término
dependiente unitario presupone que el entorno acústico únicamente afecta a las medias de los
vectores de caracteŕısticas, lo que, en general, es aproximadamente cierto para distorsión convolu-
cional, pero no para ruido aditivo. Es por ello por lo que se propusieron una serie de soluciones en
las que las transformaciones asociadas a cada par de Gaussianas fueran, bien lineales con término
dependiente no unitario, lo que da lugar a la técnica P-MEMLIN, bien no lineales, generando el
algoritmo MEMHIN. Los mejores resultados de RAH para ambas aproximaciones fueron, para la
base de datos SpeechDat Car, muy similares a los alcanzados con el método MEMLIN: 70.47% y
70.22%, respectivamente. Sin emabargo śı que aportan interesantes mejoras cuando se modelan con
un número reducido de componentes los entornos básicos y el espacio limpio. En esas condiciones,
la modificación de las varianzas toma un importante papel que, por el incremento del número de
Gaussianas se ve sensiblemente reducido. Por otra parte, esta mejora de comportamiento también
se hace palpable cuando las señales ruidosas se hallan fuertemente afectadas por ruido aditivo.
Aśı pues, aunque para la base de datos con que se realizó la mayor parte de la experimentación no
aportan importantes majoras, no hay que desechar estas dos técnicas, puesto que se ha demostra-
do que, bajo otras condiciones de experimentación, śı pueden ser muy útiles. Ya para concluir las
modificaciones sobre el modelado del vector de caracteŕısticas limpio se propuso aprender transfor-
maciones asociadas a cada par de Gaussianas de un mismo fonema, de manera que se definió una
versión dependiente de fonemas para la técnica MEMLIN, que se denominó PD-MEMLIN. Se pudo
comprobar que debido a utilizar transformaciones aún más espećıficas se lograba una importante
mejora en el comportamiento, alcanzando un 75.44% cuando la experimentación se realiza sobre
el corpus SpeechDat Car. Además, con esta nueva solución se reduce el desajuste entre los vectores
de caracteŕısticas normalizados y los modelos acústicos.

Llegados a este punto, se trató uno de los problemas más conflictivos de las técnicas de nor-
malización de vectores de caracteŕısticas emṕıricas. Normalmente en todas ellas es necesario una
fase de entrenamiento con señal estéreo y esto, en algunas ocasiones, no es posible. Por ello se
desarrollo una fase de entrenamiento “ciega” para la técnica PD-MEMLIN en la que no sólo es
necesario la señal degradada (de forma directa se obtiene la solución para el método MEMLIN).
Aśı pues, y haciendo uso de la nueva fase de entrenamiento, se alcanzó una mejora con la base
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de datos SpeechDat Car en español de 72.40%, ligeramente inferior de la que se obtiene con el
método PD-MEMLIN y algo superior a la alcanzada con el algoritmo MEMLIN, cerrándose de
esta manera una de las grandes polémicas que las técnicas de normalización de vectores acústicos
emṕıricas posee.

SEGUNDO PUNTO CONFLICTIVO: RUIDO NO VISTO (MEMLIN CON AURORA2).

Una vez tratado el problema del modelado del vector acústico limpio, y tras proporcionar, como
se ha visto, tres nuevas soluciones cuyas mejoras quedaron patentes, se estudió la segunda gran
ĺınea de actuación sobre la técnica MEMLIN: el modelado de la probabilidad entre Gaussianas.
El método MEMLIN se definió de manera que dicho modelado fuera independiente del vector
acústico ruidoso, lo que, en realidad no deja de ser una aproximación. Por todo ello se decidió mo-
delar los vectores de caracteŕısticas ruidosos asociados a cada par de Gaussianas mediante una
GMM. De esta manera se elimina la independencia temporal, creando una solución mucho más
dinámica que proporciona un mejor comportamiento tanto si se aplica al método MEMLIN, como
al PD-MEMLIN: 78.48% y 77.72% de mejora, respectivamente. Sin embargo estas dos soluciones,
si bien alcanzan unas tasas de RAH satisfactorias, requieren de un mayor coste computacional.
Para reducirlo se decidió no evaluar el nuevo modelado de probabilidad cruzada para todos los
pares de Gaussianas sino sólo para aquellos más probables. Esto permite una elevada reducción
en el número de componentes evaluadas a la vez que las tasas de RAH no se ven especialmente
comprometidas. FALTA MEMLIN GMM CON AURORA2 RUIDO NO VISTO.

Dado que desde un primer momento se tuvo consciencia de las limitaciones que las técnicas de
normalización de vectores de caracteŕısticas poseen debido a la aleatoriedad del ruido, se propuso
en el Caṕıtulo 8, la combinación de las técnicas más caracteŕısticas que se hab́ıan propuesto hasta
el momento en el trabajo con métodos de adaptación de modelos acústicos. Aśı pues, para cada
vector de caracteŕısticas normalizado mediante los métodos MEMLIN y MEMLIN con modelado
de la probabilidad cruzada basada en GMMs se le asoció una matriz de rotación en el proceso
de decodificación de entre un conjunto de posibles opciones estimado previamente en una fase de
entrenamiento. De esta manera, las correspondientes soluciones h́ıbridas, que se pueden ver igual-
mente como un método de adpatación de modelos acústicos, alcanzan unas importantes mejoras:
90.54% y 92.07%, respectivamente cuando se emplea la base de datos SpeechDat Car en español
con modelos acústicos de palabras (la técnica MEMLIN bajo esas mismas condiciones obtiene un
75.79%). La gran ventaja de esta técnica h́ıbrida reside en que no es necesario conocer la trascrip-
ción de la señal de entrenamiento, del mismo modo que tampoco es imprescindible emplear señal
de la tarea propia de reconocimiento, lo que le proporciona una importante mejora con respecto
a técnicas básicas de adaptación de modelos acústicos como MAP, MLLR... Por otra parte, si se
dispone de la trascripción de la señal de entrenamiento es posible entrenar directamente modelos
del espacio normalizado si se hace uso del algoritmo ML sobre la señal degradada del corpus de
entrenamiento previamente normalizada. Si se hace esto, se consigue una mejora media de 96.33%
si el espacio normalizado se obtiene a partir de la técnica MEMLIN y 97.27% si este último se
genera mediante la señal normalizada con el algoritmo MEMLIN con modelado de la probabilida
cruzada basada en GMMs. MEMLIN DECODER CON AURORA2.

10.2. Ĺıneas Futuras de Trabajo.
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[Neumeyer and Weintraub, 1994] L.Ñeumeyer and M. Weintraub. Probabilistic optimal filtering
for robust speech recognition. In Acoustics, Speech, and Signal Processing, ICASSP, pages 417–
420, 1994.
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